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5

ВВЕДЕНИЕ

Тексты на естественном языке являются сегодня од-
ним из основных способов хранения и передачи инфор-
мации, при этом объёмы текстовых данных неуклонно 
растут, в том числе, в связи с развитием и широким рас-
пространением средств электронной коммуникации. Тек-
сты содержат полезную информацию, необходимую для 
поддержки принятия решений в различных областях – в 
науке, медицине, бизнесе, государственном управлении и 
т.д. Для получения из текстов этой полезной информации 
решаются задачи информационного поиска, классифика-
ции, кластеризации текстов, извлечения информации из 
текстов, резюмирования и атрибуции текстов, и другие 
задачи, которые объединяются в актуальное направление 
исследований и разработок, называемое интеллектуаль-
ный анализ текстов. Для решения задач интеллектуаль-
ного анализа текстов применяются подходы компьютер-
ной лингвистики, искусственного интеллекта, машинного 
обучения, математической статистики. При этом важное 
значение имеют применяемые подходы к моделированию 
текста на естественном языке и способы представления 
текстовых признаков и характеристик, которые влияют на 
качество решения задач интеллектуального анализа тек-
стов и интерпретируемость его результатов.

Начиная с 2010-х годов, в области анализа текстов 
на естественном языке наблюдается тенденция использо-
вания нейросетевых и генеративных подходов, так назы-
ваемого глубокого обучения, моделирующих текст в виде 
векторных представлений слов, вычисляемых на основе 



Введение

6

дистрибутивной семантики. К недостаткам таких подхо-
дов относятся необходимость наличия больших обучае-
мых выборок, недетерминированность и неинтерпретируе-
мость получаемых результатов, т.е. невозможность выдать 
объяснение механизмам получения результатов, что в це-
лом снижает доверие к системам обработки текстов на 
основе нейросетевых подходов. Противовесом нейросе-
тевым подходам являются лингвистические модели тек-
ста, описывающие структуру текста на основе знаний о 
строении естественного языка. Лингвистические модели 
представляют текст в соответествии с уровнями языка в 
виде морфологических, синтаксических, семантических 
и дискурсивных структур, они теоретически обоснованы, 
интерпретируемы и, как показано во многих исследова-
ниях, положительно влияют на качество решения многих 
задач интеллектуального анализа текстов. 

Попытки моделировать семантику и прагматику 
языка предпринимались с самого зарождения компью-
терной лингвистики, когда исследователи и разработ-
чики систем автоматического анализа текстов поняли, 
что рассмотрение текста как набора слов не даёт удов-
летворительных результатов при решении многих задач, 
например, машинного перевода. С тех пор разработано 
много теорий и моделей, формализующих верхние уров-
ни языка, с переменным успехом реализуемые в компью-
терных программах и дающие положительный эффект 
при обработке языка. Как показаывает практика, именно 
лингвистические структурные модели, в отличие, напри-
мер, от логических моделей, легко реализуемы в ком-
пьютерных программах и эффективно применимы в си-
стемах обработки текстов. 

Для извлечения из текста лингвистических структур, 
отражающих различные уровни языка и композиции тек-
ста, применяются методы морфологического, синтаксиче-
ского, семантического и дискурсивного анализа, которые 
мы объединяем под названием методы разноуровневой 
обработки языка. Проблемы разноуровневой обработки 
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языка достаточно хорошо проработаны для английского 
и некоторых других наиболеее распространенных языков, 
при этом методы семантического и дискурсивного анали-
за текстов на русском языке, а также их влияние на реше-
ние задач интеллектуального анализа текстов, например, 
психолингвистического анализа текстов, исследованы не-
достаточно глубоко. Русский язык имеет особенности в 
своем строении (свободный порядок слов, богатая морфо-
логия), что делает необходимым и актуальным исследо-
вания в области семантического и дискурсивного анализа 
текстов на русском языке.

Эта монография посвящена проблеме разработки ме-
тодов разноуровневого анализа текстов на русском языке 
и их применения в задачах интеллектуального поиска и 
анализа текстов для повышения качества и интерпретиру-
емости получаемых результатов. Рассматривается реше-
ние следующих задач:

1. � Разработка методов семантического анализа тек-
стов на русском языке на основе предикатно-аргу-
ментной модели семантики и исследование взаим-
ного влияния синтаксиса и семантики на качество 
семантического анализа. Разработка методов дис-
курсивного анализа текстов на руссском языке, 
основанного на Теории риторических структур.

2. � Разработка принципов и алгоритмов семанти-
ческого и вопросно-ответного поиска текстовой 
информации на основе семантического анализа 
текстов. Исследование влияния разноуровневого 
анализа текстов на качество решения задач ин-
формационного и вопросно-ответного поиска, 
анализа научных публикаций.

3. � Формирование разноуровневых психолингвистиче-
ских текстовых показателей, вычисляемых на осно-
ве разноуровневого анализа текстов и отражающих 
психологические особенности авторов текстов. Ис-
следование способности предложенных показателей 
дифференцировать разножанровые тексты авторов 
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с различными психологическими особенностями 
для решения задач выявления по тексту признаков 
наличия у автора психологического неблагополучия 
и психологических особенностей.

4. � Разработка программных инструментов лингво-ста-
тистического и психоэмоционального анализа 
больших массивов текстов на базе полученных 
методов разноуровневого анализа текстов и психо-
лингвистических текстовых показателей.

В этой книге обобщены и систематизированы ре-
зультаты многолетних междисциплинарных фундамен-
тальных и прикладных исследований и разработок в об-
ласти поиска и анализа текстов, выполняемых сначала в 
Институте системного анализа Российской академии наук 
(ИСА РАН), а затем в Федеральном исследовательском 
центре «Информатика и управление» Российской акаде-
мии наук (ФИЦ ИУ РАН) в научной школе профессора 
Осипова Геннадия Семеновича, безвременно ушедшего 
от нас в 2020 году. Г.С. Осипов заложил основы реля-
ционно-ситуационной модели текста, изначально пред-
назначенной для представления знаний, выражаемых на 
естественном языке. Затем эта модель стала применяться 
для сопоставления высказываний и текстов по смыслу, 
для информационного поиска, извлечения информации 
из текстов и решения многих других задач, что со вре-
менем доказало универсальность этой модели и показа-
ло возможность применять единый подход к разным за-
дачам. Ученики и последователи Г.С. Осипова показали 
применимость реляционно-ситуационной модели и мето-
да к решению многих прикладных задач промышленной 
обработки больших массивов текстов, что, вообще говоря, 
не характерно для большинства исследований в области 
семантического анализа текстов, остающихся эксперимен-
тальными. Со временем в школе Г.С. Осипова возник-
ла естественная необходимость моделировать следующие 
уровни языка и композиции текста. Так начались разра-
ботки методов дискурсивного и сценарного анализа тек-
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стов на русском языке с целью их применения в решении 
прикладных задач интеллектуального анализа текстов.

Представленные в этой книге результаты получены в 
рамках многочисленных научно-исследовательских проек-
тов, поддержанных грантами РФФИ и МИНОБРНАУКИ.

В первой главе монографии представлен обзор ме-
тодов лингвистического анализа текстов, показано, как 
методы верхнеуровневого анализа (синтаксического, се-
мантического, дискурсивного) применяются для интел-
лектуальной обработки текстов и какое влияние ока-
зывают на ее качество. Отдельное внимание уделено 
психолингвистическим исследованиям.

Во второй главе представлены различные методы 
семантического анализа текстов на русском языке. Опи-
сан метод и алгоритмы реляционно-ситуационного анали-
за текстов, предложен метод семантико-синтаксического 
анализа текстов. Приведены результаты многочисленных 
экспериментальных исследований указанных методов.

В третьей главе впервые предложен метод дискур-
сивного анализа текстов на русском языке. Рассмотрены 
отдельные этапы дискурсивного анализа, предложен ме-
тод полного дискурсивного анализа, подробно описаны 
экспериментальные исследования методов. 

Четвертая глава посвящена применению семантиче-
ского анализа к решению задач информационного поиска 
и интеллектуального анализа текстов. Предложены методы 
семантического и вопросно-ответного поиска, методы из-
влечения информации из текстов с использованием семан-
тической структуры высказываний. Показано, как учет та-
кой семантической структуры влияет на качество решения 
этих задач. Кроме этого, предложено решение проблем тру-
доемкости разметки текстов и перехода к новым предмет-
ным областям в задаче извлечения информации из текстов.

В пятой главе рассматривается применение разно-
уровневой обработки языка в психолингвистических ис-
следованиях. Предложены разноуровневые психолинг-
вистические текстовые показатели, описаны результаты 
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валидизации показателей на задаче разделения текстов 
авторов с различными психологическими особенностями. 
Представлен инструмент поддержки лингво-статистиче-
ских исследований.

В шестой главе представлены результаты психолинг-
вистических исследований на материале сообщений поль-
зователей социальных сетей. Описан инструмент психоэ-
моционального анализа текстов TITANIS. 

Книга предназначена для специалистов в области ис-
кусственного интеллекта, обработки естественного языка, 
информационного поиска, психолингвистики, для аспи-
рантов и студентов, желающих расширить свои представ-
ления об обработке текстов на естественном языке.

Автор выражает благодарность рецензентам, а также 
всем своим коллегам, без которых получение представ-
ленных результатов было бы невозможным.
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ГЛАВА 1

ИНТЕЛЛЕКТУАЛЬНЫЙ АНАЛИЗ ТЕКСТОВ 
И ОБРАБОТКА ЕСТЕСТВЕННОГО ЯЗЫКА

Интеллектуальный анализ текстов включает ши-
рокий круг задач, направленных на получение полезной 
информации и знаний из текстов на естественном язы-
ке. К таким задачам относятся информационный поиск 
(в широком понимании), классификация, кластеризация 
текстов, извлечение информации из текстов, определение 
тональности, резюмирование текстов, атрибуция текстов 
и другие задачи, которые, как правило, можно свести к 
перечисленным выше. Для решения задач интеллектуаль-
ного анализа текстов применяются подходы компьютер-
ной лингвистики и искусственного интеллекта, прежде 
всего машинного обучения. При этом важное значение 
имеет подход к моделированию текста на естественном 
языке и связанный с ним способ представления тексто-
вых признаков и характеристик. Последнее время в ком-
пьютерной лингвистике наблюдается тренд использова-
ния нейросетевых подходов и так называемого глубокого 
обучения, моделирующих текст в виде векторных пред-
ставлений слов, вычисляемых на основе дистрибутивной 
семантики [1, 2]. Возникло понятие т.н. статистического 
языкового моделирования – поиска распределения веро-
ятностей по последовательностям слов. Языковая модель 
в таком понимании выдает вероятность появления задан-



Глава 1

12

ного предложения в тексте языка, или, другими словами, 
вероятность появления в языке любой последовательности 
слов, что позволяет предсказать, как часто заданная фраза 
встречается в текстах, на которых обучалась модель, и 
соответственно вычислить сходство двух фраз. Языковая 
модель оценивает вероятность для заданного слова или 
последовательности слов следовать за другой последова-
тельностью слов, т.е. способна предсказывать следующее 
слово в последовательности. Статистические языковые 
модели обучаются на огромном количестве текстов без 
привлечения человека или любых лингвистических зна-
ний, а некоторые исследователи полагают, что такие под-
ходы «способны самостоятельно обучаться» грамматике 
языка. К недостаткам нейросетевых подходов можно от-
нести необходимость наличия больших обучаемых выбо-
рок и неинтерпретируемость получаемых результатов, т.е. 
невозможность выдать объяснение полученных результа-
тов. В некотором роде противовесом нейросетевым под-
ходам являются лингвистические модели текста – дерево 
синтаксического разбора, семантическая структура выска-
зывания, дерево дискурсивного разбора, – выводимые из 
текста на основе знаний о строении естественного языка.  
Лингвистические модели имманентно содержат полезную 
информацию, необходимую для решения многих задач 
обработки текстов, к тому же теоретическая обоснован-
ность таких структур обеспечивает интерпретируемость 
результатов анализа текстов и возможность получения 
новых знаний о взаимосвязи языка и особенностей речи. 
В настоящей работе исследуются именно лингвистиче-
ские модели языка, поэтому современные подходы типа 
статистических языковых моделей не рассматриваются и 
затрагиваются только в случаях, где они используются в 
качестве инструмента решения поставленных задач.

В этой обзорной главе рассматриваются методы 
лингвистического анализа текстов, направленные на по-
лучение структурированного представления текста на 
разных уровнях языка, а также способы решения ключе-
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вых задач интеллектуального анализа текстов с примене-
нием методов разноуровневого лингвистического анализа 
текстов. Рассматривается современное состояние дел в 
области психолингвистического анализа текстов и интел-
лектуального анализа текстов социальных медиа.

Под разноуровневой обработкой естественного язы-
ка будем понимать морфологический, синтаксический, 
семантический, дискурсивный и другие верхнеуровневые 
виды анализа, направленные на выявление лингвистиче-
ской структуры, отражающей различные уровни языка и 
композиции текста. Отметим, что решение некоторых за-
дач зависит от языка. Мы будем рассматривать языки, 
имеющие алфавитную форму письменности, и делать ак-
цент на русском языке.

1.1 � Уровни естественного языка и методы 
лингвистического анализа текстов

Естественный язык – этот такой язык, на котором 
общаются и пишут люди, и который, как правило, явля-
ется для них родным. Естественный язык – это стройная 
система, имеющая свою структуру. В большинстве учеб-
ников по лингвистике и обработке естественного языка 
выделяют следующие этапы лингвистического анализа 
текстов, соответствующие уровням языка (далее под сло-
вом будем понимать единицу текста, т.е. словоупотребле-
ние): 

1. � Предварительный анализ. Выделение первичных 
структурных элементов - абзацев, предложений, 
слов (словоупотреблений), некоторых оборотов. 

2. � Морфологический анализ. Сюда входят поиск ос-
нов слов, установление словарных форм слов и 
приписывание им морфологических признаков.

3. � Синтаксический анализ. Состоит в анализе стро-
ения предложения. На данном этапе определя-
ются зависимости между словами (подчинение), 
выполняется выделение групп связанных слов и 
построение дерева синтаксической зависимости.
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4. � Семантический анализ. На этом этапе происходит 
определение смысла (значения) предложения или 
отдельных слов.

5. � Дискурсивный анализ. Выявление структуры тек-
ста в виде связанных между собой предложений.

Этапы лингвистического анализа текста выполняются 
последовательно. На каждом этапе анализа используются 
результаты предыдущих этапов. Частая проблема при об-
работке естественного языка – это неоднозначность. При 
лингвистическом анализе текста неоднозначность прояв-
ляется на каждом этапе, вызывая ошибки на последующих 
этапах. Неоднозначность на каждом уровне снимается как 
правило за счет контекста или в процессе последующих эта-
пов анализа. Отметим, что перед лингвистическим анализом 
может потребоваться определение языка или кодировки.

Рассмотрим далее коротко известные подходы к 
лингвистическому анализу текстов, уделив большее 
внимание верхним уровням анализа (синтаксический и 
выше).

1.1.1 � Предварительный анализ. Выделение границ 
слов и предложений.

Предварительная обработка текста состоит в выделе-
нии базовых элементов текста – слов и предложений. Под 
словом будем понимать здесь и далее не единицу языка, 
но единицу текста – последовательность символов, огра-
ниченную с двух сторон символами-разделителями, пред-
ставляющую лингвистическую значимость и ценность 
для последующего анализа. К словам относятся непосред-
ственно слова языка, числа, даты, телефонные номера и 
т.д. Выделение слов в тексте в простейшем случае состоит 
в выделении цепочек символов (подстрок), ограниченных 
с двух сторон пробелами и знаками пунктуации. Выделя-
емые элементы часто называют лексемами, а сам процесс 
выделения лексем в тексте называют токенизацией.

Методы выделения слов текста подробно описаны в 
большинстве классических учебников по обработке тек-
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стов [3, 4]. Для выделения слов можно применять под-
ходы на основе сканировании текста как последователь-
ности символов и применении эвристических правил для 
выделения границ слов, но наиболее распространенный 
подход основан на использовании регулярных выражений 
и конечных автоматов.

Предварительный анализ часто включает выделение 
более крупных элементов – предложений, абзацев и т.п. 
Предложение в лингвистике соответствует высказыванию, 
несущему некоторую законченную мысль. Выделение гра-
ниц предложений называют сегментацией или разбиени-
ем текста на предложения. Оно выполняется аналогично 
выделению слов с учетом знаков пунктуации. В одной из 
последних работ, посвященных этой задаче [5], предло-
жен унифицированный обучаемый подход к выделению 
предложений для разных языков. Известно также при-
менение условных случайных полей для выделения слов 
и предложений [6] в текстах биомедицинской тематики, 
содержащих специализированные научные термины.   

В целом, задача выделения границ слов и предложений 
решается с высоким качеством, а компоненты, реализующие 
эту задачу, входят во все известные библиотеки обработки 
текстов. Близкие задачи выделения клауз и дискурсивных 
единиц рассматриваются в следующих разделах. Выделение 
границ слов и предложений иногда называют лексическим 
анализом [7] или графематическим анализом [8].

1.1.2 Морфологический анализ
Морфология – раздел лингвистики, изучающий сло-

ва, их значимые части и морфологические признаки. В 
ходе автоматического морфологического анализа текста 
на естественном языке обрабатывается каждое слово тек-
ста, при этом решаются следующие задачи:

– � стемминг;
– � лемматизация;
– � установление морфологических признаков слова 

(граммем).
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Лемма – каноническая (нормальная, словарная) 
форма слова, которая приводится в любом словаре. В 
русском языке словарной форме существительного со-
ответствует форма в именительном падеже в единствен-
ном числе (брат), для прилагательных словарная фор-
ма будет соответствовать форме именительного падежа, 
мужского рода, единственного числа (умный), у глаголов 
словарная форма соответствует инфинитиву (бежать). 
В других языках словарные формы определяются анало-
гично. Лемматизация – это процесс установления лемм 
для слов текста. 

Стемминг – процесс поиска псевдоосновы (stem) 
слова, некоторой неизменяемой части всех форм слова, 
которая не всегда может совпадать с его корнем. Лемма-
тизация и стемминг имеют одну цель – свести разнообра-
зие форм одного слова к одному инварианту, что необ-
ходимо, например, при решении задач информационного 
поиска или более общей задачи сравнения текстов, когда 
нужно отождествлять все формы слова (по запросу книга 
нужно находить документы, содержащие слова книг, кни-
гу, книгам и т.д.).

Установление морфологических признаков (грамма-
тических значений, граммем) слов текста необходимо для 
снятия многозначности результатов лемматизации и для 
дальнейшего – синтаксического анализа. Набор устанавли-
ваемых признаков зависит от языка. Так, в русском языке 
устанавливается часть речи, для существительных и при-
лагательных – число, род и падеж, для глаголов – форма, 
время и наклонение и т.д. В зарубежных исследованиях 
этот процесс принято называть Part-Of-Speech Tagging 
(POS Tagging). Установление морфологических признаков 
обычно выполняется совместно с лемматизацией.

Методы стемминга основаны на отсечении аффик-
сов – морфем, присоединяемых к псевдооснове. Первый 
алгоритм стемминга был предложен для английского язы-
ка в 1968 году Ловинсом и лёг в основу большинства по-
следующих алгоритмов [9]. Наиболее известным методом 
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стемминга является Алгоритм Портера [10], который ос-
нован на последовательном применении правил преобра-
зования окончаний слов. Этот алгоритм реализован и для 
русского языка [11].

Первые методы лемматизации и установления мор-
фологических признаков основывались на словарном под-
ходе. Рассмотрим такой подход на примере русского язы-
ка. Он основан на лексиконе – словаре всех слов языка. 
Такой словарь содержит все словоформы языка, каждой 
словоформе сопоставлена нормальная форма (лемма), и 
морфологические признаки. Лексикон можно построить 
на основе размеченных корпусов, но для русского языка 
лексикон обычно создаётся на основе словаря Зализня-
ка [12]. Словарь Зализняка содержит нормальные формы 
слов (порядка 100 тыс. слов), которым сопоставлен неко-
торый код. В словаре описаны правила, на основе которых 
можно породить все словоформы слова, отталкиваясь от 
нормальной формы и кода, при этом правила позволяют 
каждой получаемой словоформе приписать морфологиче-
ские признаки. Применив правила ко всем словам словаря 
можно получить таблицу всех словоформ, их морфологи-
ческих признаков и лемм. В процессе анализа для заданной 
словоформы в такой таблице выполняется поиск леммы и 
морфологических признаки (при этом одной словоформе 
может соответствовать несколько записей). Для сокраще-
ния объема словаря и ускорения поиск лемм и граммем ис-
пользуется информация о парадигмах – схемах изменения 
слова по грамматическим значениям.

Для оптимизации хранения и скорости работы с та-
кого типа словарной структурой обычно применяются 
специального вида деревья, соответствующие конечным 
автоматам. В обобщенном случае в узлах дерева находятся 
буквы слов, а в листьях морфологические признаки и лем-
ма. Создаются деревья псевдооснов и деревья постфиксов. 
Последние могут быть инвертированы для более быстрого 
анализа слова. Для хранения словаря и поиска по нему ис-
пользуют также хеширование (см., например, [13]).
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Для морфологического анализа слов, не найденных в 
словаре, применяются методы бессловарного анализа. Прин-
цип работы состоит в анализе последних символов слова 
(1–5 символов) и предсказании его морфологических при-
знаков. При этом процедура предсказания может обучаться 
на описанных выше словарях псевдооснов и постфиксов.

Наибольшую проблему для словарного и не только 
морфологического анализа текстов представляют омони-
мы и омоформы – формы слов, имеющие одинаковое на-
писание, но разные леммы и морфологические признаки. 
Задача снятия морфологической неоднозначности состо-
ит в выборе правильного варианта омонима, т.е. однознач-
ного установления части речи, леммы и морфологических 
признаков у омоформов. Для снятия морфологической 
многозначности применимы подходы, основанные на пра-
вилах, например, известен метод на основе грамматики 
ограничений (Constraint Grammar) [14], который устра-
няют у слова морфологические признаки (часть речи), 
которые не согласуются с контекстом. В качестве кон-
текста учитываются соседние слова и синтаксические от-
ношения между ними. Другой известный метод снятия 
многозначности, называемый алгоритмом Брилла (Brill’s 
tagger), основан на применении правил преобразования 
тегов (Transformation-Based Tagging) [15]. Правила быва-
ют двух типов: лексические и нелексические. Нелексиче-
ские правила в качестве контекста учитывают только теги 
соседних слов, лексические правила учитывают также и 
конкретные слова. Список правил преобразования созда-
ется в результате обучения на размеченном корпусе.

Наибольшую распространенность получили вероят-
ностные методы снятия морфологической многозначно-
сти, которые учитывают статистические закономерности, 
выводимые из больших корпусов текстов с морфологи-
ческой разметкой. Для русского языка такой метод пред-
ставлен, например, в работах [16]. Одним из базовых 
методов является модель скрытых Марковских цепей 
(Hidden Markov Model, HMM), предсказывающая наибо-
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лее вероятный признак (тег) у многозначного слова. Ал-
горитм HMM для последовательности слов предложения 
выбирает последовательность морфологических тегов, ко-
торая максимизирует следующую формулу:

P(word \ tag) × P(tag \ previous n tags),     (1.1)

где P(word \ tag) – условная вероятность встретить сло-
во word в данной позиции с тегом tag, P(tag \ previous 
n tags) – вероятность появления тега tag в данном месте 
при условии, что предыдущие n тегов уже установлены.

Таким образом, подход HMM основан на анализе 
последовательности (цепочки) слов и их тегов, и выбо-
ре наиболее вероятной последовательности. Такого рода 
подходы называются N-граммными (N-gramm) моделя-
ми. В случае, когда анализируются последовательности 
из двух слов (само слово и одно предыдущее), модель 
называется биграммной, когда анализируются последова-
тельности трёх слов – триграммной и т.д. [17]. Алгоритм 
HMM оптимизирует последовательность тегов для всех 
слов предложения сразу.

В связи с распространением корпусов текстов с мор-
фологической разметкой, в том числе для русского языка 
(Национальный корпус русского языка1, Открытый кор-
пус русского языка OpenCorpora2, СинтагРус3), стали пре-
обладать методы, основанные на статистическом обуче-
нии, и задача установления морфологических признаков 
стала рассматриваться как задача классификации слов 
или как задача разметки последовательностей (sequence 
labelling) слов текста. Стали появляться т.н. морфологи-
ческие теггеры, основанные на модификациях HMM [18, 
19]. В работе [20] такие теггеры применяются для морфо-
логического анализа русского языка.

Распространенным представителем обучаемых под-
ходов является метод условных случайных полей (Con-

1)  https://ruscorpora.ru/
2)  http://opencorpora.org/
3)  https://ruscorpora.ru/page/instruction-syntax/
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ditional Random Fields, CRF) – графовая модель, которая 
используется для представления совместных распреде-
лений набора нескольких случайных переменных. CRF, 
являясь разновидностью Марковских случайных полей, 
относится к дискриминативным вероятностным методам 
и не требует предположения независимости наблюдаемых 
переменных. В работе [21], например, CRF применяется 
для снятия морфологической многозначности, а в работе 
[22] показано, что качество морфологического анализа с 
помощью CRF превышает качество теггеров.

Последние годы для морфологического анализа 
стали применяться нейросетевые подходы. Используют-
ся любые разновидности нейронных сетей, перечислять 
которые здесь не видится целесообразным. В одном из 
последних систематических обзоров [23] показано, что 
методы установления частей речи, основанные на нейро-
сетевом глубоком обучении, превосходят по качеству все 
остальные.

Важное значение для оценки и сравнения многочис-
ленных подходов и методов морфологического анализа 
имеют дорожки (shared tasks), проводимые в рамках кон-
ференций по компьютерной лингвистике. Для русского 
языка такие дорожки проводятся в рамках конференции 
Диалог. Отметим, что, если в 2017 году на мероприятии 
по оценке морфологических анализаторов ещё применя-
лись алгоритмы на основе лингвистической информации 
и сложных признаков [24], то в 2020 году на последнем 
мероприятии по оценке методов морфологического ана-
лиза [25] лучшие результаты показали исключительно 
нейросетевые подходы, а именно предобученные языко-
вые модели (типа BERT).

Морфологические анализаторы русского языка су-
ществуют в виде отдельных программ (MyStem4, PyMor-
phy5, TreeTagger6 и т.д.) или входят в состав большинства 

4)  https://yandex.ru/dev/mystem/
5)  https://pymorphy2.readthedocs.io/
6)  https://cis.lmu.de/~schmid/tools/TreeTagger/
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закрытых или свободно распространяемых лингвистиче-
ских библиотек (AOT7, NLTK8, Spacy9 и другие) на разных 
языках программирования и с разной степенью готовно-
сти к промышленному использованию. Качество решения 
всех подзадач морфологического анализа русского языка 
у большинства известных морфологических анализаторов 
находится на достаточно высоком уровне.

1.1.3 Синтаксический анализ
Синтаксис – раздел лингвистики, изучающий более 

протяженные, чем слово, единицы, – словосочетания и 
предложения. Синтаксис изучает связи слов и их форм 
в предложении. Задачей синтаксического анализа явля-
ется эксплицитное описание синтаксической структуры 
предложения. Такое описание может быть выполнено с 
помощью структур зависимостей (dependency), либо с 
помощью структур составляющих (constituent). Первый 
подход предполагает, что слова в предложении связаны 
синтаксическими отношениями или связями. Интуитив-
но можно считать, что связаны друг с другом такие пары 
слов, из которых одно в каком-то смысле «определяет» 
или «дополняет» другое [26]. Например, слово маленькие, 
относящееся к слову дети, «определяет» или «уточняет» 
его значение, и т.п. Второй подход основан на предполо-
жении, что слова в предложении объединяются в группы, 
называемые составляющими, внутри которых слова тесно 
связаны. Например, в предложении Мы говорим на рус-
ском языке слова русском языке образуют более крупную 
единицу – составляющую, которая вложена в другую со-
ставляющую, образованную словами на русском языке. 

Рассмотрим более подробно эти два способа описа-
ния синтаксиса.

В синтаксической связи всегда одно слово является 
главным (вершиной), а другое – зависимым. Таким образом 

7)  http://aot.ru/
8)  https://www.nltk.org/
9)  https://spacy.io/
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синтаксическая связь всегда направленна, а между двумя 
словами не может быть двух (разнонаправленных) связей. 
Синтаксические отношения асимметричны и не транзитив-
ны. Синтаксические связи различаются по типам.

Структуру зависимостей предложения можно пред-
ставить в виде дерева зависимостей (dependency tree), в 
узлах которого стоят слова (словоформы), а ориентиро-
ванные дуги между узлами в виде стрелок, отображаемых 
обычно над предложением, обозначают синтаксические 
зависимости. Стрелки могут помечаться типами связей. 
В корневом узле синтаксического дерева находится гла-
гол, который занимает центральное положение в структу-
ре предложения. Дерево зависимостей для предложения 
Голубая чашка стоит на столе представлено на рисунке 
ниже.

Голубая   чашка   стоит   на   столе

Рисунок 1.1. Пример синтаксического дерева зависимостей

Проективность синтаксического дерева означает, что 
его дуги не пересекаются.

Составляющими или непосредственно-составляющи-
ми (constituent) называются структурные единицы или 
отрезки предложения, которые целиком состоят из более 
тесно связанных друг с другом единиц меньшего размера 
[26]. Составляющие, называемые также синтаксическими 
группами (phrase), не могут пересекаться, но могут быть 
вложены друг в друга, образуя иерархию, представимую с 
помощью дерева составляющих (constituency tree). В узлах 
дерева стоят составляющие, корневой узел представляет 
всё предложение – как самую крупную составляющую.

Составляющие различаются по типам, которые 
определяются по вершинам синтаксических деревьев за-
висимостей для составляющих. Синтаксические группы, 



Интеллектуальный анализ текстов и обработка естественного языка

23

главным словом которых является имя существительное, 
называют именными группами (noun phrases, NP). Груп-
пы, вершинами которых являются глаголы, называют 
глагольными группами (verb phrase, VP). Группы, верши-
нами которых являются предлоги, называют предложны-
ми группами (prepositional phrase, PP). Выделяют также 
группы прилагательных и наречные группы. Тип состав-
ляющей часто отображается на дереве составляющих. Для 
предложения Голубая чашка стоит на столе дерево со-
ставляющих выглядит следующим образом:

Голубая чашка стоит на столе

NP

VP

S

PP

Рисунок 1.2. Пример синтаксического дерева составляющих

Свойства синтаксических групп совпадают со свой-
ствами их вершин, т.е. вершина как бы представляют всю 
составляющую.

Структуры зависимостей и структуры составляющих 
применяются для синтаксического анализа различных 
языков примерно в равной степени. Условия эквивалент-
ности этих двух подходов к представлению синтаксиса 
описаны, например, в работе [27].

Синтаксический анализ условно разделяют на глу-
бокий (полный) анализ (deep parsing) и поверхностный 
(shallow parsing) [28]. Задачей глубокого синтаксическо-
го анализа является построение полного синтаксического 
дерева предложения с максимальной связанностью с уче-
том дальних связей, а также определение грамматических 
функций слов предложения (подлежащее, сказуемое, об-
стоятельства места, времени и т.д.). Для поверхностно-
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го синтаксического анализа нет четкого определения, это 
понятие объединяет в себе различные подходы, которые 
направлены на построение неполной (частично связан-
ной) синтаксической структуры текста разной сложно-
сти. Поверхностный синтаксический анализ охватывает 
такие задачи как разделение предложения на рекурсивно 
невложенные синтаксические группы, сегментацию (вы-
деление в предложении различных оборотов и простых 
предложений в составе сложного), а также построение 
поверхностного синтаксического дерева. Поверхностные 
анализаторы обычно не предназначены для установления 
всех синтаксических связей в предложении, не учитыва-
ют дальние связи и не предназначены для определения 
грамматических функций слов предложения. Последнее 
время граница между поверхностным и глубоким синтак-
сическим анализом размылась.

Первоочередная задача, решаемая в рамках поверх-
ностного синтаксического анализа, – это задача выделения 
непересекающихся рекурсивно невложенных синтаксиче-
ских групп (например, именных или глагольных), зачастую 
без установления связей внутри этих групп. Эта задача на-
зывается сегментация (chunking). С решением подобных 
задач справляются, например, конечные автоматы [29]. В 
работе [30] разработаны методы выделения синтаксических 
групп, основанные на правилах и регулярных граммати-
ках. Однако для более эффективного анализа применяются 
подходы, основанные на машинном обучении по размечен-
ным корпусам текстов. Один из известных подходов, упо-
минаемых часто под названием BIO, заключается в клас-
сификации слов предложения [31], где классы определяют 
принадлежность слова к некоторой группе, например: B 
(before) – «начало группы»; I (inside) – «внутри группы»; 
O (outside) – «конец группы». В другой постановке слова 
классифицируются по четырем классам: «начало группы», 
«конец группы», «и начало и конец», «вне группы». Ана-
лизатор обучается на примерах, взятых из корпуса, в кото-
ром соответствующие группы уже размечены. В качестве 
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признаков классификации обычно используется информа-
ция о части речи слова и позиция в предложении. После 
классификации каждого слова ищется лучшее разбиение 
предложения на группы, при этом учитывается, что группы 
пересекаться не могут.

Другая задача поверхностного синтаксического ана-
лиза – это сегментация предложения, разбиение сложных 
предложений на простые, а также выделение любых обосо-
бляемых оборотов: причастных и деепричастных оборотов, 
согласованных определений, вводных оборотов и т.д. В ра-
ботах [32] и [30] описан подход к сегментации предложений 
на русском языке на основе правил, учитывающих резуль-
таты морфологического анализа, разбиение предложения на 
синтаксические группы, знаки пунктуации и союзы.

Для построения дерева составляющих применяются 
формальные грамматики, например, контекстно-свобод-
ные грамматики и их разновидности. Для естественного 
языка невозможно построить однозначную грамматику 
(т.е. грамматику, которая порождает высказывания толь-
ко одним способом), которая описывала бы его в доста-
точной мере. Синтаксический анализ детерминированным 
анализатором по неоднозначной грамматике затрудните-
лен, в то время как применение классических недетер-
минированных анализаторов приводит к значительному 
проигрышу по скорости из-за необходимости возвратов 
(backtracking). Для уменьшения количества альтернатив 
при синтаксическом анализе применяют различные эв-
ристики. Они отсеивают бесперспективные варианты, а 
также определяют стратегию поведения парсера. Напри-
мер, известен подход chart parsing [33], который разби-
рает неоднозначные контекстно-свободные грамматики. 
Главная идея по уменьшению вычислительной сложности 
заключается в том, чтобы при наличии неоднозначности 
не проводить каждый раз анализ всего предложения для 
каждой альтернативы заново, а сохранять результаты для 
уже обработанных альтернатив и учитывать их повторно 
для анализа новых. Этот подход можно рассматривать и 
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как кэширование результатов вызовов функций вместе с 
параметрами вызова. Функция для одинаковых наборов 
параметров возвращает одинаковые результаты, следова-
тельно, можно вернуть кэшированный результат и избе-
жать ее повторного вычисления. Подход chart parsing реа-
лизован в алгоритмах Earley [34] (проводит разбор сверху 
вниз) и CYK [4] (проводит разбор снизу вверх). Оба этих 
алгоритма имеют в общем случае сложность O(n3), но 
могут иметь лучшую сложность в частных случаях.

С появлением больших корпусов текстов с синтак-
сической разметкой (банков синтаксических деревьев) 
[35, 36] преобладающими стали подходы к синтаксиче-
скому анализу на основе машинного обучения. В част-
ности, известен метод статистического синтаксического 
анализа текста, который заключается в построении сто-
хастической контекстно-свободной грамматики [37, 38]. 
На основе банка синтаксических деревьев автоматически 
строится грамматика, в которой для каждой группы неод-
нозначных правил установлена вероятность. В ходе син-
таксического анализа текста, с помощью такой граммати-
ки решается задача максимизации вероятности разбора 
(последовательности применения правил) для заданного 
предложения.

Современные обучаемые методы синтаксического 
анализа ориентированы на построение дерева зависи-
мостей и составляют две группы: 1) основанные на пе-
реходах (transition-based) и 2) основанные на графах 
(graph-based).

Первый подход предполагает наличие 1) буфера, где 
содержатся слова предложения, 2) стека для временного 
хранения слов для разбора, и 3) парсера, действия ко-
торого предсказываются классификатором [39]. Парсер 
просматривает слова предложения слева направо и пере-
мещает слова из буфера в стек, каждый раз анализируя 
последние два слова из стека и предсказывая возможные 
действия (transitions) для построения дерева разбора. 
Возможны следующие действия: 
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– � сделать текущее слово главным для предыдущего; 
– � сделать некоторое предыдущее слово главным для 

текущего слова; 
– � отложить текущее слово для последующего ана-

лиза. 
Этот принцип известен также как «перенос-свертка» 

(shift-reduce). Подробное описание метода представлено в 
разделе 2.4.1.

Предсказания возможных действий выполняется с 
помощью классификатора, предварительно обученного на 
размеченном корпусе синтаксических деревьев. В каче-
стве признаков классификации выступают морфологиче-
ские признаки (текущих) элементов стека и буфера. В 
первых работах [40] использовался memory-based класси-
фикатор, предсказания которого основываются на поиске 
в памяти сохраненных примеров, которые в соответствии 
с некоторой моделью близки входным данным. В более 
поздней работе [41] использовался алгоритм SVM [42]. 
В работах [43–45] представлены первые результаты при-
менения методов, основанных на переходах, к текстам на 
русском языке.

Подходы, основанные на графах, заключаются в по-
иске в пространстве всех возможных синтаксических де-
ревьев для анализируемого предложения такого дерева, 
которое максимизирует некоторую оценку. Эти методы 
представляют пространство поиска как направленный 
граф и используют подходы поиска оптимального реше-
ния из теории графов. Если представить предложение как 
полносвязный взвешенный граф, где в качестве вершин 
выступают слова, а ребрами являются все возможные свя-
зи между ними, то задача построения синтаксического де-
рева разбора сводится к поиску в таком графе максималь-
ного покрывающего дерева, т.е. такого дерева, которое 
содержит все вершины графа и содержит минимальное 
количество дуг так, что из корня дерева можно достичь 
до любой вершины дерева. В покрывающем дереве от-
сутствуют циклы, и каждая вершина, кроме корня, име-
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ет одно входящее ребро. При этом ищется покрывающее 
дерево с максимальным весом, который вычисляется как 
сумма весов всех вершин, а вес вершины определяется 
на основе различных признаков слова, соответствующего 
вершине.  В работах [46] и [47] был предложен наиболее 
эффективный метод построения максимального покрыва-
ющего дерева. Название метода (Maximum Spanning Tree) 
дало название группе основанных на нем анализаторов 
(MST parser). В работе [48] предложен т.н. биафинный 
алгоритм оценки весов ребер, основанный на нейросете-
вых подходах. Биафинные парсеры стали применяться и 
для других задач анализа текстов, в которых возникает 
графовая структура.

В настоящее время стандартом для обучаемого син-
таксического анализа является подход, основанный на пе-
реходах, где в качестве классификатора переходов исполь-
зуются нейросетевые подходы. Важное значение в этой 
области имеет проект Universal Dependencies (UD) [49], 
унифицирующий морфологические и синтаксические пред-
ставления для множества разных языков. В настоящее вре-
мя проект содержит корпуса текстов с единообразной мор-
фологической и синтаксической разметкой (используется 
структуры зависимостей) для более 100 языков, включая 
русский, что позволяет проводить кросс-языковые иссле-
дования, направленные на оценку и сравнение различных 
методов синтаксического и морфосинтаксического разбора, 
а также на создание мультиязычных парсеров. На основе 
UD создан обучаемый морфосинтаксический анализатор 
UDPipe10, в основе которого лежат мультиязычные пре-
добученные нейросетевые модели типа BERT. В дорожке 
по морфосинтаксическому анализу русского языка в рам-
ках конференции Диалог в 2020 году [50] лучшее качество 
синтаксического анализа текстов на данных UD было до-
стигнуто с помощью нейросетевых подходов.

Синтаксические анализаторы русского языка явля-
ются компонентами многих открытых библиотек обработ-
10)  https://ufal.mff.cuni.cz/udpipe
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ки текстов (AOT, NLTK, Spacy, Stanford Core NLP11 и 
другие) на разных языках программирования. Качество 
синтаксического анализа на корпусе СинтагРус [36] пре-
вышает 90%12 по показателю качества LAS.

Добавим, что для синтаксического анализа русско-
го языка применима также грамматика связей [51]. Эту 
модель синтаксиса нельзя отнести ни к грамматике зави-
симостей, ни к грамматике составляющих. Она отличает-
ся тем, что текст в ней представляется не в виде дерева, 
а в виде сети, в которой отсутствует корневой элемент. 
Несмотря на то, что существует ряд проектов, исполь-
зующих Link Grammar, широкого распространения этот 
формализм не получил.

1.1.4 Семантический анализ
Семантика – раздел лингвистики, изучающий смыс-

ловое значение единиц языка. Рассмотрим коротко семан-
тику лексических единиц (слов) и более подробно семан-
тику высказываний на естественном языке.

Лексическая семантика
Семантику, смысл, в языке связывают, как уже было 

сказано, с понятием значения (meaning). Значение слова – 
это его толкование, приводимое в толковом словаре. Одна 
из основных задач, связанных с автоматическим анализом 
семантики слов, состоит в выборе правильного толкования 
(значения) словоупотребления в контексте. Эта задача, на-
зываемая в зарубежной литературе Word Sense Disambig-
uation, связана с проблемой многозначности, когда одно 
слово может иметь несколько толкований (например, в 
английском слово bank имеет около 50 толкований) и мо-
жет быть рассмотрена как задача классификации слов, где 
каждый класс соответствует значению. Классификация мо-
жет выполняться на основе анализа контекста и\или экс-
тралингвистических знаний [52]. Подходы, основанные на 

11)  https://stanfordnlp.github.io/CoreNLP/
12)  https://ufal.mff.cuni.cz/udpipe/2/models
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анализе контекста, используют лингвистические признаки, 
получаемые в результате морфологического и синтаксиче-
ского анализа, и различные методы машинного обучения 
(с учителем, без учителя). Подходы, основанные на экс-
тралингвистических знаниях, предполагают использование 
тезаурусов, словарей, корпусов текстов и т.п. для выводы 
правильного значения слова. Самым известным ресурсом 
для решения задачи разрешения многозначности является 
WordNet [53], описывающий отношения синонимических 
рядов (множества слов со схожим значением, синсетов) в 
виде семантической сети. В WordNet описываются отно-
шения типа род-вид (гипонимия-гиперонимия), часть-це-
лое и т.п.  Аналогом WordNet для русского языка является 
тезаурус РуТез [54].

Последние несколько лет для WSD стали применять-
ся нейросетевые подходы, иногда комбинируемые с экстра-
лингвистическими знаниями [55]. Сравнение различных 
методов WSD происходит на дорожках (SemEval, Sen-
sEval), проводимых в том числе для русского языка [56].

Отметим, что в НКРЯ13 имеется семантическая раз-
метка слов, большинству слов в тексте приписан один 
или несколько семантических и словообразовательных 
классов, например, «лицо», «вещество», «пространство» 
и т. п., которые могут использоваться для задачи снятия 
многозначности.

Дистрибутивная семантика
Дистрибутивная семантика основана на дистрибу-

тивной гипотезе, согласно которой значение слова опре-
деляется множеством контекстов, в которых оно встре-
чается [57], откуда следует, что слова, встречающиеся в 
одинаковых контекстах, имеют близкие значения. Для 
удобства представления такой семантики слов в компью-
терных программах используются векторные модели, где 
каждое слово представлено вектором в многомерном про-

13)  Национальный корпус русского языка. 2003–2022. Доступен по адресу:  
https://ruscorpora.ru/
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странстве контекстов [58] небольшой размерности. Се-
мантическое сходство двух слов тогда вычисляется как 
косинусная близость между векторами двух слов. 

 Известны два подхода к построению таких вектор-
ных пространств на основе анализа больших корпусов 
текстов [59]. Счетный (count) подход заключается в по-
строении матрицы совместной встречаемости слов (в окне 
2-5 слов) и снижении размерности этой весьма разряжен-
ной матрицы, например, с помощью методов латентного 
семантического анализа или сингулярного разложения. 
Предсказательный подход заключается в подборе таких 
значений координат вектора слова, которые максимизи-
руют вероятность контекста, в котором слово встречает-
ся в корпусе, т.е. задача состоит в обучении приписы-
вать близкие вектора близким по смыслу (по контексту) 
словам. Размерность векторного пространства при этом 
задается заранее. В работе [60] предложен первый эф-
фективный предсказательный подход к построению век-
торных представлений слов небольшой размерности (т.н. 
эмбедингов, embeddings), на основе нейронных сетей, с 
которого началось бурное развитие векторных представ-
лений слов. Применение векторных представлений слов 
показывает высокую эффективность и является сегодня 
стандартом при решении многих задач обработки есте-
ственного языка.

Семантика высказываний
Попытки моделировать семантику высказываний с 

самого начала были тесно связаны с вопросами модели-
рования реального мира, поэтому для представления зна-
чений высказываний применялись подходы к представле-
нию знаний из искусственного интеллекта и формализм 
математической логики. Для формального представления 
высказываний на естественном языке применялись ло-
гика первого порядка, семантические сети, фреймы, де-
скриптивная логика, языки описания онтологий и т.д., 
позволяющие выполнять логический вывод [4]. Указан-
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ные подходы применялись в моделях семантики Лакоффа 
[61], Монтегю [62] и других исследователей, однако не 
получили серьёзного распространения в автоматической 
обработке текстов за-за излишней сложности и форма-
лизованности, не позволяющих эффективно восстановить 
семантическую структуру из текста.

Важной вехой в исследовании семантики естествен-
ного языка явилась модель «СМЫСЛ-ТЕКСТ», предло-
женная И.А. Мельчуком [63, 64]. В этой модели раз-
работан специальный язык семантических множителей. 
Под множителями понимаются элементарные смыслы, 
различные комбинации которых соответствуют сложным 
лексическим значениям слов естественного языка (взять 
= «сделать так, чтобы иметь самому», дать - «сделать 
так, чтобы имел другой», получить = «быть объектом 
действия «дать»», сохранить = «не перестать иметь» 
и т. д.). Такой подход позволяет изображать в явном 
виде (сведением к одной и той же семантической запи-
си) синонимичность внешне очень различных предло-
жений естественного языка. Язык множителей позволил 
по-новому определить понятие значения, под которым 
понимается семантический инвариант множества преоб-
разуемых друг в друга предложений, и давал основание 
думать, что путем последовательного разложения слож-
ных значений на более элементарные компоненты можно 
получить ограниченное число более или менее универ-
сальных значений, пригодных для описания семантики 
любых естественных языков.

В модели «СМЫСЛ-ТЕКСТ» объектом толкова-
ния является в общем случае не отдельно взятое слово, 
а целая ситуационная форма, содержащая, помимо тол-
куемого предиката, переменные, которые обозначают 
участников описываемой данным предикатом ситуации. 
Обосновывается это тем, что значение многих слов нель-
зя истолковать иначе, как в составе такой формы. В мо-
дели «СМЫСЛ-ТЕКСТ» предложены также лексические 
функции, ставящие в соответствие данному слову или 



Интеллектуальный анализ текстов и обработка естественного языка

33

словосочетанию X другое слово или словосочетание Y, 
определенным образом связанное с X по смыслу. Выделя-
ются два типа ЛФ: лексические замены и лексические па-
раметры. Лексические замены — это функции, ставящие в 
соответствие данному слову X такое слово Y, лексическое 
значение которого (в переводе на семантический язык) 
совпадает, целиком или частично, с лексическим значе-
нием X (семантическая связь на парадигматической оси 
языка). При этом синтаксические свойства Y могут суще-
ственно отличаться от синтаксических свойств X.

Среди российских исследователей в области ком-
пьютерного моделирования семантики языка стоит от-
метить Белоногова Г.Г. [65], который считал, что наибо-
лее устойчивыми единицами смысла являются понятия, 
которые занимают центральное место в языке и речи 
и являются теми базовыми строительными блоками, на 
основе которых формируются смысловые единицы более 
высоких уровней [66]. Второй по значимости единицей 
смысла является предложение. Из предложений форми-
руются различного рода сверхфразовые единства, кото-
рые представляются в виде последовательностей предло-
жений (связного текста). Основной чертой предложений 
является их предикативность – т. е. то их свойство, что 
в них утверждается наличие у объектов определенных 
признаков и их отношений. Свойством предикативно-
сти обладают и высказывания, формулируемые на фор-
мализованных языках. Это позволяет сделать вывод, 
что в основе и предложений на естественном языке, и 
формализованных логических высказываний лежит пре-
дикатно-актантная структура, компонентами которой 
являются понятия-предикаты (признаки, отношения) 
и понятия-актанты, выступающие в роли описываемых 
объектов. Белоноговым и его учениками был предложен 
концептуальный образ документа (КОД), который ис-
пользовался для семантического сравнения с КОД за-
проса при поиске текстовой информации, а также при 
машинном переводе в системе RETRANS.
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Кузнецов И.П. [67] предложил моделировать семан-
тику с помощью расширенных семантических сетей, в 
которые вводятся вершины, соответствующие именам от-
ношений, «комплексные» вершины, соответствующие сово-
купности объектов с их отношением, а также специальный 
«развязывающий» элемент, называемый вершиной связи. 
Его группа разработала ряд методов построения таких се-
тей из текста, в том числе методы синтактико-семантиче-
ского анализа предложений с выделением словосочетаний 
и анализом форм на основе контекстных правил, реализо-
ванные в семантическом процессоре Semantix [68].

Тузов В.А. [69] предложил семантический язык, ко-
торый представляет собой запись суперпозиций из базо-
вых понятий и базисных функций, например, функции 
Caus (x,y) – x делает так, чтобы y (x каузирует y). Се-
мантический анализатор в процессе построения суперпо-
зиции выполняет два основных действия – выбор пра-
вильного значения (компьютерного толкования) слова и 
связывание выбранных значений в осмысленные выраже-
ния (целостные словосочетания), т.е. в выражения, кото-
рые имеют независимое семантическое толкование [70]. 
Семантический анализатор работает на основе семантиче-
ского словаря, который описывает возможные сочетания 
понятий и функций при глаголах. Предложенные идеи 
реализованы в анализаторе SemSin [71].

Наиболее широкое распространение в компьютерной 
обработке текстов получила предикатно-аргументная или 
ролевая семантика. Впервые идеи такой семантики были 
систематизированы в работах американского лингвиста Ч. 
Филлмора. Он предложил предикатно-аргументный под-
ход, который описывает универсальные глубинные струк-
туры языка, и правила перевода глубинных структур в 
поверхностные, которые реализуются в каждом языке 
по-своему. Ключевое место в подходе Филлмора занимает 
понятие семантический падеж (semantic case) [72], кото-
рый выражает семантическую роль (semantic role) – семан-
тическое содержание аргумента при предикате. Роль –  
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элемент глубинной структуры, а падеж лишь выражает 
семантическую роль участника ситуации. 

Согласно Филлмору [72], смыслы падежей образуют 
набор универсальных, возможно врожденных, понятий, 
идентифицирующих некоторые типы суждений, которые 
человек способен делать о событиях, происходящих во-
круг него, — суждений о вещах такого рода, как «кто сде-
лал нечто», «с кем нечто случились», «что подверглось 
некоему изменению». В число падежей представляющих-
ся необходимыми, входят:

– � Агентив (А) – падеж обычно одушевленного ини-
циатора действия, идентифицируемого с глаголом.

– � Инструменталис (I) – падеж неодушевленной 
силы или предмета, который включен в действие 
или состояние, называемое глаголом, в качестве 
его причины.

– � Датив (D) – падеж одушевленного существа, ко-
торое затрагивается состоянием или действием, 
называемым глаголом.

– � Фактитив (F) – падеж предмета или существа, ко-
торое возникает в результате действия или состо-
яния, называемого глаголом, или которое понима-
ется как часть значения глагола.

– � Локатив (L) – падеж, которым характеризуется ме-
стоположение или пространственная ориентация 
действия или состояния, называемого глаголом.

– � Объектив (О) – семантически наиболее нейтраль-
ный падеж, падеж чего-либо, что может быть обо-
значено существительным, роль которого в дей-
ствии или состоянии, которое идентифицируется 
глаголом, определяется семантической интерпре-
тацией самого глагола.

В модели Филлмора между ролями и падежами нет 
взаимно-однозначного соответствия, поэтому:

1) � один падеж может выражать несколько ролей;
2) � одна и та же роль может выражаться нескольки-

ми падежами.
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Филлмор вводит понятие падежной рамки (frame), 
функция которой состоит в том, чтобы «перекинуть мостик 
между описаниями ситуаций и глубинными синтаксиче-
скими представлениями». Падежная рамка приписывает 
семантико-синтаксические роли конкретным участникам 
реальной или воображаемой ситуации, отображаемой 
предложением. Подбор глагола для выражения ситуации 
зависит от конкретного набора падежей, «падежной рам-
ки», представленной в данном предложении. Например, 
глаголу «бежать» может соответствовать рамка [А], гла-
голу sad «(быть) грустным» — рамка [D], глаголам типа 
remove «убивать» и open «открывать» — рамка [О+А], 
глаголам типа murder «убивать» и terrorize «терроризи-
ровать» (то есть глаголам, требующим «одушевленного 
субъекта» и «одушевленного объекта») — рамка [D+A], 
глаголам типа give «давать» — рамка [O+D+A] и т.д.

Многие глаголы могут выступать в более чем одном 
определенном падежном окружении, например, глагол 
open «открывать» может выступать и в контексте [О], как 
в предложении 1; и в контексте [О+А], как в предложе-
нии 2; и в контексте  [О + I], как в  предложении 3; и, 
наконец, в контексте [О + I + А], как в предложении 4:

(1) � The door opened. Дверь открылась.
(2) � John opened the door. Джон открыл дверь.
(3) � The wind opened the door. Ветер открыл дверь.
(4) � John opened the door with a chisel. Джон открыл 

дверь стамеской.
По мысли Филлмора, словарь является одним из 

главных средств задания глубинных ролевых структур и 
правил перевода их в поверхностные структуры. В табли-
це 1.1 с некоторыми упрощениями приведён пример раз-
работанной Филлмором словарной статьи.

Исследования Филлмора оказали сильное влияние 
на развитие методов компьютерного семантического ана-
лиза текстов на естественных языках. Из всех рассмо-
тренных работ в области представления семантики языка 
и семантического анализа текстов наиболее перспектив-
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ной с точки зрения простоты представления семантики и 
использования в автоматическом семантическом анали-
зе текстов являются семантические падежи Филлмора и 
аналогичные подходы. Это подтверждается, в частности, 
и тем, что подавляющее большинство зарубежных работ 
в области семантического анализа текстов основывается 
именно на этой модели.

Установление семантических ролей
Предикатно-аргументная семантика положила нача-

ло направлению зарубежных исследований в области ком-
пьютерной лингвистики, который стал называться «уста-
новление семантических ролей» (semantic role labeling). 
Задача установления семантических ролей состоит в вы-
делении в предложении предикатов и связанных с ними 
синтаксических аргументов и приписывании аргументам 
семантических ролей. В результате для предложения 
строится предикатно-аргументная структура, пример ко-
торой показан на рисунке 1.3.

Рисунок 1.3. Пример предикатно-аргументной структуры. 
Наименования дуг означают семантические роли

Таблица 1.1
Пример статьи словаря, описывающего  

предикатно-аргументные структуры
Blame/осуждать

аргументы X Y Z
падежи (роли) Источник и 

Пациенс 
Адресат Объект

Предлоги by  
в пассивной 
конструкции

on  
в конструкции 

blame something 
on somebody

for  
в конструкции 

blame somebody 
for something
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Основополагающей для целого ряда исследований в 
области установления семантических ролей является ра-
бота [73], в которой представлена система определения 
семантических ролей, описываемых посредством семанти-
ческого фрейма. Она приписывает слову в предложении 
или абстрактные семантические роли «Агенс» (Agent), 
«Пациенс» (Patient), или более специфичные для неко-
торой предметной области роли, например, «Говорящий» 
(Speaker), «Сообщение» (Message). Для схематического 
представления ситуации, включающей участников, их 
свойства и взаимосвязи, используется фрейм. Роль явля-
ется частью (слотом) такого фрейма.

Авторы предлагают методы для вероятностного оце-
нивания появления того или иного значения фрейма. Эти 
подходы статистические, они основаны на обучении по 
размеченному корпусу и проверке точности предсказания 
значений на тестовой части размеченных данных. Тексты 
размеченного корпуса FrameNet [74] подвергались син-
таксическому анализу, затем извлекались элементы фрей-
мов и дополнительные свойства предложений. На основе 
значений слотов рассчитывались вероятности каждой се-
мантической роли.

В своей работе авторы делают вывод, что синтаксис и 
семантика связаны настолько, что существует возможность 
обучиться распознаванию семантических отношений, осно-
вываясь только на синтаксической информации [73]. Поэ-
тому большинство признаков для обучения отражают син-
таксические характеристики компонентов семантических 
ролей, включая синтаксические отношения между преди-
катом и компонентами ролей. Среди этих признаков: тип 
синтаксической группы; категория управления; путь в син-
таксическом дереве; позиция; залог; главное слово. В той 
же работе применялись методы обобщения (generalization) 
для повышения точности обнаружения семантических ро-
лей для новых (unseen) данных, т.е. для предикатов, не 
встречающихся в обучающих примерах. Были введены три 
обобщенных абстрактных роли Agent, Patient, Goal и со-
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ставлена иерархия, относящая каждую специфичную роль 
к одной из этих трех. Затем в обучающих и тестовых при-
мерах роли заменялись соответствующими обобщенными 
ролями. Система достигала 80% точности установления 
ролей на тестовом множестве.

Дальнейшие исследования в области установления 
семантических ролей так же основывались на машинном 
обучении, в частности примялись индуктивные методы 
логического программирования [75], статистические ме-
тоды машинного обучения [76, 77], методы обучения, ос-
нованные на принципе максимальной энтропии [78, 79] и 
другие подходы.

В работе [80] говорится, что семантические роли в 
предложении взаимосвязаны и не существуют сами по 
себе, в связи с этим предлагается рассматривать роли в 
предложении как связанную структуру и устанавливать 
роли не для каждого слова по отдельности, а для всех 
слов в предложении в совокупности. Авторы используют 
стандартные признаки и добавляют свои признаки, отра-
жающие синтаксические зависимости и связи элементов 
предложения.

Все описанные выше работы опираются на размечен-
ные корпуса. На сегодняшний день семантически разме-
ченные репрезентативные корпуса существуют лишь для 
небольшого числа языков (русский язык, к сожалению, 
не входит в их число). Для многих языков подобные кор-
пуса отсутствуют вовсе, что является препятствием для 
развития методов семантического анализа, основанных на 
машинном обучении с учителем. Эта проблема стимули-
ровала исследователей искать подходы, которые ослабили 
бы зависимость анализаторов от семантически размечен-
ных корпусов. Так активно стали использоваться методы 
с частичным привлечением учителя (semi-supervised).

Ряд semi-supervised подходов известен под назва-
нием «проекция аннотаций» (annotation projection). 
Их главная идея заключается в том, что семантическая 
структура размеченных предложений на одном языке со-
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поставляется со схожими по некоторым признакам не-
размеченными предложениями, переведенным на другой 
язык. Попытки перевести английские семантически раз-
меченные корпуса предпринимались для немецкого [81], 
шведского [82], китайского [83]. В работе [84] на основе 
небольшого семантически размеченного корпуса строит-
ся большой размеченный корпус, который используется 
для обучения семантических анализаторов. Новые анно-
тации строятся путем переноса уже известных аннота-
ций предложений из размеченного корпуса на близкие к 
ним предложения из неразмеченного корпуса. Близость 
предложений вычисляется путем сопоставления их син-
таксических деревьев.

Многие работы в области семантического анализа 
сконцентрированы на проблеме обучения семантических 
анализаторов на неразмеченных корпусах. В ряде работ 
из этой области [85, 86] предлагается подход, в котором 
задача установления семантических ролей представляется 
в виде задачи кластеризации. В этом подходе целью ста-
вится разделить все аргументы семантической структуры 
(слова, или синтаксические поддеревья) на кластеры та-
ким образом, чтобы каждый кластер соответствовал неко-
торой семантической роли. При этом нет заранее заданно-
го набора ролей или их признаков. Набор семантических 
ролей и характерные им свойства формируются автома-
тически в процессе кластеризации. Полученные кластеры 
и их признаки, с одной стороны, могут быть использова-
ны напрямую для решения прикладных задач, а с другой 
стороны, могут быть применены для быстрой семанти-
ческой разметки корпуса, поскольку вручную экспертам 
достаточно разметить не весь текст, а лишь сопоставить 
роли самим кластерам.

Последние 10 лет для установления семантических 
ролей стали применяться нейросетевые подходы [87–89], 
способные работать с текстом как с набором символов 
или слов [90, 91] без привлечения какой-либо лингви-
стической информации [92]. Однако авторы этих работ 
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показывают, что учет морфологии и синтаксиса улучшает 
качество установления семантических ролей.

Для русскоязычных текстов задачи установления се-
мантических ролей и близкие к ней исследуется в рабо-
тах [93, 94], где применяются правила, в работах [95, 96] 
применяется классические методы машинного обучения, 
в работах [97, 98] применяются нейросетевые подходы. 
Отметим, что сегодня задача решается преимущественно 
с помощью машинного обучения по размеченным корпу-
сам текстов, роль которых сильно возросла. Для русского 
языка аналогом ресурса FrameNet является корпус Frame-
Bank [99].

1.1.5 Дискурсивный анализ
Под дискурсивным анализом будем понимать извле-

чение из текста высокоуровневой структуры, отражающей 
связность текста в виде отношений между высказывания-
ми, предложениями и более крупными единицами текста. 

На сегодняшний день существует несколько раз-
личных моделей представления дискурсивной структу-
ры текста. Все они оперируют понятиями дискурсивных 
единиц (сегментов текста) и отношениями между ними. 
Большинство подобных моделей предлагает древовидную 
структуру для представления отношений между элемен-
тами дискурса и не зависят от языка. Перечислим наибо-
лее известные модели дискурса: 

– � Linguistic Discourse Model [100]; 
– � Segmented Discourse Representation Theory [101]; 
– � The Penn Discourse Treebank [102]; 
– � Rhetorical Structure Theory [103].
Теория риторических структур (Rhetorical Structure 

Theory), одна из наиболее известных моделей представ-
ления дискурса, предлагает описание организации текста 
в виде иерархического дерева дискурсивных единиц, ко-
торые соединяются риторическими отношениями. В са-
мом общем виде идею построения дискурсивного дере-
ва можно сформулировать так: смежные сегменты текста 
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объединяются между собой риторическими отношениями. 
Пример дискурсивного дерева в модели Теории ритори-
ческих структур представлен на рисунке 1.4. Теория ри-
торических структур выбрана в качестве теоретической 
основы для представленного в этой работе исследования, 
поэтому далее мы будем рассматривать методы дискур-
сивного анализа в связи с построением риторического де-
рева разбора.

Методы автоматического анализа риторических 
структур в большинстве случаев опираются на т.н. дис-
курсивные маркеры – слова, которые соединяют отдель-
ные клаузы, предложения или другие фрагменты текста.

Один из первых алгоритмов автоматического дис-
курсивного анализа был разработан Д. Марку [104] для 
английского языка. Данный алгоритм основан на прави-
лах, в первую очередь учитывающих лексические дискур-
сивные маркеры как показатели риторических отноше-
ний. В алгоритме также учитывается корреляция между 
риторической структурой текста и границами его предло-
жений, абзацев и глав. 

В парсере RASTA (The Rhetorical Structure Theo-
ry Analyzer), созданном С. Корстон-Оливером [105], в 
качестве показателей риторических отношений помимо 
лексических маркеров используются синтаксические ха-
рактеристики дискурсивных единиц для разрешения не-
однозначности лексических маркеров. Система SPADE 
[106] основана на вероятностных моделях и лексико-син-
таксических паттернах, полученных из синтаксического 
дерева предложения. Риторический парсер Д. Райтера 
[107] работает на основе машинного обучения, кроме лек-
сических маркеров учитывается: какой артикль вводит 
именную группу (определенный или неопределенный), 
знаки пунктуации, лексическая близость слов, а также 
длина дискурсивных единиц. При анализе в качестве ме-
тода обучения используется метод опорных векторов. Су-
ществуют исследования, в которых алгоритм Д. Марку 
применяется к другим языкам. Сюда можно отнести рито-



Интеллектуальный анализ текстов и обработка естественного языка

43

рический парсер DiZer [108], разработанный для бразиль-
ского португальского.

Перечисленные выше работы в основном посвяще-
ны автоматическому анализу дискурса на уровне предло-
жений. Однако более сложной задачей является переход 
на уровень всего текста. Позднее основной тенденцией 
в области разработки дискурсивных парсеров стало ком-
бинирование в алгоритме двух классификаторов: класси-
фикатора сочетаемости, который определяет, образуют ли 
смежные дискурсивные единицы поддерево, и классифи-
катора отношений, который вслед за первым определяет, 
какой тип отношений установить для нового поддерева. 
Такой подход, например, используется в парсере Hilda 
[109], основанном на методе опорных векторов и обучен-
ном на корпусе RST-DT. Парсер Hilda получил развитие 
в дальнейших исследованиях [110], где авторы исполь-
зуют дополнительные лингвистические характеристики, 
такие как семантическая близость, правила порождения 
дискурса и др. 

Следует упомянуть парсер Codra [111], алгоритм ко-
торого заключается в применении двух моделей, основан-
ных на условных случайных полях: первая модель для 

Рисунок 1.4. Пример дискурсивного дерева в формате Теории 
риторических структур
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анализа на уровне предложений, другая для анализа на 
уровне текста. Для работы парсера используются различ-
ные характеристики текста, среди которых лексический 
n-граммный словарь, более эффективный, чем фиксиро-
ванный список фраз-сигналов, а также лексико-синтакси-
ческие характеристики.

Далее для анализа дискурса начали применять обу-
чение с частичным привлечением учителя (semi-supervised 
learning). Например, в работе [112] обращается внимание 
на отсутствие размеченных данных для многих языков 
и предлагается метод непрерывного обучения распозна-
ванию риторических отношений с частичным привлече-
нием учителя, который показывает приемлемое качество 
работы. В работе [113] за счёт смешения размеченных и 
неразмеченных данных повышается качество распознава-
ния риторических отношений и снижается необходимость 
в размеченных данных. Используется Марковская модель 
скрытых переменных, обученная на подпространстве при-
знаков сниженной размерности.

Известно о применении для анализа риторических 
структур обучения без учителя (unsupervised learning). 
В работе [114] предложен основанный на обучении без 
учителя подход к распознаванию четырёх риторических 
отношений. Показано, что анализатор риторических от-
ношений, обученный на большом массиве неразмеченных 
текстов, может разделять эти отношения даже если отно-
шения не выражаются явно дискурсивными маркерами.

Примечательна работа [115], в которой на первом эта-
пе с использованием небольшого количества дискурсив-
ных маркеров было собрано большое количество предло-
жений с дискурсивными отношениями. Эти предложения 
преобразовывались к т.н. семантическим последователь-
ным представлениям (semantic sequential representations 
(SSRs)), где слова заменены морфологическими и семан-
тическими тегами. На втором этапе с помощью обучения 
без учителя выполнялось порождение таких представле-
ний, но уже без учёта дискурсивных маркеров. Авторы 
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заявляют, что предложили языконезависимый метод об-
наружения дискурсивных отношений, не использующий 
дискурсивные маркеры. Стоит отметить, что распознава-
лось только 5 отношений, большинство из которых яв-
лялись обобщением отношений из классической теории 
риторических структур.

Далее для дискурсивного анализа стали применять 
нейронные сети и глубокое обучение. В работе [116] пред-
ложен алгоритм, основанный на рекуррентной нейронной 
сети. Отдельно необходимо отметить работу [117], в ко-
торой нейронные сети не используются, но задействова-
ны идеи глубокого обучения. Предложенный метод об-
учается высокоуровневым векторным представлениям 
(representations) дискурсивных единиц малой размерно-
сти, которые используются затем в парсере типа «пере-
нос-свёртка» (shift-reduce). Метод превзошёл по качеству 
все существующие до этого методы анализа риторических 
структур.

Появились также исследования, посвященные язы-
конезависимому и кросс-языковому дискурсивному ана-
лизу [118, 119].

В 2015 и 2016 годах на конференции ACL прово-
дились соревнования по дискурсивному анализу, многие 
участники которых использовали нейронные сети [120] и 
дистрибутивные модели, в частности векторные представ-
ления слов (word embedding) [121, 122]. В работе [123] 
предложен дискурсивный парсер, в котором используется 
двунаправленная нейронная сеть с долгой краткосрочной 
памятью, для учета дискурсивной связности. Обучение 
базировалось на синтаксических признаках. Парсер пока-
зал лучшие по сравнению с традиционными методами ре-
зультаты. Парсер отмечает смену темы в тексте, что улуч-
шает работу парсера, особенно с длинными сценариями. 
Близкий подход был предложен и в работе [124]. 

Помимо английского, активно развивались парсе-
ры дискурса для других языков - например, вышел ряд 
публикаций о разработке парсеров для китайского язы-
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ка, в рамках модели дискурса Penn Discourse Treebank: 
парсер, основанный на рекурсивной нейронной сети для 
совместного моделирования подзадач, включая сегмен-
тацию (элементарные единицы дискурса), построение 
древовидной структуры, маркирование центральных сег-
ментов [125], парсер дискурса, основанный на двунаправ-
ленной нейронной сети с долгой краткосрочной памятью, 
с механизмом внимания к коррелирующим парам слов из 
аргументов дискурса [126], парсер дискурса, основанный 
на сочетании двунаправленной нейронной сети с долгой 
краткосрочной памятью и сверточной нейронной сети, 
что позволяет учесть как глобальные зависимости в тек-
сте, так и локальную информацию о n-граммах [127].

В задачах создания автоматических анализаторов 
дискурса, в частности в задаче классификации дискур-
сивных отношений, применяются и т.н. языковые моде-
ли. Например, в работе [128] в рамках подхода PDTB 
для классификации имплицитных дискурсивных отноше-
ний, предлагается учитывать последовательность событий 
в тексте с помощью модели BERT [129], обученной для 
предсказания следующего предложения. Полученная мо-
дель позволила повысить уровень качества дискурсивно-
го анализа на 8%. BERT используется и в работе [130]: 
авторы рассматривали репрезентации BERT и подходы 
к подбору признаков вручную, использованные в преды-
дущих исследованиях по анализу дискурса, а также срав-
нивали их предложенной ими генеративной моделью, ос-
нованной на weak supervision, в рамках подхода Snorkel, 
в которой используются распределения вероятностей для 
меток классов. Эмбеддинги BERT и ELMo [131] также 
использовались в работе [132] для решения ряда задач, 
связанных с анализом дискурса, на материале корпусов, 
размеченных в соответствии с подходами ТРС, PDTB, 
Segmented Discourse Representation Theory (SDRT).

В работе [133] предложен фреймворк (в рамках под-
хода ТРС), включающий в себя сегментатор дискурса 
для распознавания ЭДЕ в тексте и компонент построе-
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ния дискурсивного дерева. Оба компонента основаны на 
Pointer Networks, позволяющих учитывать переходы при 
создании дерева.

Для дискурсивного анализа применимы подходы к 
синтаксическому анализу. Например, в работе [134] пред-
ложен метод, основанный на жадном алгоритме «пере-
нос-свертка» (см. раздел 1.1.3) и языковой модели BERT. В 
работе [135] представлен парсер дискурса для английского 
языка, основанный на архитектуре «перенос-свертка» с ис-
пользованием предобученной языковой модели RoBERTa. 

Стоит отметить работу [136], где представлен RST 
парсер, не требующий сегментации на дискурсивные еди-
ницы и привлечения каких-либо лингвистических при-
знаков. Парсер позволяет вычислять внутренние пред-
ставления высказываний в анализаторе глобально, из-за 
чего метод лучевого поиска при предсказании структуры 
риторических отношений используется более оптимально, 
чем при локальном вычислении внутренних представле-
ний дискурсивных единиц непосредственно перед форми-
рованием луча поиска ограниченной длины. Этот парсер 
показывал лучшее качество анализа на 2021 год.

В обзоре [137] отмечается, что большинство нейро-
сетевых методов (с использованием предобученных моде-
лей) не превосходят по качеству методы статистического 
машинного обучения с использованием признаков, что 
связывается с небольшим объемом корпусов с дискурсив-
ной разметкой, используемых для обучения.

1.2 Показатели качества анализа текстов
Большинство задач обработки текстов на естествен-

ном языке и интеллектуального анализа текстов сводятся 
к классификации – отнесении текстов или текстовых эле-
ментов к заранее известным классам (типам, категориям). 
Соответственно качество решения этих задач оценивает-
ся, как правило, с помощью общепринятых показателей 
качества классификации. Рассмотрим далее используе-
мые показатели.
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Пусть имеется множество объектов  
и множество классов . Задача клас-
сификации состоит в построении алгоритма (мето-
да) , сопоставляющего каждому объекту один 
класс (для простоты задачу многоклассовой класси-
фикации рассматривать не будем). Пусть имеется те-
стовая выборка объектов, для которых известен класс 

. Рассмотрим задачу би-
нарной классификации, где , при этом один из 
классов ситается целевым, например класс c = 1, объекты 
это класса называются положительными, объекты второ-
го класса называются отрицательными. Оценка качества 
алгоритма бинарной классификации выполняется относи-
тельно целевого класса. Введем матрицу ошибок, отобра-
жающую правильность работы алгоритма классификации 
на одном объекте тестовой выборки (таблица 1.2).

В процессе оценки алгоритма классификации такая 
матрица строится для всех объектов тестовой выборки, 
где получаем:

– � True Positive (TP) – количество объектов, относя-
щихся к целевому классу, правильно отнесенных 
алгоритмом к целевому классу;

– � False Positive (FP) – количество объектов, не от-
носящихся к целевому классу, но ошибочно отне-
сенных алгоритмом к целевому классу;

– � False Negative (FN) – количество объектов, отно-
сящихся к целевому классу, но ошибочно не отне-
сенных алгоритмом к целевому классу;

– � True Negative (TN) – количество объектов, не от-
носящихся к целевому классу, правильно не отне-
сенных алгоритмом к целевому классу.

Рассмотрим показатели качества бинарной класси-
фикации.

Доля правильных ответов или правильность (Accu-
racy) вычисляется как отношение количества правильно 
классифицированных объектов к общему количеству объ-
ектов тестовой выборки:
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.            (1.2)

Точность (Precision, P) вычисляется как отношение 
количества правильно классифицированных объектов 
(целевого класса) к количеству всех объектов, отнесен-
ных алгоритмом к целевому классу:

.               (1.3)

Полнота (Recall, R) вычисляется как отношение ко-
личества правильно классифицированных объектов (це-
левого класса) к общему количеству объектов целевого 
класса в тестовой выборке:

.                      (1.4)

F
1
 мера вычисляется как среднее гармоническое зна-

чение точности и полноты:

.                  (1.5)

В случае многоклассовой классификации (когда 
целевых классов несколько) решается задача отделения 
каждого класса от всех остальных с вычислением ука-

Таблица 1.2
Матрица ошибок классификации

Класс по тестовой выборке
с = 1 с = 0

Результат 
алгоритма 

классификации

A(o) = 1 True Positive (TP) False Positive (FP)

A(o) = 0 False Negative (FN) True Negative (TN)
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занных выше показателей, которые усредняются. При 
микро-усреднении (micro-avareging) показатели TP, TN, 
FP, FN усредняются по всем классам, затем вычисляется 
итоговые показатели по формулам (1.2)-(1.5). При макро-
усреднении (macro-avareging) сначала вычисляются зна-
чения показателей (1.2)-(1.5) для каждого класса, потом 
они усредняются по всем классам.

Показатели качества используются преимуществен-
но для сравнения различных алгоритмов обработки тек-
стов и сами по себе не характеризуют качество этих 
алгоритмов. Выбор показателя качества зависит от при-
кладной задачи и предметной области. Отметим, что при 
бинарной классификации показатель Accuracy характери-
зует качество алгоритма относительно обоих классов, что 
часто может не удовлетворять поставленным целям. Если 
количество объектов целевого класса значительно мень-
ше количества нецелевого класса, то высокие значения 
Accuracy не будут отражать способность алгоритма каче-
ственно предсказывать целевой класс, в то время как в 
большинстве случаев представляет интерес именно повы-
шение качества определения целевого класса. Если коли-
чество объектов классов сбалансировано и целевой класс 
не назначен (все классы равнозначны), то показатель Ac-
curacy вполне может применяться.

1.3 �Разноуровневая обработка естественного 
языка для интеллектуального анализа 
текстов

Рассмотрим применение методов разноуровневой 
обработки естественного языка к решению различных за-
дач интеллектуального поиска и анализа текстов, таких 
как поиск текстов, извлечение информации из текстов, 
резюмирование текстов, определение тональности, ана-
лиз аргументации и других задач. Из-за широкой пред-
ставленности данной темы в мировой литературе, будем 
рассматривать только работы с наибольшим количеством 
цитирований.
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Разноуровневый анализ текстов широко применяет-
ся при информационном поиске в различных постановках 
(поиск по запросу, вопросно-ответный поиск, поиск заим-
ствований и т.д.). Известны примеры использования син-
таксического анализа для информационного поиска по за-
просу с учетом словосочетаний и многословных терминов 
[138, 139]. При поиске по запросу используются и семан-
тические роли [140], при этом в работе [141] показано, 
что учет семантических ролей повышает качество поиска 
по запросу при условии, что запрос имеет семантическую 
структуру, т.е. задан не в виде ключевых слов. 

Наиболее широкое применение синтаксический и 
семантический анализ получил в задаче вопросно-ответ-
ного поиска, когда требуется найти фрагмент текста, со-
держащий ответ на запрос в вопросительной форме или 
непосредственно сам ответ [142]. В работах [143, 144] 
предложены методы сопоставления синтаксических и 
предикатно-аргументых структур с семантическими ро-
лями для текстов вопроса и ответов, представленных в 
виде графов. Экспериментальные исследования авторов 
этих двух работ на открытых дорожках по вопросно-от-
ветному поиску показали, что учет синтаксиса и семанти-
ки улучшил качество вопросно-ответного поиска по срав-
нению с лучшими на то время подходами, правда, при 
условии, что синтаксические и семантические структуры 
выделяются из текстов. В работе [145] при поиске текста, 
содержащего ответ, происходит сравнение предикатно-ар-
гументных структур текста вопроса и текстов, содержа-
щих ответы, при этом проверяется не только совпадение 
ролей, но и совпадение путей в дереве зависимостей. В 
статье [146] исследуется вклад синтаксиса и семантики 
в качество переранжирования пассажей (фрагментов тек-
ста, содержащих ответ на вопрос) при вопросно-ответном 
поиске. Экспериментально показано, что учет синтакси-
ческой структуры пассажей, обогащенной семантической 
информацией, позволяет существенно улучшить качество 
переранжирования пассажей и в целом вопросно-ответно-



Глава 1

52

го поиска. В работе [147] рассматриваются вопросы ин-
дексации ролевых структур для осуществления на этой 
основе вопросно-ответного поиска. В работе [148] систе-
ма вопросно-ответного поиска, использующая методы по-
строения ролевых структур высказываний, сравнивается 
с системой, основанной на извлечении именованных сущ-
ностей. Было показано, что использование семантических 
ролей позволяет значительно улучшить качество ответов 
на категориальные вопросы общего характера.

Разноуровневый анализ часто используется для по-
лучения обобщенного логического представления текста, 
как правило в виде графа, для решения различных поис-
ковых задач, в том числе, вопросно-ответного поиска. В 
ряде работ [149, 150] предлагается выполнять обобщение 
синтаксических деревьев разбора нескольких текстов для 
получения семантических (логических) представлений 
предложений, используемых для решения задач информа-
ционного поиска и классификации текстов. В работе [151] 
предложен метод кросс-языкового вывода из дерева зави-
симостей семантического представления высказываний и 
показано, как полученные представления используются 
для повышения качества вопросно-ответного поиска. Гра-
фовые представления знаний, получаемые в том числе из 
текстов, вообще широко применяются при информацион-
ном и вопросно-ответном поиске. Например, в поисковой 
машине Google активно используется технология Google 
Knowledge Graph14, содержащая факты и информацию о 
сущностях различного типа. 

Для улучшения качества информационного поиска 
учитываются и более высокие уровни языка. Так, в работе 
[152] представлен поисковый чат-бот, который на основе 
дискурсивного дерева переранжирует поисковую выдачу 
и позволяет существенно сократить время получения ре-
левантных результатов поиска. 

Многие задачи обработки текстов основаны на сопо-
ставлении текстов и вычислении сходства между ними. В 
14)  https://blog.google/products/search/about-knowledge-graph-and-knowledge-panels/ 
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работе [153] для вычисления сходства текстов предложе-
но использовать синтаксическую структуру текстов, обо-
гащенную семантической (таксономической) информа-
цией о словах. Использование такого подхода позволило 
повысить качество поиска похожих текстов на большин-
стве экспериментальных наборов данных. В работе [154] 
для вычисления сходства текстов предложен подход, ком-
бинирующий граф семантических ролей и нейросетевые 
языковые модели. Эксперименты показали, что использо-
вание графа семантических ролей в предложенном подхо-
де улучшает качество решения задачи. 

В исследованиях [155–159] показано, что учет син-
таксических связей между словами, семантических ро-
лей и дискурсивной структуры текста улучшает качество 
классификации текстов. Синтаксис и семантика исполь-
зуются также для поиска заимствований и перефразиро-
вания в научных и студенческих текстах [160]. В работах 
[161, 162] для поиска заимствований предложен метод 
вычисления семантической близости предложений, учи-
тывающий совпадение семантических аргументов и их ро-
лей. Было показано, что такой метод повышает качество 
поиска заимствований.

Семантические роли применяются и для резюми-
рования текстов. В статье [163] предложен подход к из-
влечению короткого содержания множества документов, 
каждый из которых представляется множеством преди-
катно-аргументных структур. Резюме формируется на 
основе кластеризации семантически похожих предикат-
но-аргументных структур с последующим ранжированием 
кластеров. Результаты экспериментов показали, что пред-
ложенный подход улучшает качество резюмирования. В 
работе [164] предложен аналогичный подход, где установ-
ление семантических ролей используется для извлечения 
семантики предложений в виде графа концептов. При по-
строении резюме отбираются предложения, наиболее се-
мантически близкие заголовку документа. Эксперименты 
также показали улучшение качества резюмирования.
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Известно и о применении дискурсивного анали-
за для резюмирования текстов [165]. В работе [166] при 
создании автоматического резюме текста на английском 
языке предлагается использовать дискурсивные признаки 
для учёта зависимости между далеко друг от друга рас-
положенными фрагментами текста. Сначала извлекают-
ся ЭДЕ внутри предложений, затем строятся два графа 
дискурсивной структуры: граф кореферентности и граф, 
основанный на ТРС-деревьях. В исследовании [167] для 
задачи резюмирования текста в качестве единицы выбора 
контента используются ЭДЕ. В работе [168] для резюми-
рования используется деление на ЭДЕ и другие ритори-
ческие признаки, чтобы уменьшить количество параме-
тров модели автоматической генерации резюме текста.

Многочисленные обзоры [169–172] и отдельные ра-
боты последних лет [173] говорят о широком использо-
вании методов синтаксического анализа и установления 
семантических ролей в задаче извлечения информации из 
текстов в различных предметных областях. Семантиче-
ские роли применяются также для извлечения знаний из 
текстов [174] и построения онтологий по текстам [175].

Синтаксис и семантика используются в задаче ана-
лиза мнений (opinion mining), представленных в текстах, 
прежде всего для выделения аспекта мнения [176]. В ра-
боте [177] предложен способ учета синтаксиса и семан-
тических ролей, улучшающий качество выявления по-
лярности мнений. Примечательна также работа [178], где 
показано, что комбинирование синтаксических признаков 
и семантических ролей повышает качество решения за-
дачи извлечения мнений из текстов на русском языке. 
Для решения этой задачи применяется и дискурсивный 
анализ [179].

Семантические роли используются для определения 
субъекта и причины эмоций, упоминаемых в текстах [180]. 
В работе [181] представлена унифицированная платфор-
ма (framework) для объединения различных размеченных 
корпусов текстов и единообразной проверки на них каче-



Интеллектуальный анализ текстов и обработка естественного языка

55

ства выделения аспектов эмоций с помощью установле-
ния семантических ролей.

Дискурсивный анализ текста применяется для ма-
шинного перевода [182, 183], определения связности тек-
ста [184], анализа аргументации [185], синтеза текстов и 
других задач интеллектуального анализа текстов [186]. 
Как показывают исследования, учёт дискурсивной струк-
туры текста повышает качество решения указанных задач 
на несколько процентов.

Анализ дискурса активно применяется для автома-
тического распознавания фейковых новостей [187–189]. 
В работе [190] для автоматической проверки фактов (для 
английского языка) используются риторические деревья 
и сиамская модель на рекурсивной нейронной сети.

Из российских работ стоит отметить работу [191], 
где А. Кибрик и его соавторы предложили модель рефе-
ренциального выбора с учетом дискурсивной структуры 
текста и достигли уровня правильности (Accuracy) рефе-
ренциального предсказания на 14,8% выше, чем у анало-
гичных систем.

1.4 �Проблема психолингвистического анализа 
текстов

Психолингвистический анализ является одной из 
задач интеллектуального анализа текстов, направленной 
на выявление особенностей устной и письменной речи 
людей с различными психологическими состояниями, а 
также на автоматическое определение таких состояний у 
автора по тексту.

Связь между психологическими особенностями и 
характером речевой деятельности субъекта выявлена во 
многих психолингвистических исследованиях [192]. Базой 
для проведения прикладных психолингвистических иссле-
дований является представление о том, что уникальные 
речевые паттерны отражают устойчивые индивидуальные 
характеристики человека, такие, как черты личности или 
тип характера. Поэтому анализ продуктов речевой деятель-
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ности позволяет определять психологические особенности 
и прогнозировать поведенческие проявления (агрессию, 
предпочтения, стиль принятия решений и т.п.) [193].

1.4.1 �Текстовые характеристики и психологиче-
ские особенности

Взаимосвязь текстовых характеристик и психологи-
ческих особенностей довольно давно исследуется клини-
ческими психологами [194] на примере устной и письмен-
ной речи. С самого начала в исследованиях, посвященных 
связям между речью/текстом и характеристиками гово-
рящего/автора, первостепенное внимание уделялось пои-
ску лингвистических признаков психопатологических со-
стояний. В работах психолингвистов было выявлено, что 
наиболее общим дефектом, сопровождающим развитие 
психической патологии, является снижение смысловой 
и формальной связности высказываний, «разорванная 
речь», соскальзывание и бессвязность речи, атаксия (от-
сутствие смысловых связей между словами и снижение 
направленности высказываний) [195]. В дальнейшем был 
предложен ряд вычисляемых по речи числовых индексов, 
отражающих специфические особенности употребления 
некоторых частей речи, а также семантики и структуры 
высказывания (коэффициент Трейгера, коэффициент 
опредмеченности действия, показатель Готтшалка-Глезер, 
индекс прегнантности Эртеля, индекс Шлисмана, фог-ин-
декс и др.) [192]. К настоящему времени накоплена ин-
формация о наличии комплексов психолингвистических 
признаков, обладающих дифференцирующим потенциа-
лом по отношению к некоторым психиатрическим про-
явлениям, таким, как мания, паранойя или нарциссизм 
[196]. Диагностическое значение лексико-семантических 
и морфологических особенностей речи больных неврозом 
подчеркивается в работах [197, 198]. При этом традици-
онно внимание уделялось преимущественно устной речи 
пациентов, хотя в последнее время отмечается выражен-
ный интерес к анализу письменных текстов [199].



Интеллектуальный анализ текстов и обработка естественного языка

57

Один из наиболее исследуемых в мировой психиа-
трии и психиатрической лингвистике предметов – различ-
ные речевые (прежде всего, синтаксические и семантиче-
ские) аномалии при шизофрении [200, 201]. Примером 
достижений в данной области может служить предложен-
ная в работе [202] диагностическая схема анализа речевой 
продукции Thought and Language Index (TLI), позволя-
ющая на основе оценки выраженности таких показате-
лей, как обеднение речи, ослабление целенаправленности, 
неустойчивость, нечеткий синтаксис, алогичность, персе-
верация, отвлекаемость, наличие неологизмов, судить о 
характере и силе специфических нарушений.

В других работах показано специфичное использова-
ние местоимений в речи пациентов с шизофренией: паци-
енты, как в устной, так и письменной речи, использовали 
больше личных местоимений и местоимений первого лица 
единственного числа, и меньше – местоимений третьего 
лица [203, 204], и пациентов с депрессией, у которых зна-
чимо повышено использование местоимения «Я» [205].

Среди характерных для речи невротиков по сравне-
нию со здоровыми людьми выделены такие показатели, как 
уровень выраженности в речи состояний тревоги, депрес-
сии, агрессии; частота употребления местоимений первого 
лица; показатели предметности и связности речи; средние 
коэффициенты пассивного залога, эмболии и словарно-
го разнообразия; количество элементарных дискурсивных 
единиц, частотность некоторых дискурсивных отноше-
ний; многословие и снижение коэффициента словарно-
го разнообразия; уменьшение по сравнению с группой 
здоровых в речи соотношения категорий «совершенные 
действия» и «несовершенные действия» [196, 206, 207]. 
в работе [208] установлено, что к речевым предикторам 
суицидального и аутоагрессивного поведения относятся 
такие параметры, как меньшее лексическое разнообразие, 
меньшее число предлогов, большее число местоимений, 
более высокий индекс логической связанности, более вы-
сокий индекс длины предложения.
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К настоящему времени накоплен большой объем ин-
формации о представленности в текстах на разных язы-
ках информации, свидетельствующей о выраженности 
черт личности, измеряемых с помощью методики «Боль-
шая пятерка» [209–211]. Одним из наиболее легко вы-
являемых типов связей является соотношение черт лич-
ности с определенными лексическими предпочтениями, 
например: люди, получившие высокие баллы экстравер-
сии, чаще используют слова с семантикой социальных от-
ношений (друг, разговор, муж); открытость проявляется 
в повышении частоты употребления слов с семантикой 
познания (думать, знать, учитывать), а на добросовест-
ность указывает снижение частотности отрицаний и слов 
с семантикой негативных эмоций [212]. В исследовании 
с использованием русской адаптации «Большой пятерки» 
и Фрайбургского многофакторного личностного опросни-
ка FPI описаны такие связи, как отрицательные корреля-
ции для шкал «Экстраверсия» и «Доброжелательность» 
с долей слов длиннее шести букв, шкалы «Добросовест-
ность» с долей слов, обозначающих эмоции; выявлено, 
что уровень невротичности и депрессивности положи-
тельно коррелирует с долей местоимений и долей личных 
местоимений; а со шкалой эмоциональной лабильности 
положительно коррелирует доля союзов и отрицательно –  
доля слов тематической группы «Пространство» [213].

С развитием сети интернет возникла необходимость 
психолингвистического анализа содержимого социальных 
медиа и сетевой коммуникаций. С помощью психолинг-
вистических методов в сетевой коммуникации могут вы-
деляться признаки, образующие психолингвистический 
профиль (портрет) пользователя, который включает в себя 
такие восстанавливаемые по тексту компоненты, как демо-
графический профиль коммуниканта (возраст, пол, соци-
альный статус, раса и т. п.), а его также характерологиче-
ские, эмоциональные и мотивационные особенности [214].

В одном из последних обзоров [215] систематизи-
рованы выявленные отличительные особенности текстов 
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социальных медиа, написанных людьми с ментальными 
расстройствами (преимущественно депрессией). Эти осо-
бенности заключаются в частотности использования ча-
стей речи, местоимений первого лица единственного чис-
ла, определенных слов и групп, тональности, служебных 
слов и т.п.

Большинство современных исследований речевой 
продукции ограничивается морфологическим анализом, 
при котором устанавливается словарная форма слова 
(леммы) и его грамматических значений. Последнее вре-
мя стали популярны т.н. языковые нейросетевые моде-
ли (BERT, ELMO и их разновидности), обучаемые на 
больших массивах текстов. Такие модели пригодны для 
решения задач классификации, но они не предоставля-
ют возможности адекватной интерпретации получаемых 
результатов и поэтому не могут быть напрямую исполь-
зованы для получения знаний о взаимосвязи текстовых 
характеристик и психологических особенностей.

1.4.2 �Выявление по тексту психологического  
неблагополучия

В связи с развитием компьютерных технологий и 
появлением всё бОльшего числа оцифрованных текстов 
стали создаваться математические модели и программные 
средства автоматического или автоматизированного ди-
агностирования психологических характеристик лично-
сти по тексту [208]. При этом, в частности, появляется 
возможность более широкого охвата данных о формаль-
но-грамматических параметрах текста, которые не кон-
тролируются автором и, следовательно, наименее подвер-
жены сознательному искажению. Благодаря применению 
компьютерных технологий современные системы психо-
лингвистической диагностики показывают результаты, 
превосходящие показатели межличностной оценки [216] 
и приближающиеся к уровню традиционной экспертной 
оценки. Например, в работе [217] показано, что точность 
моделей диагностирования индивидуально-психологи-
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ческих характеристик (определенных при помощи теста 
«Большая пятерка»), полученных на основании частоты 
встречаемости биграмм, составляет, в среднем, 60–65%. В 
исследовании [218] описана модель, позволяющая отли-
чать сетевые тексты больных шизофренией от контроль-
ных постов с точностью до 96%. Это дает повод считать 
направление психодиагностики по тексту весьма перспек-
тивным и многообещающим.

В целом задача определения психологических осо-
бенностей по текстам социальных сетей сводится к задаче 
классификации текстов, для решения которой применя-
ются как традиционные методы машинного обучения по 
текстовым признакам типа «мешок слов», n-граммы, части 
речи и т.п., так и нейросетевые подходы [215], при этом 
наблюдается рост подходов на основе глубокого обуче-
ния и спад традиционных методов машинного обучения. 
Депрессия и суицид являются основными исследуемыми 
расстройствами, анализируются сообщения социальных 
сетей, записи электронных медицинских карт, интервью, 
сочинений и т.п. преимущественно на английском и ки-
тайском языках [219]. 

Одним из часто используемых средств автоматиче-
ского анализа текстов для исследований в области психо-
логии и психолингвистики является программа Linguistic 
Inquiry and Word Count (LIWC) [220]. Основная идея, за-
ложенная в ней, заключается в том, что психологические 
характеристики автора взаимосвязаны с количественны-
ми параметрами текста: частота слов определенной ча-
сти речи, частота слов определенной лексико-семантиче-
ской группы (передающих негативные или позитивные 
эмоции, описывающих когнитивные процессы). Текущая 
версия LIWC2015 [221] вычисляет более 80 различных 
показателей. С помощью LIWC исследовались различные 
лексические признаки, которые могли бы помочь оце-
нить состояние пациента, пережившего потерю близкого 
человека. При проведении текстовой диагностики ши-
зофрении выявлена целесообразность применения таких 



Интеллектуальный анализ текстов и обработка естественного языка

61

статистических показателей, как коэффициент Ципфа, 
коэффициент лексической упорядоченности текста Хер-
дана, спектральное распределение Хайтун-Тулдавы и др. 
[222], а также кластеризации [223] и тематического мо-
делирования (например, с помощью латентно-семантиче-
ского анализа (LSA) [224]). В работе [225] лексический 
анализ текстов с помощью LIWC был использован со-
вместно с методами тематического моделирования (LDA) 
для выявления выраженности нейротизма и депрессии у 
учащихся ВУЗов. Группа исследователей из Института 
психиатрии Колумбийского университета показала при-
менимость LSA для ранней диагностики риска развития 
шизофрении [226]. В настоящее время осуществляется 
проект Automated analysis of semantics/syntax in psychosis 
[227], в рамках которого предложен метод для опреде-
ления англоязычных текстов, написанных больными ши-
зофренией, на основе метода опорных векторов. В каче-
стве признаков для классификации в такого рода работах 
используются лексические категории, полученные с по-
мощью LIWC, различные виды лексических кластеров, 
символьные n-граммы, а также перплексия лексики, по-
считанная по триграммной языковой модели.

Авторы работы [228] высказывают мнение о том, что 
версии LIWC 2007 и LIWC 2015 демонстрируют чрезмер-
ную чувствительность к наличию лексики с семантикой 
положительных эмоций и это приводит к переоценке вы-
раженности эмоционального содержания текстов.

Для определения личностных черт по тексту исполь-
зуются общепринятые подходы [229, 230]: словарные; на 
основе машинного обучения с текстовыми признаками; с 
использованием нейросетевых подходов. Среди исследова-
ний на примере русского языка отметим работу [231], где 
использовалось машинное обучение с текстовыми призна-
ками в виде последовательностей слов и весов TF-IDF.

Автоматическому выявлению психопатологии или 
психологического неблагополучия по тексту посвящено 
много работ. В основном представляет интерес выявле-
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ние признаков депрессивности и риска суицида [232], при 
этом последнее время акцент смещается в сторону анали-
за текстов социальных сетей [233], что подтверждается в 
том числе тематическими семинарами и соревнованиями 
на крупных конференциях по анализу текстов CLEF eR-
isk, CLPsych, ACL.

Большое значение для развития средств компьютер-
ного лингвистического анализа имеют тематические дорож-
ки или «открытые соревнования» (shared tasks). Одно из 
них, проведённое в 2011 г., было посвящено теме выявле-
ния лингвистических особенностей предсмертных записок 
суицидентов [234]. Наилучшие результаты в этом сорев-
новании показал подход [235], в котором скомбинированы 
поиск ключевых слов по словарям и тезаурусам, методы 
разметки последовательностей на основе случайных полей, 
а также другие методы машинного обучения. Результаты, 
полученные от разных анализаторов, комбинировались с 
помощью нескольких стратегий голосования. 

В рамках соревнований CLPsych 2015 [236] реша-
лась задача идентификации признаков различных видов 
психического неблагополучия (депрессия, посттравмати-
ческое расстройство, сезонное аффективное расстройство 
и др.). Свою эффективность в решении этой задачи пока-
зали подходы на основе n-грамм символов и слов, темати-
ческое моделирование, машина опорных векторов SVM, 
логистическая регрессия, а также различные ансамбли 
моделей на подмножествах признаков.

В соревновании CLPsych 2016 [237] решалась задача 
оценки степени выраженности в письменной речи призна-
ков психологического неблагополучия автора. Наилучшие 
результаты были показаны следующими методами: метод 
стохастического градиента, в качестве признаков для него 
использовались униграммы слов, взвешенные с помощью 
TF-IDF и векторные представления текстов, полученные 
с помощью sent2vec. Классификация проходила в два эта-
па: сначала строились вектора для каждого предложения 
текста, затем они суммировались и на основе полученно-
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го вектора определялся класс всего текста. Наилучший 
результат был показан ансамблем из трех классификато-
ров: метод метаклассификации, когда результаты предва-
рительно обученных на большом пространстве признаков 
классификаторов на основе SVM использовались в каче-
стве входных признаков для метаклассификатора на ос-
нове случайного леса деревьев решений (random forest). 
Также использовался метод, основанный на SVM с ради-
альным ядром, который был обучен по размеченной вы-
борке, а в качестве признаков использовались униграммы 
и биграммы слов, взвешенные по TF-IDF. 

Последнее время тематика дорожек на соревнованиях 
CLEF eRisk и CLPsych и в целом данного направления 
смещается на выявление психологического неблагополу-
чия, прежде всего депрессии, по текстам из социальных 
сетей. В одной из первых работ [238] авторы рассматрива-
ли отдельно взятые сообщения депрессивных и здоровых 
пользователей социальной сети Twitter. Для выявления 
депрессивных текстов использовались следующие группы 
признаков: эмоциональная окраска используемой лексики, 
лингвистические особенности текста, N-граммы, время от-
правки сообщения. CLPsych 2015 Shared Task [239] по-
священ выявлению по тексту пользователей с депрессией, 
с посттравматическим синдромом и здоровых пользовате-
лей. Наилучший результат в данной дорожке показала мо-
дель, использующая признаки, основанные на tf-idf. Другая 
команда участников показала хороший результат, приме-
нив различные методы кластеризации терминов, чтобы 
использовать частоту встречаемости слов из выделенных 
подгрупп в качестве признаков для классификации.

Соревнование CLEF/eRisk 2017 посвящено раннему 
выявлению депрессии по сообщениям пользователей в со-
циальной сети Reddit. В формате сообщений Reddit отсут-
ствует ограничение на количество символов в одном со-
общении пользователя, как это выполнено в Twitter (280 
символов), что подразумевает под собой наличие более 
развернутых и емких текстов. Наилучший результат сре-
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ди участников CLEF/eRisk 2017 (64% F1-меры) показала 
модель, основанная на «мешке слов» с использованием 
LIWC [240] и морфологических признаков. Признаки на 
основе заранее подготовленных словарей использовались 
в работе [241] и [242]. Такие словари могут содержат в 
себе слова негативной эмоциональной окраски, названия 
медикаментов, наименования диагнозов и другие терми-
ны, связанные с депрессивным расстройством. Подходы, 
основанные на N-граммах различного вида, были также 
представлены в работах [243] и [244].

Таким образом, большинство методов выявления 
психологического неблагополучия опираются на лексиче-
ские и морфологические признаки (категории LIWC и 
т.п., лексические группы, n-граммы и др.) и не учитыва-
ют структуру текста на более высоком уровне – семан-
тическом или дискурсивном. Необходимо отметить, что 
в психолингвистических исследованиях важна интерпре-
тируемость результатов, т.е. психиатрам нужно понимать 
каким образом было получено предсказание, понимать 
причины или объяснимые факторы заболевания, поэтому 
использование традиционных методов машинного обуче-
ния и статистического анализа часто предпочтительней, 
несмотря на то, что глубокое обучение показывает более 
высокое качество [245].

Практика реального применения разрабатываемых 
диагностических моделей демонстрирует их эффектив-
ность, в частности, в плане прогнозирования. Например, 
использование обученной модели, предназначенной для 
выявления по текстам сетевого общения симптомов пси-
хического нездоровья (депрессии, тревоги, стресса, суи-
цидальных намерений, психотических проявлений), по-
высило точность предсказания сезонных обострений и 
обращений за специализированной помощью среди сту-
дентов университета более чем на 40% [246]. Авторы ис-
следования [247] представили прогностическую модель, 
позволяющую на основе анализа постов в Reddit с высо-
ким качеством (F1 = 0,718) предсказывать необходимость 
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психиатрической госпитализации за 7 дней до развития 
критического обострения.

1.4.3 Определение эмоций по тексту
Выявление эмоций в тексте сводится в простейшем 

случае к определению тональности (положительные, от-
рицательные, нейтральные эмоции) [248], в более про-
двинутой постановке эмоциональность определяется на 
основе одной или нескольких психологических моде-
лей, например, модели эмоций Плутчека, включающей 
радость, грусть, страх, доверие, ожидание, удивление, 
злость, неудовольствие. Отметим, что выявляемые эмо-
ции могут относиться не только к автору текста, но и 
приписываться автором другим субъектам. Для выявле-
ния эмоций используется весь спектр подходов, от сло-
варей до нейронных сетей [249, 250]. Отдельно решается 
задача выявления по тексту агрессии и её разновидно-
стей (троллинг, буллинг) [251, 252]. Среди российских 
работ можно отметить [253], где исследуется классифи-
катор русскоязычных интернет-текстов на 8 классов в 
соответствии с базовыми эмоциями, выделяемыми швед-
ским биологом Г. Левхеймом. Используются следующие 
вербальные маркеры, характерные для отдельных клас-
сов эмоций: сочетания слов, частотность пунктуационных 
знаков, наличие лексем из лексико-семантических полей 
«болезнь», «смерть» и т.п. В работе [254] решается задача 
выявления эмоций по недискретной шкале на специаль-
но созданном наборе текстов. Использовались различные 
классификаторы, в том числе на основе нейронных сетей, 
векторизация текстов была выполнена с помощью трех 
наиболее популярных моделей векторного представления. 
Представляет интерес задача выявления в тексте субъ-
екта переживания и причины упоминаемых эмоций. Эта 
задача часто решается с помощью методов установления 
семантических ролей [255, 181].

Психоэмоциональный анализ текстов применяется 
сегодня прежде всего для анализа социальных сетей. До-
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вольно часто решается задача определения эмоциональ-
ной реакции пользователей социальной сети на заданные 
события или кризисные ситуации, например, на эпиде-
мию COVID-19 [256], террористические атаки [257], 
массовые насильственные действия [258] и проч. Целью 
таких исследований является, в том числе, создание ин-
формационно-аналитических систем, позволяющих оце-
нить психологическое и эмоциональное состояние населе-
ния заданного региона, представленного пользователями 
социальных сетей.

На сегодняшний день большинство исследований 
в области психоэмоционального анализа текстов ориен-
тированы на английский язык и лишь немногие из них 
внедряются в промышленные системы анализа и монито-
ринга социальных сетей. Многочисленные коммерческие 
системы эмоционального анализа соцсетей, в том числе 
российские (YouScan, Brand24, IQBuzz и т.п.), ограни-
чиваются как правило определением окраски текста по 
шкале позитивный\нейтральный\негативный и её разно-
видностям.

1.5 Выводы по главе 1
Разноуровневая обработка естественного языка оста-

ется актуальным направлением исследований в России и 
за рубежом. Для лингвистического анализа текстов, на-
правленного на получение синтаксической, семантической 
и дискурсивной структуры текста, используются подходы, 
основанные на правилах, словарях или машинном обуче-
нии по размеченным корпусам текстов. Последние годы 
машинное обучение преобладает, наблюдается тенденция 
использования нейросетевых подходов.

Лингвистические модели языка (синтаксис, семан-
тика, дискурс) широко используются при решении за-
дач интеллектуального анализа текстов, внося различной 
степени положительный вклад в качество решения этих 
задач. Для решения некоторых задач анализа текстов 
применение лингвистических моделей более предпочти-
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тельней по сравнению с другими моделями из-за: 1) ха-
рактера самих задач, требующих учета структуры текста; 
а также 2) интерпретируемости лингвистических моделей 
и, как следствие, интерпретируемости результатов обра-
ботки текстов, что важно для многих задач. Применение 
разноуровневых лингвистических моделей для обработки 
текстов на русском языке, имеющем особенности в строе-
нии, исследовано недостаточно полно.

Существующие методы семантического и дискур-
сивного анализа текстов ориентированы на обработку ан-
глийского или некоторых других языков. Для русского 
языка семантические (предикатно-аргументные или ро-
левые) и дискурсивные анализаторы не сильно развиты. 
Количество русскоязычных размеченных корпусов тек-
стов для семантического и дискурсивного анализа сильно 
ограничено. Большинство исследований в области психо-
лингвистического анализа текстов также ориентированы 
на английский язык.

Взаимосвязь верхнеуровневой структуры текста 
(синтаксис, семантика, дискурс) с психологическими осо-
бенностями авторов изучена недостаточно глубоко. Для 
автоматического выявления психологического неблагопо-
лучия по тексту используются лексические и морфологи-
ческие признаки (LIWC, группы слов, n-граммы и др.), 
при этом верхнеуровневая структура текста практически 
не учитывается.

Большинство результатов в области применения 
разноуровневой обработки естественного языка к интел-
лектуальному анализу текстов являются эксперименталь-
ными, лишь немногие из них внедряются в промышлен-
ные системы информационного поиска или текстовой 
аналитики.
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ГЛАВА 2

СЕМАНТИЧЕСКИЙ АНАЛИЗ ТЕКСТОВ

Эта глава посвящена методам семантического ана-
лиза текстов на русском языке. Под семантическим ана-
лизом далее понимается извлечение из текста семантиче-
ской структуры высказываний на естественном языке. В 
нашей работе используется предикатно-аргументная мо-
дель семантики высказываний, как наиболее эффективная 
и подходящая для решения многих задач интеллектуаль-
ного поиска и анализа текстов. Предикатно-аргументная 
семантика представляет высказывание как действие\яв-
ление\событие, выражаемое предикатом (глаголом или 
отглагольным существительным), и множество участни-
ков действий\явлений\событий, выражаемых синтак-
сическими аргументами предикатов, при этом каждый 
участник играет свою определенную роль, выражаемую 
семантической ролью аргумента. 

В главе описан метод реляционно-ситуационного 
анализа текстов, являющийся расширением предикат-
но-аргументного анализа на русский язык, рассмотрены 
теоретические основы метода, введена формальная модель 
семантической структуры текста, разработаны методы по-
строения реляционно-ситуационной структуры по тексту. 
Представлены методы установления семантических ролей 
в текстах на русском языке, рассмотрено решение пробле-
мы неизвестных предикатов.
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2.1 �Теоретические основы реляционно-
ситуационного анализа текстов

Как было показано в Главе 1, методы установления 
семантических ролей основаны преимущественно на ма-
шинном обучении по размеченным корпусам текстов и 
ориентированы на обработку английского и некоторых 
других языков. Русский язык имеет отличный от англий-
ского и европейских языков строй, поэтому для извле-
чения предикатно-аргументных структур в русском язы-
ке было решено опереться на теорию Коммуникативной 
грамматики русского языка, разработанной Золотовой 
Г.А. в Институте русского языка им. Виноградова РАН. 

В теории коммуникативной грамматики русского 
языка опровергается традиционное противопоставление 
синтаксиса семантике, которое предполагает разделение 
знаний о законах формирования связной речи на два 
уровня: знания о форме (синтаксис) и знания о значении 
(семантика) [259]. Основополагающая идея коммуника-
тивной грамматики заключается в том, что синтаксис дол-
жен изучать именно осмысленную речь, а синтаксические 
правила должны учитывать категориальные значения 
слов, чтобы иметь возможность определять обобщенные 
значения любой синтаксической конструкции – от слова 
до словосочетания и простого предложения. Таким обра-
зом, решающую роль играет обобщенное значение, то есть 
категориально-семантический класс слова. Синтаксис 
имеет дело с осмысленными единицами, несущими свой 
не индивидуально-лексический, а обобщенный, категори-
альный смысл в конструкциях разной степени сложности. 
Такие минимальные синтактико-семантические единицы 
языка характеризуются взаимодействием морфологиче-
ских, семантических и функциональных признаков. Эти 
единицы получили название синтаксем.

Важно подчеркнуть, что семантическое значение, 
складывающееся в результате соединения категориаль-
ного значения и морфологической формы, реализуется 
в определенной синтаксической позиции. Рассмотрение 
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слова изолированно, в отрыве от контекста, не позволя-
ет установить синтаксическое значение, а, следовательно, 
осуществлять семантический анализ.

Итак, синтаксема выделяется с учетом категориаль-
ной семантики слова, морфологической формы и функ-
ции в предложении.  Несмотря на сложность описания, 
синтаксема является интуитивно понятной конструкци-
ей для любого носителя языка и используется им повсе-
местно для построения различного рода высказываний. 
Приведем примеры различных синтаксем, которые имеют 
одинаковую форму, но разные значения: (1) Мать дово-
дит ребенка до школы; (2) Грехи любезны доводят до без-
дны (Даль). В (1) до школы – пространственное существи-
тельное со значением директива (направления движения) 
в форме до + родительный. В (2) до бездны – признако-
вое существительное со значением логического следствия 
в форме до + родительный. При формальной похожести 
предложения (1) и (2) имеют разное значение.

Реляционно-ситуационный анализ [260] предпола-
гает выделение, прежде всего, глагольных синтаксем, по-
скольку глагол выполняет функцию предиката – одного 
из двух организующих предложение компонентов. По-
сле этого выделяется именные синтаксемы, занимающие 
различные позиции в предложении. После этого уста-
навливаются семантические связи между синтаксемами. 
При этом под семантической связью понимается устой-
чивое отношение понятий в данной понятийной системе 
предметной области [261]. Семантический анализ, таким 
образом, опирается на описание моделей глагольного 
управления.

В процессе адаптации коммуникативной граммати-
ки к задачам искусственного интеллекта, Осиповым Г.С. 
было выделено более 60 значений именных синтаксем 
[261]. Приведем некоторые значения с примерами (в при-
мерах подчеркнуты именные синтаксемы):

1. � Аблатив – исходная точка движения (выйти из 
комнаты). 
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2. � Агенс – производитель действия (закон подписан 
президентом)

3. � Адресат – лицо или реже предмет, к которому об-
ращено информативное или эмотивное действие 
(обратиться к президенту). 

4. � Дестинатив – назначение действия или предмета 
(поехать на лечение).

5. � Деструктив – объект деструктивного воздействия 
(взорвать дом). 

6. � Директив – направление движения, ориентиро-
ванного действия или положения предмета (от-
правиться в Германию).

7. � Инструментив – орудие действия (Что написано 
пером, того не вырубишь топором).

8. � Каузатив – причина действия или появления при-
знака, свойства (наградить за подвиг).

9. � Каузатор – воздействующий фактор (предмета 
или явления) (От ученья нравам лишь вред).

10. � Комитатив – сопровождающее действие, при-
знак, сопутствующий предмет, соучаствующее 
лицо (дискутировать с коллегами по фракции).

11. � Ликвидатив – объект воздействия, результатом 
которого является прекращение существования 
объекта (упразднить ограничения).

12. � Локатив – компонент со значением местонахож-
дения (войска сосредоточены в районе Багдада).

13. � Объект – компонент, подвергающийся действию 
(ввозить дешевые импортные товары).

14. � Субъект – компонент, которому приписывается 
предикативный признак (кандидат отказался 
от участия в выборах). 

15. � Темпоратив – компонент, выражающий времен-
ные характеристики (в прошлом году). 

Для понимания предложения недостаточно лишь 
знания значений синтаксем, важна и их сочетаемость друг 
с другом. Эта сочетаемость в реляционно-ситуационном 
анализе определяется набором бинарных отношений на 
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множестве синтаксем [261]. Приведем некоторые такие 
отношения с примерами (в примерах подчеркнуты свя-
занные синтаксемы): 

1. � ABL – аблативная связь, в которой один компо-
нент обозначает исходную точку движения, на-
правление второго компонента (Президент пошел 
с трибуны в зал.).

2. � ADR – адресатная связь, один компонент которой 
называет лицо или реже предмет, к которому об-
ращено информативное или эмотивное действие 
лица, названного другим компонентом (Пушкин 
посвятил стихотворение «Я помню чудное мгнове-
нье» А.П. Керн).

3. � CAUS – каузальная связь, один компонент кото-
рой обозначает причину проявления другого ком-
понента спустя какое-то время (Казнокрадство 
приводит к обнищанию населения).

4. � DES – дестинативная связь, один компонент кото-
рой обозначает назначение для другого компонен-
та (обратить доходы на повышение производства).

5. � DIR – директивная связь, в которой один компо-
нент обозначает путь, направление второго ком-
понента (В.В. Путин поехал в США).

6. � DST – деструктивная связь, один компонент ко-
торой приводит к разрушению, нарушает целост-
ность, прежнее состояние другого компонента 
(Американская авиация разбомбила Багдад).

7. � INS – инструментальная связь, один компонент 
которой обозначает орудие действия, обозначае-
мого другим компонентом (Вася забил гвоздь мо-
лотком).

8. � LOC – локативная связь, один компонент которой 
называет местонахождение другого компонента 
(В Париже с успехом прошли гастроли Большого 
театра).

9. � LIQ – ликвидативная связь, один компонент ко-
торой ликвидирует, запрещает, отменяет второй 
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компонент (Парламент денонсировал подписанный 
2 года назад договор).

10. � TMP – темпоральная связь, в которой один ком-
понент выражает временную локализацию при-
знака, названного другим компонентом (Утром 
был туман).

Таким образом, реляционно-ситуационный анализ 
основан на следующем утверждении: семантика предло-
жения определяется множеством входящих в него синтак-
сем и набором связей на них.

2.2 Моделирование уровней языка
На основе изложенных выше теоретических посы-

лок введем формальную модель многоуровневой струк-
туры текста, описывающей графематический, морфологи-
ческий, синтаксический и семантический уровни. Будем 
исходить из предположения, что с точки зрения лингви-
стики текст состоит из абзацев, абзацы состоят из про-
стых и сложных предложений, предложения состоят из 
простых высказываний, называемых клаузами. В сложном 
предложении между клаузами возникают синтаксиче-
ские отношения. Клауза имеет синтаксическую структуру 
в виде дерева зависимостей между словами. В клаузах 
может быть выделена реляционно-ситуационная (преди-
катно-аргументная) структура, включающая предикаты – 
глаголы и отглагольные существительные, и аргументы 
– синтаксические связанные именные группы (синтаксе-
мы). Между предикатами и аргументами устанавливают-
ся семантические связи, соответствующие семантическим 
ролям (значениям синтаксем), между некоторыми аргу-
ментами в такой структуре могут устанавливаться семан-
тические отношения. Слова имеют морфологические ха-
рактеристики.

2.2.1 Графематическая модель
На графематическом уровне текст представляет со-

бой иерархическую структуру, в которой элементы раз-
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личных уровней упорядочены (см. рисунок 2.1). Всего 
выделяется три типа элементов: слова (слововхождения), 
клаузы и предложения.

Слово 1 Слово 2 Слово 3 Слово 4

Клауза 1

Слово 5

Клауза 2 Клауза 3

Предложение 2Предложение 1

Текст

Рисунок 2.1. Графематическая структура текста

В самом низу иерархии находятся слова. Под сло-
вом w понимается непустая последовательность симво-
лов из алфавита V некоторого языка L (w ∈ L ⊆ V*, где 
V = {а, б, в, …, a, b, c, …}). Слово может состоять из одного 
или нескольких символов, включая знаки препинания и 
специальные символы. Любой символ в тексте является 
частью некоторого слова. Для самых простых задач ав-
томатической обработки текст можно рассматривать как 
упорядоченный набор слов, однако, зачастую требуется 
построение более сложной структуры. Здесь и далее под 
упорядоченным набором или последовательностью ка-
ких-либо элементов будем подразумевать упорядоченное 
множество этих элементов.

На более высоком уровне находятся клаузы C
gr
, которые 

представляют собой упорядоченные, непустые наборы слов 
C

gr
 = (w

1
, w

2
, w

3
, … w

n
), причем отношение порядка задается 

следующим образом: w
1
 < w

2
, если w

1
 встречается по тексту 

раньше чем w
2
. Клаузам в естественном языке соответствуют 

простые предложения, причастные, деепричастные обороты, 
а также ряд других выражений. Клаузы обладают свойством 
проективности, т.е. могут располагаться целиком внутри дру-
гих клауз, но не могут частично пересекаться (С

gr1
 ∩ C

gr2
 ≠ 
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∅ → C
gr1

 ⊂ C
gr2

 ∨ C
gr2

 ⊂ C
gr1

). При этом вложенные клаузы не 
являются частью внешней клаузы и иерархически подчинены 
предложению (пример графематической структуры предло-
жения «Ученые, которые присутствовали на совете, заслуша-
ли доклад» представлен на рисунке 2.2).

Ученые , которые присутствовали на совете , заслушали доклад .

Клауза 1 Клауза 2

Предложение

Рисунок 2.2. Пример графематической структуры предложения

На верхнем уровне находятся предложения S
gr
, кото-

рые в свою очередь состоят из упорядоченных непустых 
наборов клауз S

gr
 = (С

gr1
, С

gr2
, С

gr3
, …, С

grm
). Упорядочен-

ность клауз используется при анализе сложных предло-
жений, а отношение порядка между клаузами задается 
следующим образом: C

gr1
 < C

gr2
, если (w1 = minC

gr1
w, w2 

= minC
gr2

w) & w1 < w2.
В самом простом случае предложение может состо-

ять из одной клаузы. Сложные предложения, а также 
предложения с причастными, деепричастными оборотами 
и некоторыми другими выражениями состоят из несколь-
ких клауз. Предложения не могут включать в себя другие 
предложения и не могут пересекаться с другими предло-
жениями, т.е. S

gr1
 ≠ S

gr2
 → S

gr1
 ∩ S

gr2
 = ∅.

В итоге графематическая модель текста T
gr
 пред-

ставляет собой упорядоченный набор предложений, 
где S

gr1
  <  S

gr2
, если (C

gr1
  =  min

Sgr1
C

gr
,  C

gr2
  =  min

Sgr2
C

gr
)  

& C
gr1

 < C
gr2

. Формально она записывается следующим 
образом:

, (2.1)
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, (2.2)

, (2.3)

     (2.4)

Описанная выше трехуровневая структура, с одной 
стороны, достаточно близко и адекватно описывает есте-
ственную структуру текста, а, с другой стороны, удобна 
для представления в компьютерных программах автома-
тической обработки текстов.

2.2.2 Морфологическая модель
Развитием графематической модели является морфо-

логическая модель. Ее отличие заключается в том, что по-
мимо структуры текста и отношений между структурными 
элементами «что из чего состоит», в ней описываются мор-
фологические характеристики слов. В морфологической 
модели слово w детализируется следующим образом:

.             (2.5)

Здесь:
– � N – нормальная форма слова (лемма);
– � M – морфологические признаки;
– � P – положение слова в тексте (позиция слова в 

тексте и его длина);
– � C

sc
 – категориально-семантический класс слова.

Морфологические признаки M для разных языков 
отличаются, для английского – часть речи, время, число 
и др., для русского набор дополняется падежом, родом, 
лицом. Признаки, которые включают в M, также зависят 
от решаемой задачи, например, для некоторых задач тре-
буется включать в M одушевленность. Морфологические 
признаки будем представлять как множество морфологи-
ческих категорий и их значений, выражаемых строками 
вида «катетегория:значение». Например: «часть_речи:гла-
гол», «время:прошедшее», «лицо:1» и т.п.
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P – это компонент, который позволяет найти исход-
ную форму слова в тексте или сравнить месторасположе-
ние различных слов, он может быть, например, представ-
лен в виде пары <позиция в тексте, длина слова>.

Категориально-семантический класс слова опреде-
ляет синтаксические возможности слова и способы его 
функционирования С

sc
 = {личное, предметное, признако-

вое, пространственное, темпоративное, параметр_измере-
ния, единица_измерения}.

В итоге морфологическая модель текста T
M
 представ-

ляется с помощью формального описания (2.1) – (2.4), и 
уточнением модели слова (2.5).

2.2.3 Синтаксическая модель
На следующем уровне описания структуры текста 

находится синтаксическая модель. Эта модель описывает 
синтаксические отношения между структурными элемен-
тами текста и представляет собой дерево зависимостей. В 
синтаксической модели текста отдельно рассматриваются 
отношения между словами в клаузе и между клаузами 
предложения (см. рисунки 2.3, 2.4).

Клауза (root)

ИГ

Кислород поступает в

легких

из

ткани

ГГ ПГ ПГ

кровь

через

ПГ

Рисунок 2.3. Синтаксическая модель клаузы
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Предложение 
(root)

Ученые , заслушали доклад .

Клауза 1

, которые присутствовали на совете

Клауза 2

Рисунок 2.4. Синтаксическая модель предложения, состоящего из 
двух клауз

Дерево синтаксических зависимостей слов в клаузе 
С

synt
 формально запишем следующим образом:
                                        ,

. (2.6)

Здесь:
– � С

gr
 – графематическая модель клаузы;

– � R
syntW

 – множество всех отношений между слова-
ми;

– � Type
synt

 – множество всех типов синтаксических 
связей;

– � t
synt

 – тип связи;
– � root – служебная вершина, с которой связаны все 

поддеревья;
– � w – слова, представление которых уточнено в 

морфологической модели.
Отношения между словами соответствуют синтак-

сическим связям, которые расставляются в соответствии 
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с грамматикой языка и морфологическими признаками 
слов построенной морфологической модели. 

Отдельно стоит рассмотреть случай однородных чле-
нов. В традиционном представлении все однородные чле-
ны должны быть подчинены одному слову-родителю, но 
рассматриваемая модель отступает от этого принципа. В 
C

synt
 только один из однородных членов должен быть свя-

зан со словом-родителем синтаксической связью. Каждый 
последующий однородный член присоединяется как дочка 
к предыдущему специальной связью HOMOGEN (пример 
для предложения «Архитекторы, инженеры и строители 
трудились над проектом» представлен на рисунке 2.5).

Предложение 
(root)

Архитекторы

инженеры

строители

,

и

над

проектом

CONJ HOMOGEN

HOMOGENCONJ

трудились

Рисунок 2.5. Пример расстановки связей между однородными 
членами

Отдельно в модели рассматриваются связи между 
клаузами предложения. Формально дерево зависимостей 
между клаузами S

synt
 запишем следующим образом:



Глава 2

80

  (2.7)

Для связей между клаузами указывается также связь 
между словами из этих клауз. Однако связь между клау-
зами может присутствовать, даже если отсутствует связь 
между словами из этих клауз. Чтобы учесть этот случай 
добавляется служебное слово Null. Если в связи присут-
ствует слово Null <(C

gr1
, C

gr2
), (Null, Null)>, это означает, 

что, хотя существует связь между клаузами C
gr1

 и C
gr2

, нет 
слова из C

gr1
, связанного со словом из C

gr2
.

В итоге синтаксическая модель текста T
synt

 представ-
ляет собой упорядоченный набор S

synt
. Формально запи-

шем это следующим образом:

 (2.8)

2.2.4 Семантическая модель
Семантическая модель предназначена для описания 

семантической структуры текста. Клаузы в этой модели 
представляются в виде неоднородной семантической сети 
[261, 262], в узлах которой находятся глагольные и имен-
ные синтаксемы, в качестве ребер выступают семантиче-
ские отношения между синтаксемами. Пример семантиче-
ской сети для клаузы «Кислород через кровь поступает в 
ткани из легких» представлен на рисунке 2.6.

Синтаксемы s могут состоять из одного или несколь-
ких слов (s = <(w

1
, w

2
, … w

q
), r>), при этом они не пересе-

каются по словам. Каждой синтаксеме приписано значе-
ние r из множества значений Type

val
. Синтаксемы обычно 

представляются в синтаксическом дереве как поддеревья, 
которые несут некоторое общее семантическое значение.

Центральное место в семантической структуре клаузы 
занимает глагольная синтаксема, называемая предикатом. 
Предикат, как правило, выражается предикатным словом: 
глаголом, причастием или деепричастием, возможно также 
отглагольным прилагательным или существительным (де-
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вербативом). Однако предикаты нередко представляют собой 
сложные конструкции, состоящие из нескольких слов, в том 
числе и предикатных слов (полипредикативные конструк-
ции). Предикат является ядром семантической структуры, 
отображающим внеязыковую ситуацию, он определяет, какие 
значения, должны принимать другие синтаксемы, находящи-
еся «рядом» (или состоящие в синтаксических связях) с ним 
в одной клаузе. Кроме значений синтаксем для понимания 
предложения важна также их сочетаемость друг с другом. Эта 
сочетаемость определяется семейством бинарных отношений 
на множестве синтаксем – семантическими связями.

Формально семантическая модель клаузы C
sem

 пред-
ставляется следующим образом:

 (2.9)

Здесь:
– � R

sem
 – множество отношений семантической сети: 

семантических связей и связей между предикатом 

субъект

Кислород

поступает

из легких

в ткани

директив

аблатив

через кровь

медиатив

DIR

ABL

MED

TRA

Синтаксема 1

Синтаксема 2

Синтаксема 3

Синтаксема 4

Синтаксема 5
(предикат)

Рисунок 2.6. Семантическая модель клаузы
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и синтаксемами, которые определяют, значения 
зависимых синтаксем;

– � Type
sem

 – множество возможных типов семантиче-
ских связей (Type

sem
 = {INS, TRA, TRS, DES, TAR  

…});
– � Type

val
 – множество возможных значений синтак-

сем (Type
val

 = {предикат, объект, субъект, аблатив, 
агенс, адресат, локатив, дестинатив, …}, всего зна-
чений синтаксем более сорока).

В итоге семантические модели предложения и текста 
формально представляются следующим образом:

, (2.10)

 (2.11)

Таким образом, задачей семантического анализа тек-
ста является построение семантической структуры (2.11) 
для анализируемого текста, заданного цепочкой символов 
z из алфавита V некоторого языка L (z ∈  L ⊆  V*, где 
V = {а, б, в, …, a, b, c, …}).

2.3 �Метод реляционно-ситуационного анализа 
текстов

Реляционно-ситуационный анализ текста имеет сво-
ей целью извлечение из предложений текста предикатов 
и связанных с ними именных синтаксем, установление 
значений синтаксем и отношений между ними. Именная 
синтаксема представляется в тексте именной или пред-
ложной группой – словосочетанием с существительным 
или предлогом в качестве управляющего слова. Именная 
синтаксема характеризуется морфологической формой 
– предлогом, падежом, и категориально-семантическим 
классом существительного, от которого она образована.

Реляционно-ситуационный анализ текстов основан 
на специальном словаре, описывающим наиболее частые 
сочетания определенного предиката с возможными син-
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таксемами при нем. Такой словарь создается для глаголов 
и отглагольных существительных, наиболее часто встре-
чаемых в текстах заданной тематики. Описание словаря 
приводится в следующем разделе.

Принципиальная схема реляционно-ситуационного 
анализа текстов состоит из нескольких шагов: 

ШАГ 1. Предварительный анализ. На первом шаге 
в тексте выделяются границы предложений и, возможно, 
более крупные элементы текста (абзацы). Выполняется 
выделение словоупотреблений и других единиц текста.

ШАГ 2. Морфологический анализ. На этапе мор-
фологического анализа для каждого словоупотребле-
ния определяется нормальная форма (лемма) и грамма-
тические значения (граммемы: часть речи, род, число, 
падеж и т.д.). В случае омонимии выполняется снятие 
многозначности, т.е. выбор для словоупотребления един-
ственного варианта разбора. В результате морфологиче-
ского анализа формируется множество предложений, ка-
ждое из которых содержит упорядоченный список слов 
с их граммемами.

ШАГ 3. Синтаксический анализ. Основной задачей 
синтаксического анализа является выделение клауз, уста-
новление синтаксических зависимостей между словоупо-
треблениями и выделение именных синтаксем в каждой 
клаузе. Вход синтаксического анализа представляет собой 
предложение, получаемое на выходе морфологического 
анализа. Выход – предложение в виде списка деревьев 
синтаксического подчинения с выделенными именными 
синтаксемами.

ШАГ 4. Определение предикатных слов, установле-
ние значений синтаксем и семантических отношений меж-
ду ними, построение семантической сети высказывания. 

ШАГ 4.1. Определение предикатного слова. Принципы 
выделения предикатных слов заключаются в следующем:

– � поиск глаголов, девербативов и предикативных 
наречий выполняется по данным морфологии и 
словаря предикатных слов;
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– � сочетания [неполнознаменательный глагол в лич-
ной форме / предикативное наречие + инфини-
тив] рассматриваются в комплексе как одно пре-
дикатное слово; 

– � если в одном фрагменте встретились несколько 
предикатных слов (например, глагол + инфини-
тив, глагол + девербатив), то синтаксемы для них 
ищутся в ограниченных контекстах.

ШАГ 4.2. Установление значений синтаксем и отно-
шений на них. После того, как выделены предикатное сло-
во и синтаксемы, связанные с ним, определяются значения 
синтаксем с использованием указанного словаря. В статье 
словаря для каждого предикатного слова ищутся вхожде-
ния морфологических признаков (предлог, падеж, катего-
риально-семантический класс) связанных с ним синтаксем. 
Если морфологические признаки синтаксемы найдены в 
статье, то ей приписывается соответствующее значение. 
После того, как установлены значения синтаксем при пре-
дикатном слове, определяются отношения между ними: в 
той же статье словаря ищутся пары значений синтаксем, 
образующие элемент семантического отношения.

2.3.1 Словарь предикатных слов
Словарь предикатных слов (СПС) хранит информа-

цию о синтаксической сочетаемости предикатных слов с 
синтаксемами (с указанием их значений, семантических 
ролей) и бинарных связях на множестве синтаксем для 
каждого предиката. В одной статье СПС описывается ин-
формация для группы синонимичных предикатов, напри-
мер, статья «идти» представлена группой «идти, ползти, 
ползать, бежать, шагать, пойти, побежать». Одно преди-
катное слово может входить в несколько статей СПС, т.к. 
оно может иметь несколько значений и, соответственно, 
моделей предложно-падежного управления.

Словарь предикатных слов задает отображение V 
предикатов и возможных синтаксем при них на множе-
ство значений синтаксем (семантических ролей):
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V: <PRD, PREP, CASE, Csc > → Type
val 

.   (2.12)

Здесь:
– � C

sc
 – категориально-семантический класс слова, 

см. (2.5);
– � PRD –  множество предикатов;
– � PREP –  множество предлогов русского языка;
– � CASE –  множество падежей русского языка;
– � Type

val
 – множество возможных значений синтак-

сем, см. (2.9).
Кроме этого, словарь предикатных слов для каждого 

предиката задает отображение R множества пар значений 
синтаксем (семантических ролей) на множество семанти-
ческих отношений:

R:  Type
val

 × Type
val

 → Type
sem 

.         (2.13)

Здесь:
– � Type

val
 – множество возможных значений синтак-

сем, см. (2.9);
– � Type

sem
 – множество семантических отношений, 

см. (2.9).
Словарь предикатных слов создается вручную экспер-

том-лингвистом путем просмотра контекстов употребления 
предикатных слов в заданном корпусе текстов. Пример раз-
дела словарной статьи, описывающего набор значений син-
таксем предикатного слова «идти», приведен в таблице 2.1. 

Знания о возможных семантических отношениях 
между синтаксемами также хранятся в словарной статье 
предикатного слова в виде таблицы. Примеры семантиче-
ских отношений для предикатного слова «идти» приведе-
ны в таблице 2.2.

СПС базовой версии содержит описание предикатов 
из корпуса статей газеты «Известия» конца XX века. За 
10 с лишним лет работы получено описание 3,5 тысяч 
предикатных слов (глаголов и девербативов), что покры-
вает более 90% словоупотреблений предикатов в указан-
ном корпусе.
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Таблица 2.1
Раздел словарной статьи СПС, описывающий набор значений 

синтаксем предикатного слова «идти»

Значение Категориально-
семантический класс Предлог Падеж

Субъект Личное Именительный

Аблатив Пространственное

из Родительный
из-за Родительный

из-под Родительный
с Родительный
от Родительный

Директив Пространственное

к Дательный
в Винительный

на Винительный
под Винительный
за Винительный

Транзитив Пространственное

Творительный
по Дательный

через Винительный
сквозь Винительный
вдоль Родительный

Таблица 2.2
Раздел словарной статьи СПС, описывающий набор семантических 
отношений между синтаксемами для предикатного слова «идти»

Значение 
синтаксемы 1

Значение 
синтаксемы 2

Тип семантической 
связи

Субъект Аблатив ABL
Субъект Директив DIR
Субъект Транзитив TRA
Субъект Объектив TAR
Аблатив Директив TRA
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2.3.2 � Определение категориально-семантического 
класса синтаксемы

При установлении значений синтаксем большую 
роль играет категориально-семантический класс суще-
ствительного, от которого образована именная синтаксе-
ма. При реляционно-ситуационном анализе учитываются 
следующие категориальные классы существительных:

– � личное;
– � предметное;
– � признаковое;
– � темпоративное;
– � пространственное;
– � параметр измерения;
– � единица измерения;
– � существительное оценки количества.
Опишем принципы определения категориального 

класса синтаксемы. При автоматическом анализе по умол-
чанию все существительные относятся к категориальному 
классу «предметное». Принадлежность к другим катего-
риальным классам определяется следующим образом:

Шаг 1: Если на этапе морфологического анализа су-
ществительному присвоена помета «одушевленное», или 
оно определено как местоимение 1-го или 2-го лица, и не 
является анафорой, то такое существительное относится 
к категориальному классу «личное». Примеры личных су-
ществительных: мальчик, дочь, врач, профессор. 

Шаг 2: Если на этапе морфологического анализа су-
ществительному присвоена помета «географическое», то та-
кое существительное относится к категориальному классу 
«пространственное». Как правило, морфологический анализ 
присваивает пометы «географическое» названиям стран, 
городов, континентов. В дополнение к этому, необходимо 
определять локативный признак и в других существитель-
ных, которые задаются списком, и ищутся в списке по сло-
варным формам, например: государство, страна, регион, 
район, округ, область, столица, город, деревня, село, поселок, 
улица, переулок, проспект, площадь, дом, двор, строение, зда-
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ние, гостиница, жилище, отель, корпус, нора, логово, логови-
ще, квартира, комната, помещение, кабинет, офис, павильон, 
зал, аудитория, аэропорт, вокзал, автовокзал, порт, причал, 
гараж, ангар, автостоянка, лес, чаща, роща, поле, луг, овраг, 
гора, холм, сопка, берег, побережье, океан, море, озеро и т.д. 

Шаг 3: «Темпоративные» существительные опре-
деляются исключительно по словарю – в списке произ-
водится поиск таких темпоративных существительных, 
как секунда, минута, час, полчаса, полдень, полночь, день, 
утро, вечер, ночь, сутки, неделя, месяц, декада, полугодие, 
год, век, столетие, январь, февраль, март, апрель, май, 
июнь, июль, август, сентябрь, октябрь, ноябрь, декабрь, 
зима, весна, лето, осень, время, период, момент, мгновение, 
миг, пора, срок, перерыв, промежуток, тур, этап, юбилей, 
годовщина, понедельник, вторник, среда, четверг, пятница, 
суббота, воскресенье, рассвет, закат

Шаг 4: Существительные оценки количества также 
определяются исключительно по словарю – в списке про-
изводится поиск таких количественных существительных, 
как десяток, дюжина, биллион, максимум, миллиард, мил-
лион, минимум, множество, сотня, тысяча, уйма. 

Шаг 5: Существительные класса «единица измере-
ния» тоже задаются списком: акр, ампер, аршин, баррель, 
байт, бакс, бит, бушель, ватт, верста, вершок, гектар, 
год, гран, гросс, десятина, дин, доллар, дюжина, евро, ка-
рат, квант, кварта, киловатт, килограмм, куб, кубометр, 
мегабайт, миллиграмм, миллилитр, минута, процент, раз, 
рубль, секунда, сотка, тонна, центнер, час, ярд, метр, по-
луметр, километр, градус.

Шаг 6: Существительные класса «параметр изме-
рения» задаются списком: амплитуда, вес, вместимость, 
возраст, высота, глубина, габариты, диаметр, диапазон, 
длина, длительность, долгота, доля, ёмкость, километраж, 
количество, кубатура, масса, объем, площадь, полнота, 
продолжительность, протяженность, размер, расстояние, 
рост, скорость, срок, стоимость, сумма, теплоёмкость, 
температура, толщина.
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Шаг 7: Признаковые существительные определяют-
ся по финальным частям слов, характерных для этого ка-
тегориального класса: аж – антураж, яж– макияж, ба –  
голытьба, еж – падеж, ежка – пробежка, ие – волнение, 
ье – старье, изна – белизна, изм – шовинизм, ота – про-
стота, ство – хвастовство, сть – малость.

Шаг 8: Если после проведения шагов 1 – 7 суще-
ствительное не определено как принадлежащее к одному 
из указанных классов, то ему присваивается категориаль-
ный класс «предметное».

2.3.3 � Анализ клаузы, содержащей предикатное слово
Процесс установления значений синтаксем и се-

мантических отношений между ними (ШАГ 4 схемы) 
зависит от наличия в анализируемой клаузе предикат-
ного слова. Рассмотрим подробнее алгоритмы решения 
этой задачи.

Анализ клаузы, содержащей предикатное слово, со-
стоит в поиске для предикатного слова клаузы вхожде-
ния морфологических признаков (предлог, падеж, катего-
риально-семантический класс, позиция) связанных с ним 
синтаксем клаузы в словарной статье для соответствую-
щего предикатного слова. Если морфологические призна-
ки синтаксемы найдены в статье, то синтаксеме припи-
сывается соответствующее значение. После этого между 
означенными синтаксемами устанавливаются семантиче-
ские отношения на основе информации из словарной ста-
тьи предикатного слова.

Алгоритм семантического анализа клаузы, содержа-
щей предикатное слово, состоит из следующих шагов.

Вход: синтаксическая структура клаузы, предикат-
ное слово клаузы.

Выход: семантическая сеть клаузы.
ШАГ 1. Получить из словаря предикатных слов все 

словарные статьи для предикатного слова клаузы.
ШАГ 2. Для каждой полученной словарной статьи 

выполнить следующие шаги:
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ШАГ 2.1. Для каждого раздела статьи СПС, соответ-
ствующего значению синтаксемы, выполнить следующие 
шаги:

ШАГ 2.1.1. Отыскать в клаузе все связанные с преди-
катным словом синтаксемы, которые удовлетворяют разде-
лам статьи СПС (совпадают по падежу, предлогу, категори-
ально-семантическому классу), перейти к следующему шагу.

ШАГ 2.1.2. Назначить найденным синтаксемам зна-
чения в соответствии с разделами статьи СПС, перейти к 
шагу 2.1.

ШАГ 3. Найти лучшую словарную статью, набор 
значений которой наиболее полно покрывается означен-
ными синтаксемами клаузы, перейти к следующему шагу.

ШАГ 4. Отфильтровать значения синтаксем: оста-
вить только те значения, которые соответствуют лучшей 
словарной статье, перейти к следующему шагу.

ШАГ 5. Установить семантические отношения меж-
ду означенными синтаксемами в соответствии с выбран-
ной лучшей словарной статьей предикатного слова, пере-
йти к следующему шагу.

ШАГ 6. Вывести результат: семантическую сеть клаузы.
Схема алгоритма семантического анализа клаузы, со-

держащей предикатное слово, представлена на рисунке 2.7.
Примеры результатов анализа клаузы, содержащей 

предикатное слово, с отображением синтаксических свя-
зей приведены на рисунке 2.8.

2.3.4 �Анализ клаузы, в которой отсутствует  
предикатное слово

Проблема анализа клаузы, содержащей предикатное 
слово, состоит в том, что словарь предикатных слов не мо-
жет охватить все глаголы и отглагольные существитель-
ные, т.к. пополнение СПС является весьма трудоёмкой 
задачей, требующих больших усилий лингвистов. Другая 
проблема состоит в том, что в клаузе и вовсе может от-
сутствовать предикатное слово (проблема безглагольных 
предложений). В таких случаях для установления значе-
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ния синтаксемы необходимо учитывать ее контекст. Воз-
никает предположение, что значение синтаксемы в клаузе 
зависит не только от собственных морфологических ха-
рактеристик, но и от характеристик соседних элементов 
предложения (не глаголов), например, других синтаксем. 
Таким образом, возникает задача обнаружения законо-

Вход

Выход

Получить из словаря все 
словарные статьи 

предикатного слова

Цикл 2, по всем разделам 
словарной статьи

Цикл 1

Найти в клаузе 
синтаксемы, которые 

удовлетворяют 
разделу статьи

Назначить найденным 
синтаксемам значения в 

соответствии с разделами

Оставить у синтаксем 
только те значения, 

которые соответствуют 
лучшей словарной статье

Найти лучшую словарную 
статью, которая наиболее 

полно удовлетворяет 
синтаксемам клаузы  

Цикл 1, по всем словарным 
статьям предикатного слова

Цикл 2

Установить 
семантические связи 
между означенными 

синтаксемами

Вывести 
построенную 

семантическую сеть 

Синтаксическая 
структура клаузы, 
предикатное слово 

клаузы

Словарные статьи 
предикатного слова

Словарная статья

Роль

Синтаксемы, которые 
удовлетворяют роли

Означенные 
синтаксемы

Набор 
означенных 
синтаксем

Лучшая 
словарная статья

Означенные 
синтаксемы

Семантическая сеть

Рисунок 2.7. Схема алгоритма анализа клаузы, содержащей 
предикатное слово
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мерности сочетаемости синтаксем с разными значениями, 
которую можно записать в виде правила, в посылке кото-
рого находятся характеристики самой синтаксемы, окру-
жающих её синтаксем и других элементов предложения, а 
в заключении правила находится значение, которое необ-
ходимо приписать целевой, рассматриваемой синтаксеме.

Для автоматизированного построения правил уста-
новления значений синтаксем в безглагольных предло-
жениях в настоящей работе использовался размеченный 
корпус текстов и ДСМ метод автоматического порожде-
ния гипотез [263, 264]. ДСМ-метод порождения гипотез, 
предложенный В.К. Финном, применяется для выявления 
скрытых причинно-следственных закономерностей в неко-
торой предметной области. Его задачей является обнаруже-
ние причин возникновения некоторого явления, или нали-
чия свойств у объектов из некоторого множества. Решение 
этой задачи основывается на фактах или обучающем мно-
жестве объектов. Найденные причины используются для 
прогнозирования наблюдения явлений в дальнейшем.

Индуктивный вывод в ДСМ-методе основывается 
на принципе единственного сходства, сформулированном 
Д.С. Миллем:

Рисунок 2.8. Примеры результатов реляционно-ситуационного 
анализа высказываний (клауз) на русском языке
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Если какое-то обстоятельство постоянно предше-
ствует наступлению исследуемого явления, в то время как 
иные обстоятельства изменяются, то это обстоятель-
ство есть, вероятно, причина данного явления.

Для решения проблемы анализа безглагольных пред-
ложений использованы результаты, полученные в работах 
[265–267], а именно:

– � модификация ДСМ-метода порождения гипотез, 
расширяющая его применимость, в частности, по-
зволяющая оперировать объектами с признаками 
произвольной природы, составными признаками, 
и объектами в контекстах. Предложенная модифи-
кация позволяет оперировать сложными лингви-
стическими объектами «синтаксема» или «синтак-
сема в контексте» без нарушения их внутренней 
логической структуры;

– � метод порождения правил установления значений 
синтаксем с учетом их контекста. С помощью раз-
работанного метода порождено более тысячи пра-
вил установления значений синтаксем. Материалом 
для построения контекстных правил установления 
значений синтаксем послужила электронная версия 
синтаксического словаря Г.А. Золотовой. Проверка 
предсказательной силы полученных правил пока-
зала, что точность предсказания на новых данных 
составила 0,83 при полноте 0,58; 

– � метод установления значений синтаксем и метод 
снятия семантической многозначности синтаксем 
на основе правил установления значений синтак-
сем. Показано, что указанные методы повышают 
точность семантического анализа текстов на 16%.

Алгоритм анализа клаузы, в которой отсутствует 
предикатное слово, основан на указанных методах и со-
стоит из следующих шагов.

Вход: синтаксическая структура клаузы.
Выход: набор синтаксем клаузы с установленными 

значениями.
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ШАГ 1. Для каждой синтаксемы в клаузе выпол-
нить следующие шаги:

ШАГ 1.1. Для каждого правила установления значе-
ния синтаксемы выполнить следующие шаги:

ШАГ 1.1.1. Проверить выполняется ли для данной 
синтаксемы посылка правила, если посылка выполняется 
перейти к следующему шагу, иначе перейти к шагу 1.1.

ШАГ 1.1.2. Назначить синтаксеме значение в соот-
ветствии с заключением правила, перейти к шагу 1.1.

ШАГ 2. Вывести результат: набор синтаксем с уста-
новленными значениями.

Схема алгоритма анализа клаузы, в которой отсут-
ствует предикатное слово, представлена на рисунке 2.9.

2.3.5 Анализ сложных предложений
В сложном предложении одна и та же синтаксема 

может выступать в нескольких значениях, которые зада-
ны простыми предложениями в составе сложного. Рас-
смотрим пример: «Дом, который построил Джек, я раз-
рушил». Это предложение состоит из двух клауз: «Дом, я 
разрушил» и «который построил Джек». После проведе-
ния семантического анализа в каждой клаузе, получим, 
что значения синтаксем установлены следующим обра-
зом: Дом [деструктив], который [объект] построил Джек 
[субъект], я [субъект] разрушил[предикат].

В приведенном примере синтаксеме «дом» следовало 
бы назначить еще одно значение «объект». Это значение 
в данном случае было приписано синтаксеме «который», 
что не является ошибкой, поскольку оно выступает в ка-
честве объекта для клаузы «который построил Джек», но 
слово «дом» не получило значение «объект».

Метод анализа сложных предложений заключается в 
разбиении сложных предложений на составные части и по-
следующем семантическом анализе каждой составляющей. 
Особенность анализа сложных предложений заключается 
в том, что синтаксемы одного из простых предложений, 
составляющих сложное, могут быть связаны с синтаксе-
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Вход

Выход

Цикл 1, по всем 
синтаксемам клаузы

Цикл 1

Назначить синтаксеме 
значение, в 

соответствии с 
заключением правила

Цикл 2, по всем 
правилам

Цикл 2

Посылка правила
 для синтаксемы 
выполняется ?

Вывести набор 
синтаксем с 

установленными 
значениями

Да

Нет

Синтаксическая 
структура клаузы

Синтаксема

Правило

Означенная 
синтаксема

Набор 
означенных 
синтаксем

Рисунок 2.9. Схема алгоритма анализа клаузы, в которой 
отсутствует предикатное слово
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мами другого простого предложения, составляющего это 
же сложное. Это относится как к сложносочиненным, так 
и к сложноподчиненным сложным предложениям. Метод 
анализа сложных предложений применяется в ситуации, 
когда предикатное слово находится в одной части сложно-
го предложения, а синтаксема в другой. Задачей анализа 
сложного предложения является установление семанти-
ческих значений у синтаксем, предикатное слово которых 
находится в другой части сложного предложения, и нахож-
дении семантических связей между синтаксемами, находя-
щимися в разных частях сложного предложения.

Разработанный метод анализа сложных предложе-
ний работает по следующим принципам:

1. � В процессе синтаксического анализа, при разби-
ении сложного предложения на простые, каждое 
полученное простое предложение получает указа-
тель на главное, управляющее предложение (этот 
указатель равен нулю у самого главного предло-
жения). Главное предложение хранит список ука-
зателей на придаточные предложения. Каждое 
простое предложение в составе сложного содер-
жит информацию обо всём сложном предложе-
нии, включая другие придаточные предложения. 
Далее выполняется семантический анализ каждо-
го простого предложения обычным способом.

2. � Если в простом предложении не найден предикат, 
то делается попытка найти его в управляющем, 
главном для данного предложения. Если преди-
кат там найден, то далее выполняется обычный 
анализ для синтаксем данного простого предло-
жения.

3. � Если в главном предложении найден предикат, то 
синтаксемы к нему ищутся как в главном, так и в 
придаточных предложениях.

4. � Следует учесть, что бывают предложения, где 
предикат может быть и в главном, и в прида-
точном предложении. Тогда для синтаксем глав-
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ного предложения устанавливаются значения с 
учетом двух предикатов, а для синтаксем прида-
точного предложения значения устанавливаются 
с учетом только предиката в самом придаточном 
предложении.

Таким образом, главная идея метода заключается в 
переброске значений из синтаксически подчиненных клауз 
в родительские (например, из придаточного предложения 
в главное). При использовании описанного выше метода 
для рассматриваемого предложения строится следующая 
семантическая структура: Дом [объект][деструктив], ко-
торый [объект] построил Джек [субъект], я [субъект] раз-
рушил. Здесь слово Дом получает уже два значения.

Причастные, деепричастные обороты обрабатывают-
ся по этой же схеме. Субъектом деепричастного оборо-
та становится субъект главного предложения. В качестве 
кандидатов на субъект / объект причастного оборота вы-
бираются ближайшие именные группы, вершины которых 
согласуются с причастием в роде, числе и падеже.

2.3.6 �Общий алгоритм реляционно-ситуационного 
анализа текста

Общий алгоритм реляционно-ситуационного анали-
за текста состоит из следующих шагов.

Вход: синтаксическая структура текста.
Выход: семантическая структура текста.
ШАГ 1. Для каждого предложения текста выпол-

нить следующие шаги:
ШАГ 1.1. Для каждой клаузы предложения выпол-

нить следующие шаги:
ШАГ 1.1.1. Попытаться найти предикатное слово в 

клаузе по словарю предикатных слов. Если удалось найти 
предикатное слово, то перейти к следующему шагу, иначе 
перейти к шагу 1.1.3.

ШАГ 1.1.2. Выполнить анализ клаузы с предикат-
ным словом. На этом шаге формируется семантическая 
сеть клаузы. Перейти к шагу 1.1.
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ШАГ 1.1.3. Выполнить анализ клаузы без предикат-
ного слова. На этом шаге формируется набор синтаксем 
клаузы с установленным значением. Перейти к шагу 1.1.

ШАГ 1.2. Перебросить значения синтаксем и семан-
тические связи между клаузами в одном сложном предло-
жении. В результате этого шага формируется семантиче-
ская сеть предложения. Перейти к шагу 1.

ШАГ 2. Вывести результат: семантическую структу-
ру текста.

Схема общего алгоритма реляционно-ситуационного 
анализа текста представлена на рисунке 2.10.

Экспериментальные исследования качества ключе-
вых разработанных методов описаны в следующем разделе.

2.4 Семантико-синтаксический анализ текстов
Современные исследования естественного языка 

подводят к идее о неразрывной связи синтаксиса и се-
мантики, в то же время в существующих лингвистиче-
ских анализаторах фазы синтаксического и семантическо-
го анализа как правило разделены. Рассмотрим решение 
задачи установления семантических ролей для текстов на 
русском языке на основе машинного обучения по разме-
ченным корпусам в рамках единого семантико-синтакси-
ческого анализатора.

2.4.1 � Принципы семантико-синтаксического  
анализа текстов

На взаимосвязь синтаксиса и семантики указывают 
как лингвистические теории языка, например, коммуни-
кативная грамматика [259], так и результаты эксперимен-
тальных исследований [268, 73], показывающие, напри-
мер, возможность выполнения семантического анализа 
главным образом на основе синтаксической информации.

Принцип семантико-синтаксического анализа тек-
стов на русском языке, описываемый в этой работе, со-
стоит в выполнении синтаксического и семантического 
анализа текстов на основе единого подхода, в одной про-
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Вход

Выход

Цикл 1, по всем 
предложениям текста

Цикл 1

Цикл 2, по всем клаузам 
предложения

Цикл 2
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семантическую 

структуру 
текста

Анализ клаузы с 
предикатным 

словом

Предикатное 
слово найдено?

Найти 
предикатное 

слово

Анализ клаузы без 
предикатного 

слова

Перебросить значения 
синтаксем и 

семантические связи 
между клаузами

Нет

Да

Синтаксическая 
структура текста

Синтаксическая 
структура предложения

Синтаксическая 
структура клаузы

Синтаксическая 
структура клаузы и 
предикатное слово

Синтаксическая 
структура клаузы

Семантическая 
сеть клаузы

Семантическая сеть 
предложения

Семантическая 
структура 

текста

Рисунок 2.10. Схема общего алгоритма реляционно-ситуационного 
анализа текста
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цедуре с использованием единой структуры данных, с 
помощью методов машинного обучения по размеченным 
корпусам [269]. Семантико-синтаксический анализ мож-
но рассматривать как углубленный синтаксический ана-
лиз с установлением типов синтаксических связей, при 
этом семантическая роль, устанавливаемая аргументам, 
рассматривается как разновидность типа синтаксической 
связи между аргументом и предикатом. 

Сегодня для синтаксического анализа текстов исполь-
зуются методы, основанные на «преобразованиях» (transi-
tion-based dependency parsing) с использованием машинно-
го обучения (см. раздел 1.1.3). Типичным представителем 
такого метода, используемого в данной работе, является 
MaltParser [41]. Данный метод просматривает слова пред-
ложения слева направо и для каждого слова и его контек-
ста предсказывает следующее возможное действие:

– � поместить/извлечь следующее слово в/из вну-
треннего стека;

– � установить правую/левую связь между словом в 
тексте/словом в стеке. 

Единицей анализа является предложение. Вводится 
так называемая конфигурация предложения, состоящего 
из слов W = w

1
 w

2
 w

3
… w

n
. Конфигурация включает:

– � буфер, содержащий слова из W;
– � стек, содержащий слова из W;
– � дерево синтаксического разбора.
Начальная конфигурация предполагает, что все слова 

предложения находятся в буфере, стек и дерево разбора 
пустые. Конечная конфигурация предполагает, что буфер 
пустой, а стек содержит единственное слово. Переход меж-
ду промежуточными конфигурациями выполняется путем 
одного из следующих «преобразований» (transitions):

– � shift – поместить следующее слово из буфера в 
стек;

– � left-arc – установить связь в дереве разбора между 
первым и вторым словом в стеке и убрать второе 
слово из стека;
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– � right-arc – установить связь в дереве разбора меж-
ду вторым и первым словом в стеке и убрать пер-
вое слово из стека.

Метод хорош тем, что его сложность линейна относи-
тельно количества слов, он строит проективное дерево раз-
бора, разбор выполняется за один проход по словам предло-
жения. Выбор преобразования на каждом шаге выполняется 
методами классификации, обученными на корпусах текстов 
с синтаксической и морфологической разметкой. В качестве 
признаков для классификации могут использоваться любые 
лингвистические признаки слов, морфологические, синтак-
сические (позиции слов относительно друг друга) и другие, 
а также векторные представления слов. В качестве класси-
фикатора используются как традиционные методы машин-
ного обучения, так и нейросетевые подходы.

Для выполнения семантико-синтаксического анали-
за целесообразно использовать возможность MaltParser 
назначать теги синтаксическим связям. Семантические 
значения устанавливаются синтаксемам, которые связа-
ны с предикатным словом, и синтаксическую связь плюс 
тег синтаксической связи можно интерпретировать как 
семантическое значение. Если теги синтаксических свя-
зей выбираются из набора семантических значений, то в 
результате работы анализатора будет одновременно по-
строено и синтаксическое дерево предложения, и его се-
мантическая структура.

2.4.2 Корпус с семантико-синтаксической разметкой
Для реализации семантико-синтаксического анализа, 

а также проверки качества работы методов установления 
семантических ролей создавался корпус русскоязычных 
текстов с разметкой семантических ролей. В корпус во-
шли несколько текстов из корпуса с синтаксической раз-
меткой СинТагРус [36]. Синтаксическая разметка допол-
нена семантической информацией.

В корпусе в качестве семантической информации 
размечены:
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– � предикатные слова, которые присутствуют в сло-
варе предикатных слов;

– � синтаксемы при размеченных предикатах с их се-
мантическими ролями;

– � категориально семантические классы размечен-
ных синтаксем;

– � связи между размеченными предикатными слова-
ми и синтаксемами, которым установлены семан-
тические роли.

Корпус содержит около 1 500 предложений (около 
27 000 словоупотреблений) и 3 300 синтаксем с семан-
тическими ролями, среди которых 61 уникальное значе-
ние. Некоторые предложения имеют довольно сложную 
семантико-синтаксическую структуру. На рисунке 2.11 
показан пример разметки одного предложения из создан-
ного корпуса.

Рисунок 2.11. Пример предложения из корпуса с семантико-
синтаксической разметкой

2.4.3 Синтаксический анализ
Для семантико-синтаксического анализа необходим 

быстрый и качественный синтаксический анализ русско-
язычных текстов. Эксперименты, в которых для синтак-
сического анализа текста на русском языке применялись 
методы машинного обучения, ранее уже проводились в 
работах [45, 43]. В них исследовался описанный выше 
MaltParser, который обучался на корпусе синтаксических 
деревьев зависимости СинТагРус. Проведенные в ука-
занных работах эксперименты показали, что этот подход 
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позволяет добиться весьма высокого качества синтаксиче-
ского анализа текстов на русском языке.

Рассмотрим решение задачи синтаксического анали-
за с применением СинТагРус в качестве обучающего и 
тестового корпуса. В СинТагРус тексты разбиты на пред-
ложения, а предложения на слова. Для слов указаны фор-
ма слова, лемма, часть речи и другие морфологические 
характеристики. Синтаксические связи между словами 
предложения имеют пометки (теги) и образуют связное 
синтаксическое дерево зависимости. Пунктуация в кор-
пусе является «висящей», т.е. знаки пункуации не соеди-
няются связями с другими словами. Используемая версия 
корпуса от 2012 года содержит 53  439 предложений и 
774 373 словоупотребений без учета пунктуации.

Корпус СинТагРус был автоматически размечен ка-
тегориально семантическими классами существительных 
(КСК) с помощью метода, описанного в разделе 2.3.2. 
Значения категориально семантических классов необ-
ходимы для проведения семантического анализа, кроме 
того, в работе исследовалось их влияние на качество син-
таксического анализа. Помимо КСК в корпус, как отдель-
ные признаки были добавлены морфологические характе-
ристики, влияющие на согласование: число, падеж и род 
(а также их конкатенация в единую строку).

Предварительные эксперименты показали [269], 
что производительность и требования к ресурсу памяти 
у MaltParser многократно различаются в случаях, когда 
парсер обучен на корпусе с полным набором тегов син-
таксических связей и на корпусе без тегов, в пользу по-
следнего. Обучение на корпусе с полным набором тегов 
позволяет парсеру не только строить синтаксическое де-
рево, но и помечать связи этими тегами, что может ока-
заться полезным при решении некоторых задач. Однако 
часто необходимо построить только синтаксическое де-
рево. В этих случаях большое преимущество в скорости 
парсера, обученного на корпусе без тегов, делает его при-
менение выгодным. Поэтому в основном исследовалось 
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два варианта корпуса: с полным набором тегов синтакси-
ческих связей и вариант, в котором связи имеют только 
две пометки: ROOT, если у слова нет родителя; и DEP, 
если слово синтаксически зависит от другого слова.

Для обучения использовался подкорпус СинТагРус, 
содержащий 33 000 предложений и 480 537 словоупотре-
блений без учета пунктуации. Для тестирования исполь-
зовался подкорпус СинТагРус, содержащий 5 000 предло-
жений и 71 413 словоупотреблений, без учета пунктуации.

Для обучения модели, предсказывающей действия 
парсера, MaltParser предоставляет два классификатора 
LIBSVM [270] (реализация метода опорных векторов, 
позволяющая использовать различные ядра) и LIBLIN-
EAR [271] (включает в себя оптимизированную реали-
зацию метода опорных векторов с линейным ядром). 
Учитывая весьма большие различия по скорости обуче-
ния и работы классификаторов, парсер, использующий 
LIBLINEAR, лучше подходит для решения прикладных 
задач. Поэтому нами во всех экспериментах использо-
вался LIBLINEAR.

В качестве базовой конфигурации анализатора и ба-
зового набора признаков использовалась конфигурация и 
набор признаков из работы [43], которая открыто доступ-
на на электронном ресурсе [272]. 

Базовый набор признаков содержит информацию о 
части речи слов (POSTAG), форме слов в тексте (FORM), 
их лемме (LEMM) и морфологических характеристиках 
(FEATS), а также о тэгах уже установленных синтакси-
ческих связей (DEPREL). Заметим, что в базовой кон-
фигурации весь набор морфологических характеристик 
рассматривается как атомарная строка.

Были проведены эксперименты со следующими на-
борами признаков:

– � Base = Базовый = FORM + LEMMA + POSTAG 
+ DEPREL + FEATS.

– � NoForm = Базовый – FORM = LEMMA + POSTAG  
+ DEPREL + FEATS.
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– � NoForm_NoLemma = Базовый – FORM – LEMMA  
= POSTAG + DEPREL + FEATS.

– � NoForm_NoLemma_CSC = Базовый – FORM – 
LEMMA + КСК = POSTAG + DEPREL + FEATS 
+ КСК.

– � Base_CSC = Базовый + КСК = FORM + LEMMA 
+ POSTAG + DEPREL + FEATS + CSC.

– � NoFeats = Базовый – FEATS = FORM + LEMMA 
+ POSTAG + DEPREL.

– � NoFeats_SplFeats = Базовый – FEATS + SPLFEATS 
(число, падеж, род) = FORM + LEMMA + POST-
AG + DEPREL + SPLFEATS. В этом наборе при-
знаков из всех морфологических характеристик 
слов были оставлены лишь число, падеж и род, 
этот набор признаков обозначен SPLFEATS. При-
знаки использовались как отдельно, так и объеди-
ненные в одну строку.

– � Base_SplFeats = Базовый + SPLFEATS = FORM 
+ LEMMA + POSTAG + DEPREL + FEATS + 
SPLFEATS.

Качество синтаксического анализа измерялось с по-
мощью общепринятых показателей, используемых для 
оценки качества синтаксического анализа: 

– � UAS (unlabeled attachment score) – правильность 
установления главного слова. Процент слововхож-
дений, для которых правильно установлено управ-
ляющее слово, относительно всех слововхождений;

– � LAS (labeled attachment score) – правильность 
установления главного слова и типа синтаксиче-
ской связи. Процент слововхождений, для кото-
рых правильно установлено и управляющее слово, 
и тип синтаксической связи, относительно всех 
слововхождений. 

В таблице 2.3 представлены значения UAS, рассчи-
танные при тестировании парсера, обученного на разных 
наборах признаков на корпусе без пометок типов син-
таксических связей. Все признаки за исключением КСК 
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являются эталонными. Все оценки получены без учета 
пунктуации.

Отдельно проводился эксперимент с обучением пар-
сера на наборе признаков «Base» на корпусе, в котором 
полностью отсутствуют пометки синтаксических связей 
(все связи имеют тег «ROOT»). Значение UAS этого пар-
сера составило 86,7%.

В таблице 2.4 представлены значения LAS и UAS, 
полученные при тестировании парсера, обученного на 
разных наборах признаков на корпусе с полным набором 
тегов синтаксических связей. Все признаки за исключени-
ем КСК являются эталонными. Все оценки получены без 
учета пунктуации.

Лучшие результаты показывает парсер, обученный на 
базовом наборе признаков (Base) и его модификациях. Заме-
тим, что обучение на корпусе, содержащим два тега синтак-
сических связей (DEP и ROOT), по сравнению с обучением 
на корпусе без синтаксических тегов немного выгоднее, зна-
чения UAS парсера в первом случае выше на 0,6%.

2.4.4 Семантический анализ
Рассмотрим далее решение задачи установления 

семантических ролей на основе результатов описанного 
выше синтаксического анализа и словаря предикатных 

Таблица 2.3
Значения UAS для парсера, обученного на корпусе с двумя тегами 

синтаксических связей на разных наборах признаков

Набор признаков UAS,%
Base 87,3

NoForm 87,1
NoForm_NoLemma 81,4

NoForm_NoLemma_CSC 82,1
Base_CSC 87,4

NoFeats 85,1
NoFeats_SplFeats 87,2

Base_SplFeats 87,5
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слов. Используемый словарь предикатных слов для рус-
ского языка содержал 2  856 словарных статей и 3  585 
предикатных слов [273].

Единицей семантического анализа является предло-
жение. Перед анализом предложения разбиваются на кла-
узы, которые задают основную область поиска аргументов 
(синтаксем, которым могут быть назначены семантиче-
ские значения) при предикатном слове. Для разбиения 
предложения на клаузы использовался программный па-
кет АОТ1. 

В соответствии с разделом 2.3.3, процедуру семанти-
ческого анализа клаузы можно условно разделить на че-
тыре этапа: поиск предикатных слов и соответствующих 
им словарных статей, поиск потенциальных аргументов, 
установление аргументам семантических значений, вы-
бранных из каждой словарной статьи, выбор наилучшей 
словарной статьи и семантических значений с помощью 
решения задачи о назначениях.

При поиске предикатных слов в клаузе ищутся сло-
ва, которые присутствуют в словаре предикатных слов. 
Для каждого найденного в предложении предикатного 
слова ищутся потенциальные аргументы. Поиск ведет-

1)  http://www.aot.ru/

Таблица 2.4
Значения LAS и UAS для парсера, обученного на корпусе с полным 
набором тегов синтаксических связей на разных наборах признаков

Набор признаков LAS,% UAS,%
Base 82,9 88,0

Base_NoForm 82,8 87,8
Base_NoForm_NoLemma 70,6 81,5

Base_NoForm_NoLemma_CSC 71,6 82,4
Base_CSC 83,0 88,1

NoFeats 78,9 85,6
NoFeats_SplFeats 82,9 88,1

Base_SplFeats 83,1 88,2
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ся в соответствии с заданным набором правил, которые 
учитывают характеристики предикатного слова, характе-
ристики слов в предложении, синтаксические связи. Для 
каждого найденного потенциального аргумента на основе 
заданного набора эвристик назначается вес – число от 0 
до 1, которое отражает уверенность в том, что найденная 
синтаксема действительно является аргументом при най-
денном предикате. Для каждой словарной статьи и для 
каждого потенциального аргумента на основе характери-
стик синтаксемы и данных, содержащихся в словарной 
статье, определяется набор семантических значений, ко-
торые могут быть назначены данному аргументу незави-
симо от остальных аргументов. В большинстве случаев 
проверяется, что падеж, КСК и связанный с синтаксе-
мой предлог, совпадают с записью в словарной статье, 
соответствующей некоторому семантическому значению. 
В случае, если предикатное слово является причастием, 
используется особая процедура проверки. Затем выбира-
ется такое распределение ролей, при котором каждое зна-
чение для некоторой статьи используется не более одного 
раза, и которое дает наилучшее покрытие семантических 
значений, содержащихся в словарной статье. Для этого 
используется алгоритм оптимизации распределения се-
мантических значений по аргументам, который основан 
на венгерском методе с учетом веса потенциальным аргу-
ментам по аналогии с [274].

После того как оптимальное распределение семан-
тических значений между потенциальными аргумента-
ми найдено для каждой статьи, выбирается наилучшая 
словарная статья. В качестве оценки статьи используется 
значение целевой функции при оптимальном решении со-
ответствующей задачи о назначениях. В итоге синтаксемы 
получают семантические значения, которые составляют 
наилучшее покрытие значений, содержащихся в словаре 
предикатных слов.

На тестовом корпусе было определено значение по-
казателя качества Accuracy установления категориально 
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семантических классов существительных, которая опреде-
ляется как доля размеченных синтаксем с семантическим 
значением, которым правильно назначен КСК, среди всех 
размеченных синтаксем с семантическим значением. Зна-
чение Accuracy установления КСК составило 93,7%.

Качество семантического анализа оценивалось для 
четырех случаев:

– � GoldSynt + GoldCSC: на вход семантическому 
анализатору подаются предложения, в которых 
синтаксические связи и КСК существительных 
являются эталонными (т.е. из разметки);

– � GoldSynt + CSC: на вход семантическому анали-
затору подаются предложения, в которых синтак-
сические связи – эталонные, а КСК существитель-
ных установлены автоматически;

– � Synt + GoldCSC: на вход семантическому анализа-
тору подаются предложения, в которых КСК суще-
ствительных являются эталонными, а синтаксиче-
ские связи установлены автоматически парсером, 
созданном на основе MaltParser. Для построения 
деревьев синтаксического анализа использовалась 
конфигурация «Base_CSC + SplFeats», парсер обу-
чался на корпусе без тегов синтаксических связей 
размером 48 096 предложениях (74 665 словоупо-
треблений). Значение UAS для него на семантиче-
ски размеченном корпусе составляет 87,6%;

– � Synt + CSC: на вход семантическому анализатору 
подаются предложения, в которых и синтаксиче-
ские связи, и КСК существительных установлены 
автоматически. Результаты, полученные в этом 
случае, можно рассматривать как результаты си-
стемы, в которой синтаксический и семантический 
анализ выполняются отдельно и последовательно.

Во всех случаях использовались эталонные морфо-
логические характеристики слов. В качестве оценок ка-
чества семантического анализа использовались точность, 
полнота и F

1
-мера. При сопоставлении результатов ана-
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лиза с тестовым корпусом учитывались только те семан-
тические значения, которые присутствуют в тестовом 
корпусе. В этом случае полнота – это доля синтаксем, 
которым верно назначено семантическое значение среди 
всех синтаксем, имеющих семантическое значение в те-
стовом корпусе; точность – это доля синтаксем, которым 
верно назначено семантическое значение среди всех син-
таксем, которым назначено значение и автоматически, и 
вручную в тестовом корпусе; F

1
-мера – это среднее гармо-

ническое точности и полноты. Оценки качества семанти-
ческого анализа приведены в таблице 2.5.

Таблица 2.5
Оценка качества семантического анализа, выполненного 
анализатором на основе словаря предикатных слов, в %

Случай Полнота Точность F1-мера
GoldSynt + GoldCSC 71,6 93,1 81,0

GoldSynt + CSC 61,4 87,2 72,1
Synt + GoldCSC 68,5 93,0 78,9

Synt + CSC 58,7 86,9 70,1

Как видно из представленной таблицы, особенность 
анализатора на основе словаря предикатных слов заключа-
ется в низкой полноте при достаточно высокой точности. 
Причина этого заключается прежде всего в том, что жест-
кое сравнение признаков синтаксем с признаками, содер-
жащимися в словарной статье, не позволяет эффективно 
проводить обобщения и разрешать случаи неоднозначности 
в словаре. Ошибки также возникают из-за неполноты сло-
варя предикатных слов. Кроме того, негативное влияние на 
качество анализа оказывают ошибки разбиения предложе-
ний на клаузы и ошибки при обработке некоторых случаев 
с причастными и деепричастными оборотами.

2.4.5 Совместный семантико-синтаксический анализ
Совместный семантико-синтаксический анализ за-

ключается в выполнении синтаксического анализа с на-
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значением меток синтаксическим связям между преди-
катными словами и синтаксемами. Назначаемые метки и 
есть семантические роли.

Чтобы обучить анализатор совместно выполнять 
синтаксический и семантический анализ необходим доста-
точно большой корпус, в котором размечены и синтакси-
ческие связи, и семантические значения из необходимого 
нам набора. Поскольку тестовый корпус (см. раздел 2.4.2) 
недостаточно объёмный, целесообразно провести обуче-
ние на корпусе СинТагРус с семантической разметкой, 
полученной автоматически с помощью описанного в пре-
дыдущем разделе анализатора на основе словаря преди-
катных слов. На вход словарному анализатору подавались 
эталонные синтаксические деревья, эталонные морфоло-
гические характеристики слов, но при этом использова-
лись КСК существительных, полученные автоматически. 
Теги синтаксических связей, которые изначально присут-
ствовали в СинТагРус были удалены. Автоматическая 
семантическая разметка выполнена на корпусе, содержа-
щим 48 096 предложений (699 708 словоупотреблений).

Для обучения парсера семантико-синтаксическо-
му анализу использовалась та же конфигурация, что и 
при обучении парсера синтаксическому анализу. Провер-
ка анализатора выполнялась на тестовом корпусе, пред-
ставленном в разделе 2.4.2. Выполнялось вычисление 
стандартных характеристик: точности, полноты, F-меры. 
Прогоны повторялись с разным набором признаков для 
обучения. Использовались три набора признаков:

– � P1 = Base (из раздела 2.4.3);
– � P2 = Base (из раздела 2.4.3) + КСК;
– � P3 = P2 + SPLFEATS (отдельно число, падеж и 

род);
– � P4 = P3 + идентификаторы словарных статей пре-

дикатных слов, предсказанные анализатором на 
основе словаря предикатных слов. Эти идентифи-
каторы несут информацию о том, какую ситуацию 
выражает предложение.
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В таблице 2.6 представлены результаты оценка каче-
ства совместного семантико-синтаксического анализа на 
тестовом корпусе.

Таблица 2.6
Оценка качества семантического анализа, выполненного 

семантико-синтаксическим анализатором, в %

Набор признаков Полнота Точность F1-мера
P1 54,6 84,4 66,3
P2 58,8 86,2 69,9
P3 60,1 86,8 71,0
P4 58,4 85,9 69,5

Правильность синтаксического анализа на разных 
наборах признаков при этом практически не меняется, 
UAS принимает значения от 87,6 – 87,8%, что соответ-
ствует лучшим оценкам качества синтаксических анали-
заторов, обученных на текстах с двумя тегами синтакси-
ческих связей в разделе 2.4.3.

Наилучший результат показал анализатор, обу-
ченный на наборе признаков «P3»: FORM + LEMMA 
+ POSTAG + DEPREL + FEATS + КСК + SPLFEATS 
(отдельно число, падеж и род). Значение F

1
-меры со-

ставило 71,0%, что на 0,9% выше, чем оценка для се-
мантического анализатора, основанного на словаре 
предикатных слов в случае, когда и КСК, и синтак-
сические деревья не являются эталонными. Семан-
тико-синтаксический анализатор обладает большей 
полнотой (выше на 1,5%) при несколько меньшей точ-
ности (меньше на 0,2%).

Впоследствии тестовый корпус (раздел 2.4.2) был 
пополнен до 1 730 предложений (29 041 словоупотре-
блений с пунктуацией), 3 871 размеченных синтаксем. В 
таблице 2.7 представлены обновленные оценки метода с 
теми же наборами признаков на пополненном корпусе. 
Лучший результат показал анализатор, обученный на на-
боре признаков P4.
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Таблица 2.7
Оценка качества семантического анализа, выполненного 

семантико-синтаксическим анализатором на пополненном тестовом 
корпусе, в %

Набор признаков Полнота Точность F1-мера
P1 59,9 86,3 70,7
P2 60,4 86,5 71,1
P3 60,7 86,7 71,4
P4 64,9 87,3 74,5

Качество семантико-синтаксического анализатора 
зависит от качества обучающего корпуса, созданного ана-
лизатором на основе словаря предикатных слов. Таким 
образом, семантико-синтаксический анализатор подвер-
жен схожим ошибкам, что и анализатор на основе словаря 
предикатных слов. 

Для повышения качества семантико-синтаксическо-
го анализа предложена следующая процедура улучшения 
обучающего корпуса: 

– � обучающий корпус был размечен автоматическим 
анализатором с лучшим качеством (на наборе P4) 
и в первоначальный обучающий корпус были до-
бавлены семантические метки, отсутствующие в 
первоначальном обучающем корпусе, размечен-
ном с помощью словаря предикатных слов;

– � из обучающего корпуса были удалены «выбросы» – 
предложения, для которых половина и более семан-
тических ролей, установленных обучаемым анали-
затором, не совпадают с ролями, установленными 
анализатором на основе словаря предикатных слов. 
Было обнаружено, что процент таких предложений 
составляет менее 1%, а их удаление помогает устра-
нить большинство зашумленных обучающих при-
меров, которые появляются из-за несовершенных 
результатов парсера на основе словаря.

Такая процедура выполнялась три раза, каждый раз 
«улучшенный» корпус использовался для обучения нового 
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семантико-синтаксического парсера с тем же набором функ-
ций с последующей проверкой на тестовом корпусе. В табли-
це 2.8 представлены результаты этой трехэтапной оценки.

Таблица 2.8
Оценка качества семантического анализа, выполненного 

семантико-синтаксическим анализатором, обученным на трех 
версиях «улучшенного» корпуса. Оценка на пополненном тестовом 

корпусе, в %

Номер итерации Полнота Точность F1-мера
1 65,8 87,5 75,1
2 66,3 87,7 75,5
3 66,1 87,4 75,3

Как видно из таблицы, предложенная процедура 
улучшения корпуса позволила повысить максимально 
полноту на 1,4%, точность на 0,4%, и F

1
-меру на 1,0%. На 

третьей итерации качество падает, что может быть связа-
но с переобучением.

Таким образом, в результате применения разработан-
ного метода семантико-синтаксического анализа предло-
жения за один проход строятся семантико-синтаксические 
деревья разбора, эквивалентные совмещенным синтак-
сической и семантической моделям (2.6) – (2.10), пред-
ставленным в разделах 2.2.3 и 2.2.4. На рисунке 2.12 пока-
зан пример получаемой синтаксической и семантической 
структуры предложения в виде деревьев зависимостей.

Метод семантико-синтаксического анализа подробно 
описан в работе [275].

2.4.6 Проблема «неизвестных» предикатов
Разработанный семантический-синтаксический ана-

лизатор, в отличие от словарного анализатора, показыва-
ет потенциал для обобщения словарных статей и может 
быть использован в тех случаях, когда словарная статья 
для предикатного слова из предложения текста отсут-
ствует. Словарный анализатор в этом случае не может 
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установить семантические значения для неизвестного ему 
предикатного слова. Таким образом, семантико-синтакси-
ческий анализатор может использоваться для увеличения 
полноты анализа.

В ходе дальнейших исследований в области семан-
тического анализа текстов [276] разработан метод уста-
новления семантических ролей в русскоязычных текстах с 
применением современных подходов на основе нейронных 
сетей, которые использовались для классификации аргу-
ментов по семантическим ролям. Обучение проводилось 
на корпусе FrameBank [99], который содержит разметку 
ролей аргументов для ограниченного количества преди-
катов. Для решения проблемы установления ролей аргу-
ментов при «неизвестных» (не входящих во FrameBank) 
предикатах использовались векторные представления слов 
(embeddings), в том числе полученные из предобученных 
языковых моделей word2vec, FastText, ELMo, BERT. Было 
показано, что именно векторные представления из предоб-
ученных моделей позволяют лучше остальных предсказы-
вать роли аргументов при «неизвестных» предикатах.

Рисунок 2.12. Пример синтаксической и семантической структуры 
предложения
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2.5 � Установление семантических ролей  
при эмотивных предикатах

Как было показано в Главе 1, извлечение субъек-
та переживания (experiencer) и причины (cause) эмоций, 
выражаемых в тексте, является актуальной задачей ин-
теллектуального анализа текстов. Покажем далее, как эта 
задача решается с помощью установления семантических 
ролей при предикатах, выражающих эмоции. Предполага-
ется, что эмоция в тексте выражается сказуемым (глаго-
лом) с его необязательными синтаксическими аргумента-
ми в качестве переживающего и причины.

Формирование множества эмотивных предикатов 
выполнялось на основе ручного анализа частотных глаго-
лов из корпуса комментариев к видео YouTube на русском 
языке. Экспертами вручную отбирались те предикаты, ко-
торые выражали эмоции, каждому предикату присваива-
лась категория эмоций в соответствии с моделями Изарда 
[277] и Экмана [278]. Создано 9 групп предикатов, со-
ответствующих следующим эмоциям: гнев, печаль, страх, 
радость, удивление, презрение, тревога, вина и стыд. Та-
ким образом, задача состоит в поиске в тексте эмотивных 
предикатов, определении их синтаксических аргументов 
и установлении каждому аргументу одной из семантиче-
ских ролей (переживающий или экспериенцер, причина).

Базовый метод установления семантических ролей 
при эмотивных предикатах основан на правилах и специ-
альном Словаре эмотивных предикатов (СЭП), упро-
щенном аналоге словаря предикатных слов, содержащем 
предикаты (в основном глаголы) и описание их синтак-
сических аргументов с ролями, характеризуемых значе-
нием и формой. СЭП содержит 320 эмотивных глаголов, 
организованных в 79 микрогрупп. Каждая группа состоит 
из однокоренных лексем, различающихся по аспекту и пе-
реходности/рефлексивности (например, удивлять/удив-
лять). Эмотивный глагол подразумевает два обязатель-
ных аргумента со смысловыми ролями: переживающий 
(экспериенцер – лицо, испытывающее эмоциональное со-
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стояние) и причина эмоционального состояния (именное 
словосочетание или предложение). В таблице 2.9 приве-
ден фрагмент Словаря эмотивных предикатов.

Таблица 2.9
Фрагмент словаря эмотивных предикатов

Предикат
Экспериенцер Причина

Пример
КСК Предлог Падеж КСК Предлог Падеж

удивлять личное - им. любая - дательный
я 

удивился 
подарку

радоваться личное - им. любая за винительный
он рад 
за мою 
сестру

Установление семантических ролей на основе пра-
вил (см. рисунок 2.13) начинается разбиения текста на 
предложения и клаузы. Для решения этой задачи исполь-
зуется модифицированная версия сегментатора дискур-
сивных единиц для русского языка, описанного в работе 
[279]. Предложения и клаузы, не содержащие предикаты 
из словаря, удаляются.

Рисунок 2.13. Схема установления семантических ролей при 
эмотивных предикатах на основе правил

Процесс установления ролей делится на три части. 
Выполняется выделение пар предикатов и аргументов на 
основе синтаксического разбора предложения с исполь-
зованием подхода, предложенного в работе [276]. Затем 
к извлеченным парам «предикат-аргумент» применяют-
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ся правила, сопоставляющие морфологические признаки 
аргумента с описанием предиката в СЭП по алгоритму, 
описанному в разделе 2.3.3. Если назначено более одной 
роли, для устранения многозначности применяется набор 
лингвистических ограничений.

Чтобы улучшить качество установления семантиче-
ских ролей эмотивных предикатов и решить проблемы, 
связанные с некачественным синтаксическим и морфо-
логическим анализом, используется подход, основанный 
на нейросетевом глубоком обучении. Он заменяет компо-
нент установления ролей на основе правил из словаря мо-
делью маркировки последовательностей с глубоким обу-
чением, основанной на предварительно обученной модели 
BERT для русского языка [129]. Использование модели 
маркировки последовательностей позволяет объединить 
извлечение аргументов предикатов и классификацию се-
мантических ролей, которые в анализаторе на основе пра-
вил разделены на два компонента (см. рисунок 2.14).

Рисунок 2.14. Схема установления семантических ролей при 
эмотивных предикатах на основе нейросетевой модели

Обучение анализатора на основе глубокого обучения 
и оценка качества двух подходов выполнялись на корпусе 
комментариев к видео с русскоязычных каналов YouTube 
с разметкой эмоциональной структуры – эмотивных пре-
дикатов и аргументов при них с ролями. В корпус входит 
1000 текстов, содержащих эмотивные предикаты. Тексты 
разбивались на клаузы, каждая клауза размечалась двумя 
экспертами-лингвистами. Пример разметки представлен 
на рисунке 2.15.
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Рисунок 2.15. Пример разметки семантических ролей при 
эмотивном предикате

Для обучения метода на основе маркировки после-
довательностей на размеченном корпусе текстов исполь-
зовалась версия RuBERT от Сбербанка2. Дообучение вы-
полнялось для 10 эпох со скоростью обучения 0,00005 и 
размером минибатча равным 16. Результаты оценки каче-
ства на основе скользящего контроля (кросс-валидации) 
представлены в таблице 2.10.

Таблица 2.10
Оценка качества работы метода выделения эмотивных предикатов 

и установления семантических ролей при них на основе 
нейросетевой маркировки последовательностей, в %

Выделяемая сущность Precision Recall F1
Cause 76,77 83,50 80,00

Experiencer 90,48 96,94 93,60
Predicate 91,37 98,45 94,78
Overall 86,12 93,54 89,68

В ходе анализа ошибок было выявлено, что невысо-
кое качество установления причины (Cause) по сравне-
нию с качеством маркировки других сущностей связано с 
тем, что часто причина эмоции в тексте выражена отдель-
ной клаузой.

Сравнение подхода, основанного на правилах, с 
подходом на основе маркировки последовательностей с 
применением глубокого обучения, выполнялось по по-
казателю качества Accuracy распознавания предикатов и 
аргументов с определенными ролями для на одном и том 
же тестовом наборе (см. Таблицу 2.11).

2)   https://sbercloud.ru/ru/datahub/rugpt3family/rubert-base
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Таблица 2.11
Значение показателя качества Accuracy выделения эмотивных 

предикатов и семантических ролей двумя подходами, в %

Выделяемая 
сущность

Алгоритм на 
правилах

Нейросетевой 
алгоритм

Cause 50,5 70,7
Experiencer 26,2 63,6
Predicate 73,7 97,9
Overall 50,1 77,4

Как видно из таблицы, алгоритм, основанный на 
глубоком обучении, значительно превосходит по качеству 
алгоритм, основанный на правилах. Причина этого, веро-
ятнее всего, состоит в том, что предобученные языковые 
модели способны фиксировать более сложные признаки, 
которые практически невозможно описать правилами и 
словарем.

2.6 Выводы по главе 2
Метод реляционно-ситуационного анализа текста на 

русском языке позволяет на основе теории коммуника-
тивной грамматики извлекать семантику высказываний 
на русском языке в виде предикатно-аргументных струк-
тур, представляющих высказывание как действие\явле-
ние\событие, выражаемые предикатом (глаголом или от-
глагольным существительным) и множество участников 
действий\явлений\событий, выражаемых синтаксически-
ми аргументами предикатов, при этом каждый участник 
играет свою определенную роль, выражаемую семантиче-
ской ролью аргумента. Извлекаемые из текста семантиче-
ские структуры позволяют представить семантику выска-
зывания в виде семантической сети.

Метод семантико-синтаксического анализа текстов 
направлен на установление семантических ролей, осно-
ван на идее тесной взаимосвязи синтаксиса и семантики 
естественных языков и заключается в выполнении син-
таксического и семантического анализа текстов на осно-
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ве единого подхода, в одной процедуре с использованием 
единой структуры данных, с помощью методов машинно-
го обучения по размеченным корпусам текстов. 

Решена задача установления семантических ролей 
при эмотивных предикатах. Разработан подход, позволя-
ющий извлекать субъекта переживания (experiencer) и 
причины (cause) эмоций, выражаемых в тексте, на основе 
правил и обучаемых нейросетевых подходов.

Экспериментальные исследования разработанных 
методов показывают их работоспособность и эффектив-
ность. Обучаемые семантические анализаторы как прави-
ло превосходят по качеству анализаторы на основе правил 
(при наличии большой обучающей выборки) и способны 
к выявлению обобщенных закономерностей, позволяю-
щих выполнять семантический анализ для неизвестных 
предикатов. Качество совместного семантико-синтаксиче-
ского анализа выше качества раздельного синтаксическо-
го и семантического анализа на основе словаря.
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ГЛАВА 3

ДИСКУРСИВНЫЙ АНАЛИЗ ТЕКСТОВ

Третья глава посвящена проблеме дискурсивного ана-
лиза текстов на русском языке. Под дискурсивным анали-
зом будем понимать извлечение из текста высокоуровневой 
структуры, отражающей связность текста в виде отношений 
между высказываниями, предложениями и более крупны-
ми единицами текста. Теория риторических структур, одна 
из наиболее известных моделей представления дискурса, 
позволяет учесть не только линейные отношения между 
смежными сегментами текста, но и саму структуру тек-
ста. Она предлагает описание организации текста в виде 
иерархического дерева дискурсивных единиц, которые со-
единяются риторическими отношениями. В последние де-
сятилетия данная теория была адаптирована для разных 
языков и получила признание и широкое распространение 
в области обработки естественного языка, что говорит о её 
универсальности и прикладной значимости.

Начиная с 1990-х годов дискурсивный анализ широ-
ко применяется при решении многих актуальных задач в 
области компьютерной лингвистики: машинного перево-
да, автоматического реферирования текстов, анализа то-
нальности, жанровой классификации, вопросно-ответного 
поиска и прочих.

К настоящему времени разработаны автоматические 
дискурсивные анализаторы для многих языков, в то же 
время для многих других распространённых языков, на-
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пример, славянской группы, такие анализаторы не раз-
работаны. В частности, ранее не проводилось глубоких 
прикладных исследований в области анализа дискурса, а 
также не создавалось корпусов с дискурсивной разметкой 
для русского письменного языка.

В этой главе представлены методы дискурсивного 
анализа текстов на русском языке. Описаны методы выде-
ления дискурсивных единиц и установления риторических 
отношений между ними, представлены результаты экспе-
риментальных исследований разработанных методов.

3.1 Теория риторических структур
Теория риторических структур (Rhetorical Structure 

Theory, ТРС) была разработана в 1980-е годы В. Манном 
и С. Томпсон [103]. Согласно данной теории, текст можно 
представить в виде иерархической структуры – ритори-
ческого дерева. Листья дерева соответствуют фрагментам 
текста, которые считаются минимальными элементарны-
ми единицами дискурса; внутренние узлы соответствуют 
смежным интервалам; узлы могут быть ядрами (сообщать 
более важную информацию) или сателлитами (сообщать 
поддерживающую информацию). Типы отношений меж-
ду единицами дискурса, соответственно, могут быть од-
ноядерными (ядро и зависящий от него сателлит) – на-
пример, Детализация, и мультиядерными (соединяют два 
ядра, обе единицы дискурса одинаково важны) – напри-
мер, Последовательность.

Авторы ТРС предлагают 23 дискурсивных отноше-
ния, однако в литературе встречаются различные моди-
фикации ТРС, в которых количество отношений может 
доходить до 80 [280]. При адаптации ТРС к русскому 
языку изначальный набор риторических отношений, 
предложенный В.Манном и С.Томпсоном, был изменен 
[295]: некоторые отношения были исключены, добавлено 
несколько новых отношений.

В результате для русского языка остается 17 ритори-
ческих отношений, с учетом мультиядерных отношений 
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их количество составляет 23. Приведем описание и при-
меры некоторых риторических отношений (в примерах 
курсивом выделено ядро).

Одноядерные
Attribution (Источник информации). Используется 

чаще всего для цитирования и передачи чужой речи – 
прямой или косвенной. Сателлит – источник информа-
ции, ядро – содержание передаваемого сообщения. Также 
Источник маркирует отношения при ментальных глаго-
лах. Пример: [Ров находился с восточной, а вовсе, кстати, 
не с южной стороны Кремля, как сообщают иностранные 
дипломаты.]

Cause-Effect (Причина-следствие). Ситуация сател-
лита является причиной ситуации ядра. Ядро представля-
ет собой результат действия. Пример: [Теперь «Сапсаны» 
будут ежечасно ходить в Москву и обратно, что приведет 
к сокращению числа билетов на поезд «Петербург»-«Мо-
сква».]

Condition (Условие). Истинность пропозиции ядра 
является следствием выполнения условия, названного в 
сателлите. Пример: [Если взять человека на операцион-
ный стол и продержать его без операции 2 часа, то после 
этого по биохимическим показателям крови его следует 
срочно направить на лечение в реанимационное отделе-
ние.]

Elaboration (Детализация). Сателлит содержит ту 
же информацию, что и ядро, но информация в сателлите 
более развернутая и подробная, сателлит добавляет не-
которые детали к информации ядра. Возможны следую-
щие варианты (Ядро: Сателлит): Обобщение: Специфика-
ция; Набор: Составляющая; Абстракция: Пример; Целое: 
Часть; Процесс: Этап; Объект: Атрибут и т.д. Пример: 
[Когда-то я ввел в обиход термин «коэволюция человека 
и биосферы». Он означает такое поведение человечества 
и каждого человека в отдельности, которое способно обе-
спечить совместное развитие биосферы и человечества.]
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Preparation (Подготовка сообщения). В сателлите 
содержится подготовка дальнейшего материала. В это от-
ношение вступают, например, заголовки к тексту по отно-
шению к самому тексту.

Purpose (Цель). Ситуация в ядре нужна для реали-
зации ситуации сателлита. Ситуация в сателлите – пред-
полагаемая, она только должна быть достигнута, но еще 
не достигнута (в отличие от отношения Причина-след-
ствие). Пример: [Для нормального функционирования 
клетки необходимо 38 молекул АТФ.]

Solutionhood (Решение проблемы). В сателлите ста-
вится проблема, а в ядре предлагается ее решение. Про-
блема может быть сформулирована, например, в вопросе, 
запросе; могут быть описаны желания, целей; может по-
стулироваться недостаток знаний и др. Пример: [Мож-
но ли называть наукой то, что делали врачеватели много 
веков назад? Безусловно, ведь они делали это осмысленно, 
используя определенные знания, практический опыт.]

Многоядерные
Comparison (Сравнение). Две дискурсивных еди-

ницы сравниваются по какому-либо критерию. От-
ношение может показывать, что некоторые сущности 
сходны / различны / больше чем / меньше чем и т.д. 
Пример: [Без этих лаковых панно интерьер китайского 
кабинета Петергофа был бы незаконченным, как непол-
ной была бы и коллекция Константиновского дворца без 
портрета своего первого владельца.]

Contrast (Контраст). Ситуации, содержащиеся в 
дискурсивных единицах, противопоставлены друг другу, 
контрастируют относительно некоторой заданной темы. 
Пример: [Прививки по-прежнему остаются наиболее эф-
фективной мерой предупреждения эпидемиологических 
заболеваний во всем мире. Однако многие родители отка-
зываются вакцинировать своих детей.]

Joint (Конъюнкция). Отношение представляет со-
бой перечисление дискурсивных единиц, которые при 
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этом не состоят в отношении Сравнения, Контраста и др. 
Пример: [Действительно, первый замглавы ЦБ Олег Вью-
гин на днях поделился именно такими планами, правда, 
по его словам, золотовалютные резервы будут прирастать 
не евро единым - в них должна увеличиться доля золота 
и английских фунтов стерлингов. Аналогичный процесс 
идет и за пределами России. К примеру, страны, готовя-
щиеся к вступлению в ЕС, уже привязали или привяжут 
свои национальные валюты к евро.]

Sequence (Последовательность). Последователь-
ность – это список событий, расположенных в хроноло-
гическом порядке. 

Пример: [Только с 1 сентября 2005 года мы введем 
предпрофильные 9 классы, а с 1 сентября 2006 года вся рос-
сийская школа перейдет на новые стандарты школьного об-
разования, включая профильное обучение в 10 - 11 классах.]

На рисунке 3.1 представлен пример риторического 
дерева для текста на русском языке.

Рисунок 3.1. Пример риторического дерева для текста на русском 
языке

3.2 �Моделирование дискурсивной  
структуры текста

На основе изложенных выше теоретических посылок 
введем формальную модель дискурсивной структуры тек-
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ста. Опираясь на раздел 2.2, будем исходить из предпо-
ложения, что с точки зрения лингвистики текст состоит 
из абзацев, абзацы состоят из простых и сложных пред-
ложений, предложения состоят из простых высказываний, 
называемых клаузами. В сложном предложении между 
клаузами возникают синтаксические отношения. Клауза 
имеет синтаксическую структуру в виде непроективно-
го дерева зависимостей между словами. В клаузах может 
быть выделена реляционно-ситуационная (предикатно-ар-
гументная) структура, включающая предикаты – глаголы 
и отглагольные существительные, и аргументы – синтакси-
ческие связанные именные группы. Между предикатами и 
аргументами устанавливаются семантические отношения, 
между некоторыми аргументами в такой структуре могут 
устанавливаться семантические связи. Слова имеют мор-
фологические характеристики. Таким образом, расширим 
лингвистические модели текста (2.1) – (2.11), предложен-
ные в Главе 2, введением модели дискурсивной структуры:

Пусть P – множество абзацев текста, каждый их которых 
описывается графематической моделью текста T

gr
, введенной 

в Главе 2 (формула (2.1)), т.е. представляет собой упорядо-
ченный набор предложений. Отношение порядка элементов 
p ∈ P на множестве абзацев задается следующим образом: 
p

1
 < p

2
, если p

1
 встречается по тексту раньше, чем p

2
.

Пусть U
e
 – множество элементарных дискурсивных 

единиц абзаца, каждая из которых описывается графема-
тической моделью клаузы C

gr
, описанной в Главе 2, но 

может включать синтаксическую модель C
synt

 и семан-
тическую модель C

sem
 (обозначения (2.6) и (2.9)).  

– множество дискурсивных единиц абзаца, являющееся 
подмножеством показательного множества для U

e
.

Дерево риторического разбора абзаца P
disc

 формально 
запишем следующим образом:

,

. (3.1)
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Здесь:
– � R

discU
 – множество всех риторических отношений 

между дискурсивными единицами;	
– � Type

disc
 – множество всех типов риторических от-

ношений (Type
disc

 = {Причина-следствие, Условие, 
Детализация, ...});

– � t
disc

 – тип риторического отношения между дис-
курсивными единицами;

– � u – дискурсивные единицы.
Дискурсивная модель текста формально представля-

ется следующим образом:

. (3.2)

Таким образом, задачей дискурсивного анализа тек-
ста является построение дискурсивной структуры (3.2) 
для анализируемого текста, заданного цепочкой символов 
z из алфавита V некоторого языка L (z ∈  L ⊆  V*, где 
V = {а, б, в, …, a, b, c, …}).

3.3 �Русскоязычный дискурсивный корпус  
Ru-RSTreebank

Cуществует много корпусов текстов с разметкой 
риторических структур для самых разных языков. Са-
мым известным и крупным размеченным корпусом 
является The RST Discourse Treebank [281] – англо-
язычный корпус, содержащий 385 статей (176 383 
словоупотребления) из американской деловой газеты 
«Уолл-стрит джорнэл». Существует довольно много 
размеченных корпусов и для других языков: немецко-
го, нидерландского, чешского, японского, китайского, 
датского, французского, итальянского и др. Разработ-
ка корпусов с риторической разметкой является весьма 
актуальной задачей, поскольку в настоящее время для 
создания систем автоматического дискурсивного анали-
за используются в основном методы машинного обуче-
ния на размеченных корпусах.
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Первым размеченным дискурсивным корпусом на 
русском языке является корпус устных текстов, соз-
данный А.А. Кибриком и его коллегами (корпус «Рас-
сказы о сновидениях») [206]. Для его разметки список 
отношений был пополнен 20 новыми, описывающими 
«коммуникативные связи и оформительные компонен-
ты структуры дискурса» [282]. Данный корпус созда-
вался для исследований особенностей устного дискурса 
у здоровых детей и детей с неврозами [283] и не может 
быть использован для разработки автоматических си-
стем анализа текстов.

Рассмотрим самый большой русскоязычный корпус 
Ru-RSTreebank, содержащий тексты с дискурсивной раз-
меткой согласно Теории риторических структур [284]. 
Корпус содержит следующие типы текстов:

– � 11 новостных и научно-популярных текстов из 
корпуса СинТагРус, которые включают в себя 18 
735 словоупотреблений, 2094 дискурсивных еди-
ницы и 3140 риторических отношений;

– � 73 новостных текстов, 44 685 словоупотреблений, 
средняя длина текста – 30 предложений. Тексты 
размечались 4 разметчиками.  В ходе работы была 
проведена проверка согласия разметчиков, по ре-
зультатам которой был модифицирован список 
используемых риторических отношений;

– � 100 научных текстов, 153 447 словоупотребления, 
из научной электронной библиотеки «Киберле-
нинка» (https://cyberleninka.ru/) (50 статей по 
техническим и компьютерным наукам, 50 статей 
по филологии и лингвистике);

– � 104 текста из социальных медиа (блогов), общий 
объем 128 917 словоупотреблений. Были отобра-
ны и размечены тексты блогов по восьми различ-
ным темам (по 13 текстов на каждую тему): «Пу-
тешествия», «Косметика», «Спорт и здоровье», 
«Повседневная жизнь», «Психология», «IT и тех-
нологии», «Политика», «Социальная сфера»;
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– � 50 текстов новостей из источников https://
penzanews.ru/ и https://ru.chuvash.org/, общий 
объем 76 688 словоупотреблений.

В общей сложности в корпус входит около 330 тек-
стов, 435 000 словоупотреблений. На рисунке 3.2 показано 
распределение частотностей риторических отношений в 
корпусе Ru-RSTreebank. Постфиксы обозначают направ-
ленность одноядерных отношений, S соответствует сател-
литу, N – ядру. Например, в отношении cause-effect_NS 
причина находится в сателлите.

Рисунок 3.2. Распределение частотностей риторических  
отношений в корпусе Ru-RSTreebank

Корпус доступен для использования в любых целях 
по ссылке https://rstreebank.ru/.

Рассмотрим далее использование корпуса Ru-
RSTreebank для решения различных подзадач дискурсив-
ного анализа текстов.

3.4 �Этапы и базовые методы дискурсивного 
анализа

3.4.1 Выделение дискурсивных единиц
Дискурсивный анализ начинается с выделения эле-

ментарных дискурсивных единиц. Эта задача называется 
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дискурсивной сегментацией. Дискурсивная сегментация 
текстов может выполняться с помощью бинарной класси-
фикации каждого слова вне контекста всего предложения 
[285], либо методами маркировки последовательностей 
(sequence labelling), определяющими последовательность 
тегов для слов в предложении [286]. В ходе предваритель-
ных исследований дискурсивной сегментации текстов из 
корпуса Ru-RSTreebank использовались следующие алго-
ритмы машинного обучения с учителем [287, 288]:

1. Бинарная классификация
Четырехслойный перцептрон, предсказывающий, яв-

ляется ли данное слово правой границей элементарной 
дискурсивной единицы. Признаки для слова и его левого 
и правого соседей:

– � вектор слова в word2vec-модели [60], обученной 
без исключения стоп-слов и пунктуации;

– � часть речи слова;
– � синтаксический тег слова в синтаксическом дереве.
2. Маркировка последовательностей
Метод условных случайных полей (CRF), предска-

зывающий последовательность тегов Inside-Unit (внутри 
дискурсивной единицы) и End-of-Unit (конец дискурсив-
ной единицы) для слов каждого предложения. В качестве 
признаков использовались лемма слова, а также для слова 
и двух соседних слов информация: 

– � находится ли слово в верхнем регистре;
– � находится ли первый символ слова в верхнем ре-

гистре;
– � является ли слово числом;
– � часть речи слова;
– � синтаксический тег.
Распределение длин ЭДЕ в слововхождениях для 

каждого жанра в корпусе Ru-RSTreebank (компьютерные 
науки, лингвистика, новостные тексты) представлено на 
рисунке 3.3. Можно заметить, что в текстах научных жан-
ров присутствуют элементарные дискурсивные единицы, 
содержащие более двух сотен слововхождений, что ведет 
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к большой разбалансированности классов в обучающей 
выборке. Для улучшения качества бинарной классифика-
ции было применено семплирование класса «конец дис-
курсивной единицы» при помощи техники SMOTE [289].

Рисунок 3.3. Распределение длин ЭДЕ в словах по жанрам в 
корпусе Ru-RSTreebank

Результаты оценки качества применяемых методов 
дискурсивной сегментации представлены в таблице 3.1. 
Наилучшее качество получено с помощью бинарного 
классификатора с семплированием. CRF имеет лучший 
показатель точности (precision), поскольку захватывает 
информацию о контексте предложения, в то время как 
бинарный классификатор может назначать границей сег-
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мента даже последовательность слов, за счет чего имеет 
лучшую оценку полноты (recall).

Таблица 3.1
Показатели качества методов дискурсивной сегментации

Precision Recall F1
IU EO

U

m
ic

ro

m
ac

ro

IU EO
U

m
ic

ro

m
ac

ro

IU EO
U

m
ic

ro

m
ac

ro

Классификация 0,96 0,00 0,96 0,48 1,00 0,00 0,96 0,50 0,96 0,00 0,96 0,49

Классификация 
+ SMOTE 0,99 0,30 0,92 0,64 0,93 0,68 0,92 0,81 0,98 0,42 0,92 0,69

Маркировка 
последователь-

ностей
0,97 0,34 0,97 0,65 1,00 0,02 0,97 0,51 0,98 0,04 0,97 0,51

3.4.2 Построение неразмеченного дерева
Второй подзадачей дискурсивного анализа является 

построение дискурсивного дерева без определения типа 
отношений. Для экспериментов по построению неразме-
ченных деревьев выбран линейный алгоритм, предложен-
ный в [290]. Этот метод строит риторическое дерево сни-
зу-вверх (bottom-up), начиная со списка элементарных 
дискурсивных единиц, последовательно рекурсивно объ-
единяя их в более крупные поддеревья, на каждом шаге 
выбирая с помощью обученного классификатора наилуч-
шее поддерево до тех пор, пока не построено полное дере-
во для всего текста. В качестве классификатора для пред-
варительных экспериментов на Ru-RSTreebank выбрана 
логистическая регрессия, как наиболее быстро обучаемый 
и эффективный алгоритм машинного обучения. Задей-
ствованы лексические, морфологические и семантические 
текстовые признаки, а также их комбинации.

Необходимо отметить, что в Ru-RSTreebank структу-
ра текстов разных жанров отличается. Например, в новост-
ных текстах начало нового дерева может определяться на-
чалом нового достаточно длинного абзаца, научные тексты 
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имеют различную структуру и длину абзацев и содержат 
метаданные о статье, авторах и ссылках, и т.п. В связи с 
этим предложен метод межжанрового анализа дискурса, в 
котором используется один и тот же набор методов для 
всех представленных жанров. Таким образом, в жадный 
алгоритм дискурсивного анализа добавлен порог разрыва 
дерева: две дискурсивные единицы не образуют дискурсив-
ную единицу более высокого уровня, если вероятность их 
слияния меньше данного порога. В качестве оптимального 
порога разрыва эмпирически выбрано значение 15%. 

Для оценки качества получаемых риторических де-
ревьев используются показатели качества точность, пол-
нота и F-мера, получаемые согласно подходу PARSEVAL 
[291]. Значения F1-меры для построения неразмеченного 
дерева при тесте исключительно на новостных текстах 
представлены в таблице 3.2. В таблице 3.3 представле-
но сравнение качества построения деревьев с порогом и 
без него при обучении и тестировании модели на полном 
корпусе. Дальнейшие эксперименты показали, что постро-
ение деревьев на текстах, относящихся к компьютерным 
наукам, улучшается при большем пороге (>30%), однако 
это наименее представленный в корпусе жанр.

Таблица 3.2
Значение F1-меры метода построения неразмеченных 

риторических деревьев на новостных текстах, в %
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0 56,00 11,83 25,88 50,29 57,14 63,25 77,78
15 61,91 6,76 48,21 57,75 62,90 65,69 72,38

Новости
15 54,48 9,84 37,74 48,52 56,22 60,80 72,22
20 53,96 9,18 37,99 50,09 54,19 57,65 76,47
50 36,90 14,35 11,22 27,54 37,79 46,43 63,64
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Таблица 3.3
Качество построения риторического дерева при обучении на 

каждом из жанров, в %

Жанр
Порог 

разделения, 
%

Precision Recall F1

Компьютерные 
науки

0 31,58 38,62 34,75

15 31,64 
(+0,06)

38,62 
(+0,00)

34,78 
(+0,03)

Лингвистика
0 32,33 49,66 39,17

15 42,77 
(+10,43)

58,43 
(+8,77)

49,39 
(+10,22)

Новости
0 50,36 57,81 53,83

15 56,99 
(+6,62)

62,82 
(+5,01)

59,76 
(+5,93)

Весь корпус
0 38,15 49,58 43,13

15 44,43 
(+6,28)

54,43 
(+4,85)

48,92 
(+5,80)

Как видно из таблиц, добавление порога отсечения 
поддеревьев улучшает качество построения полного дере-
ва дискурсивного разбора в большинстве случаев.

3.4.3 �Классификация отношений и определение 
ядерности

Третьим этапом дискурсивного анализа является уста-
новление типов риторических отношений в неразмеченном 
дереве и определение ядерности, т.е. направленности ритори-
ческих отношений. Все эти задачи решаются как задачи клас-
сификации отношений в дереве, построенном на предыдущем 
этапе. В качестве методов классификации использовались:

– � NN – двухслойный перцептрон; 
– � Linear SVC – машина опорных векторов с линей-

ным ядром;
– � LGBM [292] – вариант градиентного бустинга над 

решающими деревьями;
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– � CatBoost [293] – различные реализации градиент-
ного бустинга над решающими деревьями.

При решении обеих задач использовалась комби-
нация лексических, морфологических и семантических 
текстовых признаков. Лексические признаки включают в 
себя количество вхождений коннекторов дискурса (все-
го список из около 450 коннекторов), TF-IDF векторы в 
«мешке слов», косинусную меру близости между этими 
векторами, показатели близости BLEU и Jaccard. Коли-
чественные признаки включают в себя количество слов, 
среднюю длину слова, количество строчных букв, а так-
же количество слов, начинающихся со строчной буквы. 
Пример морфологических признаков – это вектора, пред-
ставляющие количество морфологических характеристик 
в каждой дискурсивной единице, различные показатели 
близости между этими векторами. Семантические при-
знаки представляют собой усредненные эмбеддинги слов 
каждой дискурсивной единицы. Так как пространство 
признаков очень большое, с помощью CatBoost отобраны 
2054 наиболее важных признаков, большинство из кото-
рых связано с коннекторами дискурса. 

Сравнение эффективности работы алгоритмов машин-
ного обучения производилось по показателю качества F

1
 при 

помощи 5-кратного скользящего контроля со случайным 
разбиением. Ввиду высокой разбалансированности данных 
использовалось макроусреднение значений показателя.

Результаты оценки качества классификации приве-
дены в таблицах 3.4 и 3.5. В таблице 3.4 также приведены 
результаты для ансамблей, построенных на голосовании 
линейных моделей и основанных на градиентном бустин-
ге алгоритмов классификации.

Как видно, в задаче классификации риторических 
отношений наилучший результат по макро-F1-мере пока-
зал ансамбль из модели CatBoost с отобранными призна-
ки и линейной модели SVM.

В таблице 3.6 приведены наиболее информативные 
признаки для классификации риторических отношений, 
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выделенные градиентным бустингом над решающими 
деревьями. Информативность признаков определяется 
с помощью информативности Джини (Gini Importance), 

Таблица 3.4
Результаты оценки качества классификации дискурсивных 

отношений, значения показателя качества F1, в %

 Классификатор
Macro F1 Micro F1

mean std mean std
NN 49,43 1,52 55,78 1,16

Logistic Regression 50,81 1,06 53,81 1,84
LGBM 51,39 2,18 59,91 1,32

Linear SVM 51,63 1,95 56,61 1,54
L1 Feature selection + LGBM 51,64 2,22 60,29 1,74

CatBoost 53,32 0,96 60,71 0,81
L1 Feature selection + CatBoost 53,45 2,19 61,09 1,96
voting((L1 Feature selection + 

LGBM), Linear SVM) 54,67 1,80 62,39 1,51

voting((L1 Feature selection + 
CatBoost), Linear SVM) 54,67 0,38 62,32 0,41

Таблица 3.5
Результаты оценки качества определения типа нуклеарности, 

значения показателя качества F1, в %

Классификатор
Macro F1 Micro F1

mean std mean std
Linear SVM 63,01 0,58 64,20 0,52

NN 63,32 0,88 64,59 0,75
Logistic Regression 63,66 0,37 65,02 0,26

L1 Feature selection + LGBM 67,82 0,86 69,17 0,73
CatBoost 68,03 0,45 69,37 0,36

LGBM 68,81 0,77 70,17 0,67
L1 Feature selection + CatBoost 68,82 0,84 70,31 0,76
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которая вычисляется для каждого признака как сумма 
по количеству разбиений (по всем деревьям решений), 
включающих данный признак, относительно количества 
примеров, разделяемых признаком [294].

Таблица 3.6
Информативные признаки, выделенные методом CatBoost

Тип Признаки Кол-во
Влияние 
на macro 

F1, %

Лексические Элементы TF-IDF векторов 
каждой ДЕ; 8 0,11

Морфосинтакси-
ческие

Парные комбинации 
различных частей речи в 

начале и конце каждой ДЕ;

Число вхождений 
существительных и 
глаголов различной 

морфологии в каждую ДЕ;

119 0,45

Текстовые

Число вхождение 
различных маркеров в 

каждую ДЕ;

Вхождение маркеров в 
начало и конец каждой ДЕ.

1887 2,49

Как можно увидеть из таблиц, наиболее важными 
для модели признаками являются дискурсивные марке-
ры [295]. Их исключение ведет к наибольшей потере ка-
чества. Кроме того, было обнаружено, что исключение 
количественных признаков мало влияет на качество об-
учения моделей, основанных на различных алгоритмах, 
в то время как исключение признаков, указывающих на 
лексический и морфологический состав начала и конца 
каждой дискурсивной единицы, ведет к значительному 
ухудшению качества классификации, в особенности у 
линейных моделей.
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3.5 �Метод полного дискурсивного анализа 
текстов на русском языке

Рассмотрим метод полного дискурсивного анали-
за текстов на русском языке, основанный на объеди-
нении описанных выше подзадач. Для дискурсивно-
го анализа применены модели глубокого обучения, а 
также построена система для полного анализа текстов 
на русском языке, реализующая последовательно сег-
ментацию, построение дискурсивного дерева и клас-
сификацию риторических отношений [279]. В разра-
ботанной системе используется контекстная языковая 
модель ELMo [131], предобученная на русскоязычном 
корпусе. Благодаря ансамблированию моделей глубо-
кого обучения и моделей, основанных на классическом 
машинном обучении, удалось достичь наилучшего ре-
зультата для русскоязычных текстов в задачах класси-
фикации риторических отношений и построения дис-
курсивных деревьев.

Схема полного дискурсивного анализа текста выгля-
дит следующим образом: 

1. � На вход подается текст. При помощи моделей 
UDPipe [296], предобученных на текстах на рус-
ском языке, происходит разбиение на слова и 
предложения. Результат автоматического разбие-
ния текста на предложения корректируется с уче-
том присутствия границ абзацев. 

2. � Каждое предложение разбивается на элементар-
ные дискурсивные единицы при помощи модуля 
дискурсивной сегментации. 

3. � Полученные ЭДЕ используются для построения 
дискурсивного дерева при помощи жадного алго-
ритма, для работы которого обучается структур-
ный классификатор. 

4. � Каждой паре получившегося бинарного дискур-
сивного дерева назначается дискурсивное отно-
шение, предсказанное классификатором ритори-
ческих отношений.
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3.5.1 Дискурсивная сегментация
По аналогии с методами, предложенными в работах 

[134, 297], в качестве метода дискурсивной сегментации в 
методе полного дискурсивного анализа используется ме-
тод маркировки последовательностей, в частности, модель 
BiLSTM-CRF. В качестве контекстной языковой модели 
для получения векторов слов используется модель ELMo 
из проекта RusVectores17, предобученная на Националь-
ном корпусе русского языка и русскоязычной Википедии, 
а также мультиязычная модель BERT-M. Для каждого 
слова в предложении сегментационная модель предсказы-
вает одну из двух меток: «Начало» (Begin) или «Внутри» 
(Inside), затем предложение разбивается согласно меткам 
начала ЭДЕ. BiLSTM-CRF модель состоит из однослой-
ного LSTM-кодировщика, содержащего 100 нейронов, со-
единенного с выходным CRF-слоем. Для предотвращения 
переобучения используются такие инструменты, как про-
реживание (dropout) и нормализация выходов кодиров-
щика (batch normalization). 

3.5.2 Алгоритм построения дискурсивного дерева
Для построения дискурсивных деревьев использо-

ван адаптированный жадный алгоритм, предложенный 
в системе дискурсивного анализа для английского язы-
ка HILDA [109]. В алгоритме последовательно исполь-
зуются классификаторы для предсказания структуры и 
риторического отношения. Структурный классификатор 
предсказывает, могут ли две дискурсивные единицы обра-
зовать ДЕ более высокого уровня. Для предсказанной на 
данном шаге дискурсивной единицы классификатор ри-
торического отношения предсказывает отношение между 
левой и правой частью, а также какая из частей является 
ядром отношения. 

Разработанный алгоритм построения дерева после-
довательно применяется к отдельным предложениям, к 

17)  https://rusvectores.org/
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абзацам и ко всему документу. На уровне предложения 
дискурсивными единицами для инициализации дерева 
являются предсказанные сегментатором элементарные 
дискурсивные единицы. На уровне абзаца и на уровне 
документа деревья инициализируются дискурсивными 
единицами, полученными в результате работы парсера на 
предыдущих уровнях. На каждом уровне построение де-
рева прерывается в одном из двух случаев: если не оста-
лось пар дискурсивных единиц для построения ДЕ более 
высокого уровня, или если вероятность построения ДЕ 
верхнего уровня из имеющегося набора ДЕ меньше неко-
торого порога, установленного для текущего уровня. Фор-
мальное описание алгоритма построения дискурсивного 
дерева приведено на рисунке 3.4.

Рисунок 3.4. Алгоритм построения дискурсивного дерева

Вероятность установления риторического отноше-
ния между дискурсивными единицами предсказывается 
структурным классификатором. Структурным классифи-
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катором является бинарный классификатор, отрицатель-
ными примерами при обучении которого служат распо-
ложенные рядом ЭДЕ или последовательности ЭДЕ, не 
образующие ДЕ верхнего уровня в размеченном корпусе. 
Порогом уверенности для структурного классификатора 
является гиперпараметр, значение которого может состав-
лять от 0.0 до 1.0 включительно и подбирается на тесто-
вом наборе данных по отдельности для уровня предложе-
ния, уровня абзаца и уровня документа.

Дискурсивный анализатор строит размеченное дере-
во для каждого абзаца, используя в качестве листьев ЭДЕ 
и ДЕ, построенные для отдельных предложений абзаца. 
Деревья, построенные для абзацев, служат листьями в де-
реве, которое строится для всего документа. Выбор такой 
стратегии продиктован особенностями разметки текстов 
в корпусе: каждый текст представлен не одним деревом, 
а группой деревьев различной длины. Для дискурсивно-
го анализа обучается один структурный классификатор, 
но для каждого уровня детализации используются разные 
значения порога уверенности. Для построения деревьев 
внутри абзаца этот порог значительно ниже, чем для пол-
ного документа, но принимает строго положительные зна-
чения, поскольку абзац в корпусе не всегда представляет 
собой отдельное поддерево: разные части абзаца могут не 
соединяться, но быть частями соседних деревьев абзац-
ного уровня. По той же причине порог уверенности для 
построения дерева на уровне предложения ниже порога 
для абзацев, но также строго положителен.

Для классификации риторических отношений ис-
пользовался метод симметричного сравнения текстов 
BiMPM, предложенный в работе [298] для решения зада-
чи сравнения предложений и использующийся для извле-
чения неявных отношений между фрагментами текстов 
[299]. В модели BiMPM два текстовых входа кодируются 
при помощи BiLSTM-кодировщика, и каждая пара век-
торов, продуцируемая кодировщиком на каждом шагу 
кодирования левого и правого входа в прямом и обрат-
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ном направлении, сравнивается между собой путем вы-
числения косинусной близости с использованием весов 
векторов. Веса для каждой пары векторов настраиваются 
при обучении модели на конкретной задаче. Результаты 
сравнения обрабатываются на втором слое BiLSTM, и по-
лученные векторы используются для финальной класси-
фикации при помощи полносвязного слоя с softmax-нор-
мализуемым выходом. В качестве входных представлений 
слов левой и правой дискурсивных единиц используются 
символьные эмбеддинги и представления, полученные из 
предобученной модели ELMo.

3.5.3 Экспериментальные исследования метода 
Экспериментальные исследования метода пол-

ного дискурсивного анализа проводились на корпусе 
RuRSTreebank, описанном в разделе 3.3. Для обучения и 
оценки моделей из корпуса были исключены документы 
научного жанра ввиду их специфической структуры. Та-
ким образом, дискурсивный анализатор основан на мате-
риале 233 текстов, включающем новостные и научно-по-
пулярные статьи, а также блоги. Предобработка корпуса 
RuRSTreebank включает корректировку исходных струк-
тур и отношений. Небинарные отношения, такие как Joint 
(Соединение) и Sequence (Последовательность), преобра-
зуются в каскады бинарных отношений. Было обнаруже-
но, что знаки пунктуации, такие как точки и запятые, в 
некоторых случаях перемещены из начала предыдущей 
ЭДЕ в начало следующей, что исправляется в ходе пре-
добработки. 

Низкочастотные отношения (менее 90 обучающих 
примеров) объединены с наиболее частотными некаузаль-
ными классами с тем же типом нуклеарности. Например, 
отношение Elaboration_NS (Детализация с ядром слева) 
заменено отношением Solutionhood_NS (Решение с ядром 
слева), а Preparation_SN (Подготовка с ядром справа) за-
менено на Elaboration_SN (Детализация с ядром справа). 
С учетом нуклеарности итоговый набор составляет 22 от-
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ношения. Гиперссылки и специальные символы заменя-
ются служебными пометами.

Задачей экспериментальных исследований явля-
лось сравнение качества предложенных нейросетевых 
подходов с качеством базовых методов, предложенных 
в разделе 3.4.

Перечислим далее исследуемые методы и наборы 
признаков.

1. � Сегментация. Выделение элементарных дискур-
сивных единиц.

Методы:
– � Baseline. Однослойная BiLSTM-модель, предло-

женная в [300], использующая в качестве призна-
ков веса мультиязычной языковой модели BERT;

– � BiLSTM-CRF. Метод маркировки последователь-
ностей на основе модели BiLSTM-CRF, описан-
ный в 3.5.1.

Признаки:
– � BERT-M. Векторные представления слов из муль-

тиязычной языковой модели BERT;
– � ELMo. Векторные представления слов из предоб-

ученной модели ELMo.
2. � Классификатор риторических отношений. Пред-

сказывает одновременно тип отношения и тип 
нуклеарности. Так, Cause-effect_NS (Причи-
на-следствие с ядром слева) и Cause-effect_SN 
(Причина-следствие с ядром справа) обрабатыва-
ются как разные риторические отношения. 

Методы:
– � Baseline. Классификатором является ансамбль 

модели градиентного бустинга CatBoost на вы-
деленных по важности признаках и линейного 
SVM-классификатора, описанный в разделе 3.4.3;

– � BiMPM. Классификатор на основе BiLSTM-коди-
ровщика, символьных эмбеддингов и векторов из 
предобученной модели ELMo (см. описание выше 
в 3.5.2).
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Признаки:
– � Baseline. Базовый набор признаков включает лек-

сические (явные дискурсивные маркеры), коли-
чественные (количество вхождений риторических 
маркеров и стоп-слов, векторы TF-IDF), морфо-
логические и семантические (расстояния и корре-
ляции между различными векторами признаков, 
извлеченными из дискурсивных единиц) (см. опи-
сание в разделе 3.4.2.);

– � Baseline+AF. Улучшенный базовый набор призна-
ков: список маркеров риторических связей значи-
тельно уменьшен по результатам обучения модели 
градиентного бустинга над решающими деревья-
ми на кросс-валидации. Дополнительные призна-
ки: признак нахождения двух ДЕ на одном уровне 
детализации (в предложении или в абзаце), при-
знаки тональностей левой и правой дискурсивных 
единиц, полученные с помощью системы, предло-
женной в работе [300];

– � ELMo. Векторные представления слов из предоб-
ученной модели ELMo.

3. � Структурный классификатор. Используется для 
предсказания вероятности наличия риторическо-
го отношения между соседними дискурсивными 
единицами. Помимо символьных и ELMo-эмбед-
дингов в качестве входных представлений левой 
и правой ДЕ используются бинарные признаки их 
нахождения в одном предложении и в одном аб-
заце.

Методы:
– � Baseline. SVM-модель с линейным ядром, пред-

сказывающая один из двух классов, описана в раз-
деле 3.4.2;

– � BiMPM. Классификатор на основе BiLSTM-ко-
дировщика, символьных эмбеддингов и векторов 
из предобученной модели ELMo (см. описание 
выше).
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Признаки:
– � Baseline+AF. Улучшенный базовый набор призна-

ков, описанный выше в пункте 2;
– � ELMo. Векторные представления слов из предоб-

ученной модели ELMo.
Результаты оценки качества решения отдельных 

подзадач представлены в таблице 3.7. Структурный 
классификатор используется в системе для выявления 
неэлементарных дискурсивных единиц, классификатор 
отношений используется для предсказания класса отно-
шения и вида зависимости между дискурсивными еди-
ницами.

Результаты экспериментов показывают, что добавле-
ние CRF-слоя и использование специфичной для языка 
контекстной языковой модели позволяет улучшить каче-
ство работы сегментатора на 0,86%. 

Нейросетевая модель для структурной классифика-
ции демонстрирует качество, сравнимое с моделью, ис-
пользующей интерпретируемые признаки, в терминах 
F-меры, но имеет лучший показатель полноты (Recall).

Результаты оценки на тестовом корпусе базовой 
модели (Baseline) для классификации отдельных рито-
рических отношений, для улучшенной базовой моде-
ли (Baseline+AF), BiMPM-классификатора и ансамбля 
улучшенной базовой и нейронной моделей (Ensemble) 
представлены на рисунке 3.5. Можно заметить, что ней-
росетевой классификатор показывает наилучший резуль-
тат для распознавания 12 из 22 риторических отношений. 
Однако с помощью базовой модели лучше распознают-
ся наиболее частотные классы: Joint (Соединение, 21,9% 
корпусных примеров) и Elaboration (Уточнение, 20,4% 
примеров), поскольку она более склонна к обобщению. 
Ансамблирование базовой модели и BiMPM-классифи-
катора позволяет улучшить макроусредненный показа-
тель F-меры на 2,86%.

В таблице 3.8 приведены результаты оценки ка-
чества построения дискурсивного дерева на ЭДЕ из 



Дискурсивный анализ текстов

147

Та
бл

иц
а 

3.
7

Ре
зу

ль
та

ты
 о

це
нк

и 
ка

че
ст

ва
 к

ом
по

не
нт

ов
 п

ол
но

го
 д

ис
ку

рс
ив

но
го

 а
на

ли
за

, в
 %

Ко
м

по
не

нт
М

ет
од

П
ри

зн
ак

и
D

ev
Te

st
P

R
F1

P
R

F1

С
ег

м
ен

та
ци

я
Ba

se
lin

e
BE

R
T-

M
91

,7
9

85
,4

0
88

,4
8

89
,6

6
85

,5
6

87
,5

6

Bi
LS

TM
+C

R
F

BE
R

T-
M

90
,7

5
88

,7
2

89
,7

2
87

,8
0

88
,9

9
88

,3
9

EL
M

o
92

,1
0

87
,5

3
89

,7
6

89
,0

9
87

,8
6

88
,4

2

С
тр

ук
ту

рн
ая

 
кл

ас
си

ф
ик

ац
ия

Ba
se

lin
e

Ba
se

lin
e 

+A
F

57
,4

2
75

,4
2

65
,2

0
58

,4
2

76
,3

8
66

,2
1

Bi
M

PM
EL

M
o

54
,9

5
82

,9
5

66
,1

1
54

,5
4

82
,8

2
65

,7
7

Ba
se

lin
e+

-
Bi

M
PM

Ba
se

-
lin

e+
AF

, 
EL

M
o

57
,6

2
82

,5
6

67
,8

7
57

,6
6

83
,0

6
68

,0
7

Кл
ас

си
ф

ик
ац

ия
 

ри
то

ри
че

ск
их

 
от

но
ш

ен
ий

Ba
se

lin
e

Ba
se

lin
e

45
,5

4
42

,0
7

42
,7

0
42

,4
8

41
,3

2
40

,6
3

Ba
se

lin
e+

AF
48

,7
6

44
,1

5
45

,4
5

46
,5

4
44

,1
8

44
,1

9
Bi

M
PM

EL
M

o
50

,8
5

46
,8

0
46

,7
6

47
,3

5
45

,4
0

44
,6

4

Ba
se

lin
e+

-
Bi

M
PM

Ba
se

-
lin

e+
AF

, 
EL

M
o

54
,2

8
48

,5
9

49
,1

7
49

,8
9

47
,7

3
47

,5
0



Глава 3

148

размеченного корпуса (т.е. сегментация берется из раз-
метки) при помощи моделей, показавших наилучший 
результат из таблицы 3.7. Аналогично работе [291] 
представлены как микроусредненные оценки, вычислен-
ные при сравнении построенных методом и размечен-
ных пар дискурсивных единиц из всех документов, так 
и макроусредненные оценки, полученные усреднением 
оценок, полученных для каждого документа корпуса в 
отдельности. Также представлены оценки на подкорпу-
сах тестового корпуса разных жанров: блогов (Blogs) и 
новостей (News).

Рисунок 3.5. Качество определения отдельных риторических 
отношений разными методами
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Таблица 3.8
Результаты оценки качества полного дискурсивного анализа, в %

Micro Macro Macro F1
P R F1 P R F1 Blogs News

Структурная 
класификация

38,04 38,59 38,31 39,61 44,67 41,98 40,35 43,26

Нуклеарность 30,96 31,40 31,18 31,72 35,28 33,40 32,08 34,43
Классификация 

отношений
23,87 24,21 24,04 24,78 27,69 26,16 24,53 27,43

Полная 23,58 23,91 23,75 24,44 27,25 25,77 23,96 27,18

Результаты экспериментов показывают, что анализа-
тор демонстрирует более высокое качество работы на но-
востных текстах. В работе [279] представлен подбробный 
анализ ошибок дискурсивного анализатора и их причин.

3.6 Выводы по главе 3
Разработанный корпус Ru-RSTreebank является 

первым полноценным корпусом русскоязычных текстов 
с дискурсивной разметкой согласно Теории риторических 
структур. В общей сложности в корпус входит около 330 
текстов, 435 000 словоупотреблений, включая более 100 
новостных текстов, 100 научных текстов, 100 текстов из 
социальных медиа. На основе корпуса Ru-RSTreebank 
проведены многочисленные лингвистические исследова-
ния особенностей дискурсивной структуры текстов на 
русском языке.

На материале корпуса Ru-RSTreebank исследована 
задача выделения элементарных дискурсивных единиц с 
помощью методов машинного обучения. Наилучшее каче-
ство достигается с помощью бинарного классификатора 
с семплированием при помощи техники SMOTE. На ма-
териале корпуса Ru-RSTreebank исследована задача по-
строения неразмеченного дискурсивного дерева разбора 
с учетом жанровых различий в разметке корпуса. Иссле-
дована задача классификации отношений и определения 
ядерности в дискурсивном дереве разбора. При решении 
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обеих задач использовалась комбинация лексических, 
морфологических и семантических текстовых признаков. 
Было выявлено, что наиболее важными для классифи-
кации признаками являются дискурсивные маркеры. Их 
исключение ведет к наибольшей потере качества.

Впервые для русского языка разработан метод авто-
матического дискурсивного анализа текстов на русском 
языке, основанный на машинном обучении. В методе ре-
шаются все подзадачи дискурсивного анализа: дискур-
сивная сегментация, построение дискурсивного дерева, 
классификация риторических отношений. Предложен ал-
горитм и метод структурной классификации для построе-
ния дискурсивных деревьев. Предложен набор признаков 
для классификации риторических отношений классиче-
скими методами традиционного машинного обучения. 
Экспериментальные исследования показывают возмож-
ность дискурсивного анализа текстов на русском языке с 
хорошим качеством.
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ГЛАВА 4

СЕМАНТИЧЕСКИЙ ПОИСК  
И АНАЛИЗ ТЕКСТОВ

Эта глава посвящена применению описанных в 
Главе 2 методов семантического анализа текстов к ре-
шению задач информационного поиска и интеллекту-
ального анализа текстов. Традиционно задача инфор-
мационного поиска по текстовым документам решается 
на основе ключевых слов, где единицей поиска и ана-
лиза является лексема [301]. С 2000-х годов делаются 
попытки учитывать значения слов и высказываний, и 
возникает понятие семантического поиска, однако под 
семантическим поиском принято понимать преиму-
щественно поиск с применением технологий Semantic 
Web [302], онтологий и тезаурусов [303]. Тем не менее, 
в разделе 1.2 показано, что для информационного поис-
ка по запросу используются и семантические роли.

Рассмотрим в этой главе способы учёта семанти-
ки при поиске и анализе текстовых документов [304]. 
В главе представлены методы семантического и вопро-
сно-ответного поиска, методы интеллектуального ана-
лиза научных текстов, которые основаны на реляци-
онно-ситуационном анализе текстов и установлении 
семантических ролей.
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4.1 �Семантический поиск на основе 
реляционно-ситуационного анализа

4.1.1 Принципы семантического поиска 
Семантический поиск предназначен для поиска до-

кументов по запросам на естественном языке с учетом 
семантики языка [305]. Задача семантического поиска 
состоит в поиске текстовых документов, наиболее близ-
ких по смыслу поисковому запросу [306, 307]. Основной 
принцип семантического поиска заключается в сравнении 
образов документов и запроса и приписывании каждо-
му документу значения меры его смысловой и содержа-
тельной близости запросу [308]. Это значение называется 
релевантностью документа. Значение релевантности до-
кумента используется затем при сортировке результатов 
поиска. Под поисковыми образами запроса и документов 
будем понимать их реляционно-ситуационные структуры, 
представленные в главе 2. 

Именно вычисление семантической близости текстов 
запроса и документов составляет ключевую проблему се-
мантического поиска. Сравнение двух образов – это сравне-
ние однотипных составляющих образ структур, например, 
синтаксических деревьев или семантических отношений. 
Релевантность документа складывается как взвешенная 
сумма релевантностей, посчитанных по отдельным типам 
составляющих образ структур. В предлагаемом методе се-
мантического поиска реализован расчет следующих типов 
релевантности:

−	 По словам – мера близости по словам и словоформам;
−	 По словосочетаниям – мера совпадения групп 

синтаксически связанных слов;
−	 По семантическим ролям – мера совпадения 

семантических ролей;
−	 По семантическим связям – мера совпадения 

семантических связей.
Пусть даны множество документов D и запрос q в 

виде текстов на естественном языке, каждый документ 
 и запрос q имеют реляционно-ситуационную струк-
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туру, описываемую выражениями (2.1) – (2.11) из Главы 
2, т.е. тексты документов и запроса разбиты на предложе-
ния, которые разбиты на клаузы, клаузы содержат пре-
дикатные и именные синтаксемы, между синтаксемами 
установлены ролевые и семантические отношения.

При вычислении релевантности по словам лексиче-
ская релевантность  будет вычисляться как пересе-
чение слов запроса и документа относительно всех слов 
запроса:

,    (4.1)

где:
– �   и  – графематические модели предложений 

текстов запроса и документа;
– �   и  – графематические модели клауз предло-

жений запроса и документа;
– �   и  – леммы слов, входящих соответственно 

в клаузы запроса и документа. 
Представленный способ вычисления релевантности 

по словам имеет принципиальный характер, на практи-
ке слова взвешиваются, например, в соответствии с под-
ходом TFIDF, а формула релевантности может быть на-
много сложней и учитывать, например, длину текста (см. 
формулу BM25 [309]).

При вычислении релевантности по словосочетани-
ям оценивается совпадение всех пар слов, образующих 
синтаксическое отношение в словосочетаниях запроса и 
документа. Синтаксическая релевантность  вы-
числяется как сумма по всем словосочетаниям запроса 
синтаксического сходства (similarity) документа и каждо-
го словосочетания запроса, относительно количества сло-
восочетаний запроса.

Под словосочетанием будем понимать множество P 
поддеревьев дерева синтаксического разбора в клаузе ,  
описываемого выражением (2.6), . Пусть  –  
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множество словосочетаний в тексте запроса,  – множе-
ство словосочетаний в тексте документа, тогда 

,         (4.2)

где сходство документа и запроса по словосочетанию вы-
числяется как максимальная синтаксическая близость 
каждого словосочетания документа словосочетанию за-
проса по всем словосочетаниям документа:

,      (4.3)

а синтаксическое сходство словосочетания запроса и 
словосочетания документа вычисляется как пересечение 
совпадающих пар слов, образующих синтаксическое от-
ношение в словосочетаниях запроса и документа, относи-
тельно всех пар словосочетания запроса:

,         (4.4)

где:
– �   – множество синтаксически связанных пар 

слов словосочетания запроса, описываемых выра-
жением (2.6);

– �   – множество синтаксически связанных пар 
слов словосочетания документа, описываемых вы-
ражением (2.6);

– �   – множество совпадающих пар 
слов (лемм слов) словосочетаний запроса и доку-
мента, образующих синтаксическую связь:

,  (4.5)

где:
– �   и – леммы слов словосочетания запроса 

и документа.
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Отметим, что совпадение типа синтаксической связи 
не требуется.

Таким образом, наиболее релевантными по словосо-
четаниям считаются документы, содержащие словосоче-
тания, синтаксические деревья которых наиболее полно 
пересекаются с синтаксическими деревьями словосочета-
ний запроса. При вычислении релевантности по слово-
сочетаниям можно рассматривать только синтаксические 
поддеревья, соответствующие именным группам.

При вычислении релевантности по семантическим 
ролям оценивается совпадение синтаксем и их семантиче-
ских ролей в запросе и документе [262]. Релевантность по 
семантическим ролям  вычисляется как сумма 
по всем синтаксемам запроса сходства (similarity) по се-
мантическим ролям документа каждой синтаксеме запро-
са, относительно всех синтаксем запроса.

Пусть S – множества синтаксем текста. Напом-
ним, что каждая синтаксема , согласно выраже-
нию (2.9), состоит из слов и имеет значение (роль) 
s = <(w

1
, w

2
, … w

n
), r>, . Обо-

значим множество синтаксем запроса как , а множе-
ство синтаксем документа как . Тогда релевантность 
документа запросу по семантическим ролям вычисля-
ется как

,              (4.6)

где:
– �   – оператор вычисления сходства синтаксем, 

такой что:

, (4.7) 

где:
– �   и  – леммы главных слов сравниваемых 

синтаксем запроса и документа;
– �   и  – значения сравниваемых синтаксем за-

проса и документа. 
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Отметим, что при вычислении сходства синтаксем 
проверяется совпадение только главных слов синтаксем, 
то есть у именных синтаксем это будет существительное, 
стоящее в вершине синтаксического дерева (именной 
группы) синтаксемы.

Наконец, при вычислении релевантности по семан-
тическим отношениям оценивается процент совпадающих 
синтаксем и семантических отношений между ними в за-
просе и документе. Пусть  и  – множества семан-
тических отношений запроса и документа соответственно, 
описываемых выражением (2.9). Релевантность по семан-
тическим отношениям  вычисляется как:

,             (4.8)

где:
– �   – оператор вычисления сходства синтаксиче-

ских отношений, такой что:

, (4.9) 

где:
– �  ,  и ,  – леммы главных слов пар 

синтаксем запроса и документа, образующих се-
мантическое отношение;

– �   и  – типы семантических отношений меж-
ду синтаксемами запроса и документа в анализи-
руемых клаузах.

При вычислении сходства семантических отношений 
проверяется совпадение только главных слов синтаксем.

Общая релевантность документа запросу  
вычисляется как взвешенная сумма предложенных типов 
релевантности:

, (4.10)
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где , , ,  – веса соответствую-
щих релевантностей, при этом  +  +  + 

= 1.
При сравнении поисковых образов запроса и доку-

мента в зависимости от целей поиска возможно давать 
приоритет релевантности по словам, словосочетаниям, 
семантическим ролям или отношениям, назначая разные 
соотношения значениям весов. Поэтому возникают следу-
ющие виды семантического поиска:

– � Ситуационный поиск. Ищутся документы, в ко-
торых описывается ситуации, наиболее близкие 
ситуации, описанной поисковым запросом на 
естественном языке. Под ситуацией понимается 
сложившееся положение в предметной области, 
выраженное средствами естественного языка. 
Ситуация описывается объектами предметной 
области – участниками ситуации (синтаксе-
мами), и сложившимися отношениями между 
ними. С точки зрения поиска ситуаций, инте-
рес представляет именно тип отношений, связей 
между участниками, сами же участники не фик-
сированы.

– � Фактографический поиск. Ищутся документы, в 
которых описываются факты, наиболее близкие 
фактам, описанным в поисковом запросе на есте-
ственном языке. Факт – это ситуация с фиксиро-
ванными участниками. Для поиска фактов важны 
и участники (синтаксемы с ролями), и отношения 
между ними.

– � Объектный поиск. Ищутся документы, в которых 
описываются объекты, наиболее близкие описан-
ным в поисковом запросе на естественном языке. 
Объекты – это участники ситуации (синтаксемы). 
С точки зрения поиска объектов, отношения меж-
ду участниками менее важны, чем сами участники 
и их характеристики, обычно выражаемые имен-
ными словосочетаниями.
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Поясним простым примером принцип вычисления 
семантической близости.

Пусть пользователь задал запрос «ягода растет в 
лесу». Образ запроса будет реализовывать локативное 
отношение LOC(X, Y), которое определяет то, что X, 
пространственно приближено к Y, или что Y является 
местоположением X в пространстве. Каждое отношение 
в образе представлено как триада <relation, arg1, arg2>, 
где <relation> – некоторый тип семантического отно-
шения, <arg1>, <arg2> – соответствующие синтаксемы, 
имеющие при этом значение (семантическую роль), ко-
торую каждая из них играет в связи. Итак, образ запроса 
реализует отношение LOC(ягода, лес) и фактически со-
стоит из триады: <LOC, ягода[субъект], лес[локатив]>. В 
квадратных скобках указаны роли, которые играют участ-
ники в отношении-ситуации. Для документа аналогично 
строятся триады. При сравнении образов сравниваются 
однотипные составляющие троек – отношения с отноше-
ниями, синтаксемы с синтаксемами. Каждое такое сравне-
ние имеет результат – число от 0 до 1. Например, грубо, 
если одна роль запроса присутствует в документе, а дру-
гая нет, то релевантность документа по ролям будет равна 
0,5. Аналогично сравниваются другие структуры – реле-
вантность по словам будет равна отношению числа слов 
запроса, найденных в документе, к числу слов в запросе. 

При ситуационном поиске больший вес при сравне-
нии троек приписывается типу отношений, и релевантнее 
окажутся те документы, в которых есть тройки с первой 
составляющей LOC, т.е. документы, в которых говорится 
о том, что что-то где-то находится. Заметим, что совпа-
дение слов синтаксем здесь может вовсе не потребовать-
ся. Релевантным окажется, например, документ с текстом 
«Птицы живут в лесах».

При фактографическом поиске большую роль игра-
ют семантические роли и совпадение слов синтаксем, при 
которых эти роли обнаружены. Релевантнее окажутся те 
тройки и образы, которые содержат синтаксемы со зна-
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чениями [субъект] и [локатив] и при которых будут син-
таксемы с главными словами «ягода» и «лес». Например, 
релевантными будут документы с текстом «Ягоды собира-
ют в лесу».

При объектном поиске наибольшее значение прида-
ется совпадению слов в синтаксемах, которые выражают 
участников ситуации. Таким образом, релевантнее бу-
дут документы, в которых присутствуют слова «ягода» 
и «лес», даже если в тексте документа им не приписаны 
те же роли и отношения, как в тексте запроса. Для тако-
го типа поиска вполне релевантным окажется документ с 
текстом «пойду в лес за ягодами», в котором ягода и лес 
реализуют совсем другие роли.

Итак, в процессе семантического поиска каждому об-
разу документа, а значит и самому документу, приписы-
вается значение релевантности, меры близости документа 
запросу. Документы упорядочиваются по убыванию об-
щей релевантности.

4.1.2 Алгоритмы вычисления семантической реле-
вантности документа

Приведем далее алгоритмы вычисления семантиче-
ской релевантности документа запросу и общий алгоритм 
семантического поиска в соответствии с описанными 
выше принципами 

Алгоритм вычисления релевантности по семантиче-
ским ролям

Входные параметры (фактические):
Список синтаксем запроса.
Список синтаксем документа.
Выходные параметры:
Релевантность по семантическим ролям.
Алгоритм работы:
1. Цикл по синтаксемам запроса. 

1.1 Цикл по синтаксемам документа.
1) � Если совпали семантические роли синтак-

сем запроса и документа, то:
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а) �Сравнение главных слов синтаксем. 
б) �Если совпадают главные слова синтак-

сем, увеличить релевантность документа 
на 1,0. Выйти из цикла по синтаксемам 
документа.

2. �Нормировка релевантности по ролям путем деле-
ния на число синтаксем.

3. �Возвращение полученного значения релевантно-
сти.

Алгоритм вычисления релевантности по семантиче-
ским отношениям

Входные параметры (фактические):
Список семантических отношений запроса.
Список семантических отношений документа.
Выходные параметры:
Релевантность по семантическим отношениям.
Алгоритм работы:
1. Цикл по семантическим отношениям запроса. 

1.1. �Обнуление переменной текущей релевантно-
сти по отношениям.

1.2 �Цикл по семантическим отношениям документа.
1) �Если совпали типы семантических отноше-

ний, то:
а) �Сравнение первой синтаксемы из отно-

шения запроса с первой синтаксемой те-
кущего отношения документа.

б) �Если совпадают, увеличить релевант-
ность на 0,5.

в) �Сравнение второй синтаксемы из отно-
шения запроса со второй синтаксемой 
текущего отношения документа.

г) �Если совпадают, увеличить релевант-
ность на 0,5.

2) �Если полученная релевантность больше те-
кущей релевантности по отношениям, то 
присвоить текущей релевантности значение 
полученной релевантности.
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1.3 �Прибавление текущей релевантности к пол-
ной.

2. �Нормировка полной релевантности путем деления 
на число отношений в запросе.

3. �Возвращение полученного значения полной реле-
вантности.

Общий алгоритм семантического поиска
Для ускорения поиска применяется индексирование 

текстовых документов. На этапе индексирования тексто-
вые документы подвергаются реляционно-ситуационному 
анализу для построения поисковых образов документов в 
виде реляционно-ситуационных структур. Такие структу-
ры складываются в поисковые индексы согласно методам 
и подходам, разработанным Соченковым И.В. [310].

Алгоритм семантического поиска текстов на есте-
ственном языке состоит из следующих этапов:

ЭТАП 1. Обработка текста поискового запроса. Из 
запроса удаляются стоп-слова, для некоторых слов и сло-
восочетаний могут добавляться синонимы. Далее текст 
запроса подвергается реляционно-ситуационному анали-
зу для построения семантического образа запроса в виде 
реляционно-ситуационной структуры.

ЭТАП 2. Выборка из семантического индекса обра-
зов документов, содержащих слова запроса. Для каждого 
слова запроса из индекса считывается список вхождений 
в документы, при этом считываются синтаксические и 
семантические пометы слов и метаописания документов 
(название, ссылка на источник и т.п.).

ЭТАП 3. Вычисление релевантности каждого до-
кумента поисковому запросу, согласно принципам и ал-
горитмам, описанным выше. Вычисление релевантности 
состоит в сравнении лингвистических структур, составля-
ющих образы запроса и документа. Упорядочивание до-
кументов по убыванию релевантности.

ЭТАП 4. Построение поисковых аннотаций – фраг-
ментов документов, наиболее релевантных запросу, и 
окончательное формирование поисковой выдачи.
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Алгоритм семантического поиска текстов на есте-
ственном языке приведен на рисунке 4.1.

4.1.3 Экспериментальные исследования
Экспериментальная оценка алгоритма семантиче-

ского поиска проводилась в рамках российского семина-
ра по оценке методов информационного поиска18 в 2007 
– 2010 годах [311–314]. Участие в семинаре проходит на 
следующих условиях: участникам раздаются коллекции 
документов и запросов (несколько миллионов докумен-
тов и несколько десятков тысяч запросов); коллекции 
документов необходимо проиндексировать, после чего в 
автоматическом режиме выполняется поиск по запросам. 
Результаты поиска помещаются в файл, который затем 
обрабатывается независимыми экспертами-оценщиками, 
которые определяют степень релевантности запросов и 
документов. Методология оценки основывается на сле-
дующих принципах:

– � Эксперт оценивает соответствие документов ис-
ходному запросу на основе расширенного опи-
сания информационной потребности (к каждому 
запросу прилагается краткое описание того, что 
должно быть по нему найдено).

– � Используется метод оценки типа «общего котла» 
(pooling) с разной глубиной пула.

– � Используется следующая шкала экспертной оцен-
ки релевантности: 
1) � точно релевантно;
2) � возможно релевантно;
3) � вероятно, релевантно;
4) � не релевантно;
5) � невозможно оценить.

– � Результат считается релевантным, если он полу-
чил оценку по одному из первых двух пунктов 
шкалы.

18)  Подробно о семинаре можно узнать на сайте по адресу http://www.romip.ru
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Вход

Выход

Семантический анализ 
текста запроса

Запрос на естественном 
языке

Поиск документов в 
семантическом индексе

Семантический образ запроса

Запрос на поиск в семантическом индексе

Список документов с полной релевантностью

Просмотр слов 
запроса

Есть еще слово
запроса

Выбрать из индекса документы, 
содержащие слово запроса, с 
семантическими пометами 
вхождений слов в документ

Слияние списков 
документов для всех слов 

запроса

Вычисление релевантности по словам

Упорядочивание 
документов по полной 

релевантности

Списки документов для 
каждого слова запроса

Один список документов для всех слов запроса

Список документов, упорядоченный по полной 
релевантности

Формирование аннотаций и 
метаописаний документов

НЕТ

ДА

НЕТ

Цикл по 
документам

Есть еще документ ДА

Вычисление релевантности по 
словосочетаниям

Вычисление релевантности по 
семантическим ролям

Вычисление релевантности по 
семантическим отношениям

Вычисление полной релевантности

Рисунок 4.1. Алгоритм семантического поиска текстов  
на естественном языке



Глава 4

164

– � Для выставления итоговой оценки документу ис-
пользуются два способа:
1) � Строгая оценка AND – документ получает 

оценку релевантен или нерелевантен, если все 
оценщики выставили соответствующую оценку. 

2) � Нестрогая оценка OR – результат получает 
оценку релевантен, если хотя бы один оцен-
щик выставил соответствующую оценку.

Для оценки поискового алгоритма используются 
показатели качества точность и полнота, а также 11-то-
чечный график TREC, который отображает совмещенные 
показатели точности и полноты при разных показателях 
точности. 

Полнота R определяется как отношение количества 
правильно найденных оцениваемым методом документов 
к общему количеству релевантных данному запросу доку-
ментов:

,                           (4.11)

где:
– � a – количество правильно найденных методом до-

кументов, т.е. релевантных по экспертной оценке;
– � c – количество релевантных по экспертной оценке 

документов, которые метод не смог обнаружить.
Точность P определяется как отношение количества 

релевантных документов к общему количеству найденных 
документов:

,                        (4.12)

где:
– � a – количество правильно найденных методом 

документов, т.е. релевантных по экспертной 
оценке;

– � b – количество документов, найденных методом, 
но не релевантных с точки зрения экспертов.
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Для оценки качества метода поиска по множеству 
поисковых запросов применяется микро- и макроусредне-
ние значений показателей [315].

11-точечный график полноты/точности отражает из-
менениеточности в зависимости от требований к полноте 
и дает болееполную информацию, чем показатель в виде 
одной цифры. По оси абсцисс на графике откладываются 
значения полноты, пооси ординат – значение точности 
при условии, что рассматриваетсяначальный отрезок ре-
зультатов запроса, на котором достигаетсязаданный уро-
вень полноты. Процедура построения 11-точечного гра-
фика TREC описана в работе [315]. Этот график удобен 
для наглядного сравнения качества поисковых методов – 
чем выше этот график, тем лучше качество поиска.

На рисунках 4.2 и 4.3 приводятся 11-точечные графи-
ки зависимости точности от полноты для OR и AND оценок 
разработанного метода семантического поиска под названи-
ем Exactus, по сравнению с методами других разработчиков, 
полученные в результате мероприятия РОМИП в 2008 году.

Рисунок 4.2. 11-точечный график зависимости точности от полноты 
для метода семантического поиска (участник Exactus). OR-оценка
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Рисунок 4.3. 11-точечный график зависимости точности от 
полноты для метода семантического поиска (участник Exactus). 

AND-оценка

Как видно из графиков, разработанный метод се-
мантического поиска показал лучшие результаты по ка-
честву поиска по сравнению с другими участниками. 
Анализ результатов участия в РОМИП показывает, что 
нельзя выделить какой-либо один фактор, существенно 
влияющий на показанное преимущество разработанно-
го метода по сравнению с аналогами. Однако заметим, 
что около 37% запросов, оцениваемых асессорами РО-
МИП, содержат синтаксемы с ролями, и только 16% 
из этих запросов содержат предикатные слова, т. е. в 
остальных запросах для синтаксем происходило снятие 
многозначности с помощью метода, описанного в раз-
деле 2.3.4. Из этого можно сделать вывод, что хороших 
результатов позволила достичь совокупность методов 
и подходов, включая применение машинного обучения, 
статистики, реляционно-ситуационной семантики, пра-
вил установления значений синтаксем в безглагольных 
предложениях.
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4.2 Вопросно-ответный поиск
Рассмотрим как семантическая структура высказы-

ваний применяется при вопросно-ответном поиске. Во-
просно-ответный поиск является разновидностью ин-
формационного поиска, при котором запрос задан в виде 
вопросительного предложения, а ответом должен быть не 
документ, а предложение, содержащее ответ на вопрос, 
или фраза\словосочетание, представляющая непосред-
ственно точный ответ.

Задача вопросно-ответного поиска имеет множество 
постановок. Ответ на вопрос может искаться в структу-
рированной базе данных [316, 317], извлекаться из текста 
документа коллекции [318] или генерироваться с приме-
нением логического вывода [319]. Последнее время пре-
обладают методы на основе применения нейросетевых 
подходов [320].

В этой работе постановка задачи вопросно-ответ-
ного поиска наиболее близка ко второму варианту: ответ 
должен извлекаться из неструктурированных текстовых 
документов. Такой подход обладает большей интерпре-
тируемостью по сравнению с остальными. Большое ко-
личество систем, решающих рассматриваемую задачу, 
опираются как правило только на лексические шабло-
ны и синтаксическую структуру текста. Реализованные 
в них методы осуществляют сравнение синтаксиче-
ских поддеревьев запроса пользователя и текстов доку-
ментов из поискового массива (например, [321, 322]). 
Обобщение этого подхода представлено в работе [323], 
в ней отдельные деревья предложений объединяются 
по различным семантическим и кореферентным связям 
в «чащи разбора» для целых параграфов, что дает пре-
имущество при их сопоставлении с запросом. Отметим 
также систему, представленную в работе [324]. Она 
принимала участие в соревнованиях по вопросно-ответ-
ному поиску РОМИП-2006 [325]. Для ранжирования 
ответов эта система помимо синтаксических шаблонов, 
также использует семантические правила и учитывает 
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семантические классы объектов в тексте. Подробнее об-
зор подходов к вопросно-ответному поиску представлен 
в работе [326].

В отличие от методов, применяемых в вышеупо-
мянутых работах, рассматриваемый здесь метод вопро-
сно-ответного поиска, помимо синтаксических деревьев 
и семантических ролей использует также семантические 
отношения между сущностями, которые позволяют в не-
которой степени абстрагироваться от ролевых структур и 
проводить более общее сопоставление вопросов и текстов, 
содержащих ответ.

4.2.1 Принципы вопросно-ответного поиска  
с учетом семантики

Рассмотрим принципы выполнения вопросно-от-
ветного поиска с учетом семантических структур текста 
запроса и документа, содержащего ответ на вопрос. Эти 
принципы интуитивно понятны и отличаются от прин-
ципов семантического поиска, описанных в разделе 4.1.1, 
только способами построения семантического образа за-
проса и сравнения образов запроса и документа.

Для более простого пояснения обратимся к приме-
ру из раздела 4.1.1. Если пользователь задал вопрос, на-
пример, «где растут ягоды», то процедура поиска будет 
немного отличаться. Образ запроса будет представлять 
собой такую тройку <LOC, *[локатив], ягода[субъект]>. 
Такую тройку строит метод анализа вопросительных 
предложений, который подбирает для вопросительного 
слова «где» подходящую роль [локатив] и отношение 
LOC. При сравнении с образами документов, совпадение 
слов синтаксемы при роли [локатив] необязательно. Т.е. 
там может стоять и «в поле» и «на деревьях», что будет 
одинаково релевантным и являться ответом на постав-
ленный вопрос.

Признаком вопросительного предложения является 
наличие вопросительного слова в нем (но не наличие 
вопросительного знака). Список вопросительных слов 



Семантический поиск и анализ текстов

169

создается лингвистом и хранится в специальном фай-
ле. Для вопросительного предложения лингвистический 
анализ проходит не совсем так же, как и для простого 
предложения. Вопросительное предложение с точки зре-
ния семантического образа заменяет некоторые целевые 
семантические структуры вопросительным словом. За-
дача обработки вопросительных конструкций – восста-
новить эти отсутствующие структуры, для того, чтобы 
в дальнейшем проводить полноценное сравнение образа 
запроса с образами документов. Совпадающие с восста-
новленными в запросе структуры документа будут яв-
ляться ответом на вопрос.

Восстановление семантических структур для вопро-
сительного слова, а именно семантических ролей и связей, 
заключается в поиске множества ролей и связей, соответ-
ствующих вопросительному слову. Когда в предложении 
в результате лингвистического анализа выделено вопро-
сительное слово, для него в словаре предикатных слов 
ищутся способные заместить его семантические роли и 
связи. Найденные роли и связи помещаются в семантиче-
скую структуру (образ).

При сравнении образов для структур с вопроси-
тельными словами сравниваются только семантические 
пометы, а синтаксические деревья – нет, потому что в 
запросе присутствует вопросительное слово, а в доку-
менте – ответ на него. Результатом работы алгоритма 
обработки вопросительных конструкций является пол-
ноценный семантический образ вопросительного пред-
ложения запроса, пригодный для сравнения с образами 
документов, что позволяет искать ответы на поставлен-
ный в запросе вопрос.

Для реализации алгоритма обработки вопроситель-
ных конструкций используется словарь предикатных 
слов, пополненный статьями для вопросительных слов 
русского языка. В таблице 4.1 представлены некоторые 
вопросительные слова и соответствующие им семанти-
ческие роли.
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Таблица 4.1
Вопросительные слова и соответствующие им роли в словаре 

предикатных слов

Вопросительное слово Семантическая роль
Что? Кто? субъект

Где? локатив
Откуда? аблатив
Куда? директив
Когда? темпоратив
Чей? субъект

До какого времени?

темпоратив

До каких пор?
С каких пор?

С какого времени?
Как долго?

Сколько (времени)?
Из-за чего?

каузативВ связи с чем?
Благодаря чему?
Вследствие чего?
С какой целью?

Зачем?

объектив

дестинатив
К чему? результатив

Рассмотрим пример поискового запроса в вопроси-
тельной форме:

Пусть имеется запрос: 
«К чему приводит гипертония?»,

и документы, содержащие следующие фрагменты текста:
Документ1: �«Гипертония приводит к нарушению кро-

воснабжения тканей»,
Документ2: �«Хроническое недосыпание приводит к 

гипертонии».
В запросе слово «что» в дательном падеже с пред-

логом «к» имеет семантическое значение «результатив» 
– результат воздействия чего-либо, а слово гипертония 
имеет семантическое значение «каузатив» - источник или 



Семантический поиск и анализ текстов

171

причина воздействия. В первом документе слово «на-
рушение», являющееся управляющим в словосочетании 
«нарушение кровоснабжения тканей», имеет семантиче-
ское значение «результатив» и будет являться ответом 
на поставленный вопрос. На рисунке 4.4 представлены 
семантические образы запроса и релевантного ему текста.

К чему

приводит

гипертония

результатив каузатив

Гипертония

приводит

к нарушению 
кровоснабжения тканей

каузатив результатив

Рисунок 4.4. Семантические образы запроса и релевантного ему 
текста. Пунктирной линией обозначено сопоставление синтаксем с 

одинаковой семантической ролью

Во втором же документе, «результативом» является 
слово «гипертония», а «каузативом» слово «недосыпание», 
т.е. второй документ совсем не близок по смыслу запросу, 
даже напротив, хотя по словам достигнуто полное соот-
ветствие. Поисковые машины, не учитывающие семанти-
ку, могут выдавать результаты, схожие именно со вторым 
документом, в то время как согласно семантическому ран-
жированию первый документ более релевантен запросу.

4.2.2 �Алгоритмы вопросно-ответного поиска  
с учетом семантики

Общий алгоритм ранжирования результатов вопро-
сно-ответного поиска

Пусть задан запрос в вопросительной форме и имеет-
ся множество текстов S, потенциально содержащих ответ 
на вопрос [327]. Для простоты описания алгоритма поло-
жим, что запрос пользователя состоит из одного предло-
жения. Алгоритм легко может быть обобщен на случай, 
когда запрос состоит из нескольких предложений. Чтобы 
отсортировать множество текстов, для каждого фрагмента 
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текста f (fragment) необходимо вычислить оценку его ре-
левантности запросу rf. Рассмотрим общий алгоритм вы-
числения этой оценки.

Каждый текст разбивается на предложения, для каж-
дого из которых вычисляется две оценки релевантности 
предложению запроса: 

– � лексико-семантическая оценка (ЛС-оценка пред-
ложения ), учитывающая как лексику, так и се-
мантическую структуру предложений; 

– � лексическая оценка (Л-оценка предложения, ), учи-
тывающая только совпадение лексики предложений 
текста и запроса. Отметим, что при сопоставлении 
лексики стоп-слова и вопросительные слова запроса, 
такие как «что», «где» и др., не учитываются.

Л-оценка текста  определяется как оценка соот-
ветствия лексики текста запросу по всем предложениям. 
Она вычисляется как отношение мощности пересечения 
множества лемм слов текста  и множества лемм слов 
запроса  к мощности множества лемм слов запроса (со-
гласно выражению (4.1)):

                      (4.13)

С помощью линейной свертки максимальной ЛС-о-
ценки предложения текста и Л-оценки текста вычисляет-
ся ЛС-оценка текста:

            (4.14)

Добавление в формулу релевантности призвано 
повысить релевантность тех текстов, в которых присут-
ствует больше слов из запроса вне зависимости от того, 
как они распределены по предложениям, при прочих рав-
ных оценках. На практике коэффициент при лексико-се-
мантической оценке должен быть значительно больше, 
чем коэффициент при лексической оценке . 
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Для каждого текста вычисляется также полная Л- 
оценка , которая представляет собой сумму всех Л-оце-
нок предложений текста:

                      (4.15)

После того как вычислены полные Л-оценки и ЛС- 
оценки всех текстов, рассчитывается финальная оценка 
релевантности каждого текста r f. Она представляет собой 
линейную свертку ЛС-оценки текста и полной Л-оценки 
текста, нормированной на максимальную полную-оценку 
среди всех текстов:

          (4.16)

На практике нормированная полная Л-оценка текста 
должна мало влиять на релевантность текста вопроситель-
ному запросу. Она добавляется в формулу релевантности 
для того, чтобы при прочих равных оценках повысить реле-
вантность текстов с большим количеством лексики, совпав-
шей с лексикой запроса, и большим размером. Более круп-
ные тексты с большей вероятностью содержат ответ, нежели 
короткие тексты, что может помочь при поиске, если оцен-
ки, опирающиеся на семантику, малы. Кроме того, крупные 
тексты, как правило, содержат более развернутый ответ. В 
экспериментах, описанных далее, использовались эмпириче-
ски подобранные коэффициенты , .

Алгоритм определения лексико-семантической 
оценки релевантности предложения текста запросу 
(ЛС-оценки предложения 

Лексико-семантическая оценка  релевант-
ности предложения текста вопросительному запросу вы-
числяется как линейная свертка трех компонент: 

−	 лексической оценки (Л-оценка) предложения  
(lexis) – характеризует близость запроса и предло-
жения текста по лексике;
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−	 оценки семантических ролей (СР-оценка)  (se-
mantic roles) – характеризует близость запроса и 
предложения текста по предикатно-аргументным 
структурам (ПА-структурам), используя семанти-
ческие роли аргументов;

−	 оценки семантических отношений (СО-оценка)  
(semantic relations) – характеризует близость за-
проса и предложения текста по семантическим от-
ношениям семантической сети.

.      (4.17)

Здесь , ,  – параметры ал-
горитма такие, что .

Лексическая оценка релевантности вычисляется как 
отношение мощности пересечения множества лемм запро-
са  со множеством лемм предложения текста  к мощно-
сти множества лемм запроса (согласно выражениям (4.1) и 
4.13). Эти множества не включают леммы стоп-слов: пред-
логов, союзов, пунктуации и др., кроме того, в них не вхо-
дят вопросительные слова запроса. Если предложение тек-
ста является вопросительным, то релевантность занижается 
путем умножения Л-оценки на понижающий коэффициент 

, который является параметром алгоритма. Это 
необходимо, чтобы уменьшить значимость вопросительных 
предложений по сравнению с утвердительными, посколь-
ку в текстах часто вместо ответа на вопрос может нахо-
диться сам вопрос. Кроме того, ответ в виде утвердитель-
ного предложения является более предпочтительным для 
пользователя. На практике релевантность вопросительных 
предложений необходимо занижать примерно в два раза.

 4.18

Рассмотрим метод расчета СР-оценки. Пусть в за-
просе определено  ПА-структур. СР-оценка релевант-
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ности предложения текста запросу  представляет собой 
взвешенную нормализованную сумму оценок близости 
отдельных ПА-структур запроса и предложения текста 

 ( ). Пусть в предложении текста присутствует 
 ПА-структур. Каждая структура запроса  ( )  

сопоставляется со всеми ПА-структурами предложения 
текста  ( ), и для каждой такой пары вычисля-
ется оценка сходства . Для заданной ПА-структу-
ры  запроса выбирается структура предложения текста с 
максимальной оценкой сходства, и эта оценка становится 
оценкой :

                  (4.19)

Каждая оценка сходства пары ПА-структур  
в свою очередь является суммой оценок сходства семан-
тических аргументов  в ПА-структуре запроса и 
структуре предложения текста. Пусть в ПА-структуре за-
проса – K аргументов: , а в ПА-структуре 
предложения документа – M аргументов 
. Каждый семантический аргумент из ПА-структуры за-
проса, которому назначена семантическая роль 
, ( ), сопоставляется с каждым семантическим ар-
гументов ПА-структуры предложения текста , (

), в результате чего вычисляется оценка сходства 
аргументов , ( ).

Представим семантический аргумент в виде четверки: 

              (4.20)

где  – семантическая роль;  – лемма предикат-
ного слова аргумента или идентификатор словарной ста-
тьи предикатного слова;  – синтаксическое поддерево 
аргумента;  – флаг, указывающий на наличие в тек-
сте признаков отрицания аргумента, например, в отрывке 
«бумагу не изготавливают из нефти» аргумент «бумагу» 
имеет признаки отрицания.
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Пусть имеется семантический аргумент запроса 
 и семантический аргумент 

предложения текста . Рас-
смотрим алгоритм вычисления оценки сходства семанти-
ческих аргументов . 

1) � Зададим начальное значение .
2) � Если , то оценка , вы-

ход. Иначе перейти к следующему шагу.
3) � Если синтаксической вершиной  является 

вопросительное слово, то оценка , 
выход. Иначе перейти к следующему шагу.

4) � Проверить совпадение по предикатному сло-
ву. Если  (совпадают леммы пре-
дикатных слов или идентификаторы словарных 
статей предикатных слов), то модифицировать 

. Вес . Перейти 
к следующему шагу.

5) � Если синтаксической вершиной  является 
вопросительное слово, то перейти к шагу 8). Ина-
че перейти к следующему шагу.

6) � Сравнить синтаксические поддеревья аргумента 
запроса  и аргумента текста . Оценка сход-
ства синтаксических поддеревьев 

 вычисляется путем сопоставления 
лемм слов с учетом уровня слов в поддереве аргу-
мента запроса и аргумента текста. Модифициро-
вать .  
Вес . Перейти к следующему шагу.

7) � Если есть совпадение по предикатным словам 
и совпадение по синтаксическим поддеревьям, 
то модифицировать . 
Вес . Выход.

8) � Если нет совпадения по предикатным словам, то 
модифицировать , вес 

, выход. Иначе перейти к следующему шагу.
9) � Если , выход. Иначе перейти к следу-

ющему шагу.
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10) � Модифицировать , 
вес  может быть модифицирован набо-
ром эвристик, например, если аргумент текста 
представлен местоимением, то вес  снижает-
ся. На этом шаге также выделяется ответ – син-
таксическое поддерево аргумента текста задан-
ной максимальной глубины. Выход.

11) � Конец.
Величины , , , ,  являются параметра-

ми алгоритма, их можно варьировать в соответствии с 
эвристическими предположениями о значимости вклада 
компонентов в оценку релевантности или, например, на-
страивать с помощью методов оптимизации на заданной 
размеченной выборке.

Среди всех оценок пар сходства семантических ар-
гументов для заданного аргумента запроса и заданной 
ПА-структуры предложения текста находится максималь-
ная, которая в конечном счете участвует в расчете оценки 
релевантности всей ПА-структуры:

          (4.21)

В итоге СР-оценка запроса и предложения текста s 
определяется следующим образом:

             (4.22)

Здесь  – коэффициент нормализации, который 
необходим, чтобы конечная оценка релевантности по се-
мантическим ролям не выходила за рамки отрезка [0, 1]. 

 вычисляется как сумма всех максимально возмож-
ных оценок сходства ПА-структур запроса вне зависимо-
сти от ПА-структур предложения текста. Коэффициент 
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 понижает СР-оценку релевантности в соот-
ветствии с набором эвристик. Эти эвристики учитывают 
различную лингвистическую информацию о предложе-
нии, например, тип предложения: утвердительное, пред-
ложение-условие («Если бы произошел финансовый кризис 
в 2012 году…»), вопрос. Релевантность утвердительного 
предложения должна быть выше, чем предложения-усло-
вия или вопросительного предложения.

СО-оценка  рассчитывается по схожему принци-
пу, однако семантические отношения не привязаны к пре-
дикатным словам и ПА-структурам, поэтому СО-оценка 
вычисляется как нормализованная сумма оценок сходства 
семантического отношения в запросе с семантическим от-
ношением в предложении текста  (подробнее в 
работе [327]).

4.2.3 Экспериментальные исследования
Для экспериментальной проверки предложенного в 

этой работе метода вопросно-ответного поиска был создан 
размеченный корпус вопросительных запросов и ответов. 
Двое разметчиков сформировали список вопросительных 
запросов на русском языке. Вопросы являются категори-
альными и содержат вопросительные слова «кто» (и др. 
формы «кем», «кому» и т.д.), «что» (и др. формы «чем», 
«чему» и т.д.), «кто такой», «что такое», «зачем», «когда», 
«где», «сколько», «куда», «откуда», «почему». Всего было 
сформулировано 195 запросов. Они были заданы четырем 
поисковым системам в Интернете: Yandex, Google, Bing 
и Yahoo. От каждой системы было получено первые 20 
ответов. Каждый ответ состоит из поискового сниппета 
– небольшого текста, выдаваемого поисковой машиной, 
и заголовка найденного документа. Таким образом, для 
каждого заданного вопроса был получен список, состо-
ящий из около 50-70 ответов без повторений: текстов 
сниппетов и их заголовков.

Для каждого запроса разметчики оценили каждый 
ответ четырех поисковых систем и определили, является 
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ли он ответом на поставленный вопрос. Оценивался и 
сниппет, и его заголовок. Ответ поисковой системы счи-
тался ответом на поставленный вопрос если:

А) � сниппет или его заголовок содержат прямой от-
вет на вопрос;
Пример:
Вопрос: «Из чего делают сахар?»
Ответ:
Заголовок: «Из чего делают сахар? - Большой ...»
Сниппет: «Сахар (или сахароза) делают в основ-
ном из сока сахарного тростника или сахарной 
свеклы.»

Б) � если информация в заголовке соотносится с за-
данным вопросом, а в сниппете содержится крат-
кий правильный ответ;
Пример:
Вопрос: «Кто написал «что делать»?»
Ответ: 
Заголовок: «Ответы@Mail.Ru: кто написал про-
изведение что делать?»
Сниппет: «Николай Гаврилович Чернышевский. 
Нравится Пожаловаться. 3 ответа. опорполп Ма-
стер (2258) 4 года назад. Чернышевский. Нра-
вится Пожаловаться»

В) � если в заголовке или сниппете отсутствует пря-
мой подробный ответ на вопрос, но содержится 
корректная информация, которую человек инту-
итивно может интерпретировать как ответ.
Пример:
Вопрос: «Чем стричь газоны?»
Ответ: 
Заголовок: «Стрижка газона - ее особенности»
Сниппет: «Стрижка газона по видам. Для пар-
терных газонов можно использовать готовый ру-
лонный газон, который необходимо подстригать 
на высоту 5 см. — это в первые 2 года. Газона 
хорошего у нас пока нет, еще только строимся, 
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но траву стрижем. Самое первое, что подарили 
мне дети после покупки деревенского дома — га-
зонокосилку.»

Качество автоматического ранжирования для вопро-
сно-ответного поиска оценивалось по точности p, которая 
вычислялась как отношение количества вопросов, ответы 
на которые система дала на глубине не больше чем , 
ко всему количеству запросов. Точность оценивалась при 

, , , . Наиболее важным показателем 
в вопросно-ответном поиске считается точность при  
[328, 329] – это оценка того, как часто ответ на заданный 
вопрос находится в первом сниппете или заголовке вы-
дачи метапоисковой системы. Например, это важно для 
задачи извлечения непосредственно ответа на вопрос.

Сравнивались четыре системы ранжирования:
– � система, которая ранжирует ответы случайным 

образом (среднее по 5 прогонам). Обозначим ее 
как «Случ. ранж.». 

– � Система, которая ранжирует ответы на основе 
лишь лексического критерия – все веса и коэффи-
циенты при семантических оценках – нули. Обо-
значим ее как «Лексич. ранж.».

– � Система, которая использует описанный выше 
алгоритм вычисления релевантности с учетом се-
мантической информации, полученной от анали-
затора, описанного в разделах 2.3 и 2.4.4. В этом 
анализаторе синтаксический и семантический 
анализ выполняются раздельно. Обозначим ее как 
«Сем. ранж. Сем. ан.».

– � Система, которая использует описанный выше 
алгоритм вычисления релевантности с учетом се-
мантической информации, полученной от семан-
тико-синтаксического анализатора, описанного в 
разделе 2.4.5. Обозначим ее как «Сем. ранж. Сем.-
син. ан.».

Результаты оценки качества вопросно-ответного по-
иска представлены в таблице 4.2.
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Таблица 4.2
Точность ранжирования сниппетов для вопросно-ответного поиска, 

значения в %

Максимальная 
глубина 

(d)

Системы ранжирования

Сем. ранж. 
Сем. ан.

Сем. ранж. 
Сем.-син. ан.

Лексич. 
ранж.

Случ.  
ранж.

1 53,9 58,0 46,1 26,0

2 73,1 75,1 64,8 40,1

3 79,3 79,8 71,5 52,8

4 82,9 83,4 75,6 62,3

Для оценки качества вопросно-ответного поиска ча-
сто используют также показатель Mean Reciprocal Rank 
(MRR), который вычисляется следующим образом:

                       (4.23)

Здесь  – ранг первого правильного ответа на 
i-ый вопрос в выдаче; Q – общее количество вопросов. 
Этот показатель учитывает правильные ответы систе-
мы на небольшой глубине выдачи, которые не ока-
зались первыми, но при этом штрафует их, снижая 
их вклад в итоговую оценку качества. Таким образом, 
она является более мягкой оценкой по отношению к 
точности при , но более жесткой по отношению к 
точности при .

Обычно максимальный ранг ограничен. В прове-
денных экспериментах использовался показатель MRR, 
который применялся на соревнованиях TREC по во-
просно-ответному поиску, максимальный ранг ограни-
чивается значением 5 [330]. Сравнивались три способа 
ранжирования «Лексич. ранж.», «Сем. ранж. Сем. ан.», 
«Сем. ранж. Сем.-син. ан.», оценки MRR для них пред-
ставлены в таблице 4.3.
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Таблица 4.3
Оценки качества систем ранжирования сниппетов для вопросно-

ответного поиска по показателю качества MRR, в %

Системы ранжирования MRR
Лексич. ранж. 59,0

Сем. ранж. Сем. ан. 67,2
Сем. ранж. Сем.-син. ан. 69,6

Результаты экспериментальных исследований пока-
зывают следующее:

1. � Учет семантических ролей и отношений вносит 
значительный вклад в качество ранжирования от-
ветов поисковых систем: точность на 30-35% выше 
по сравнению со случайным ранжированием.

2. � Учет семантической структуры предложения при 
оценке релевантности ответов в вопросно-ответном 
поиске позволяет повысить точность на 10-12% и 
значение MRR на более чем 8% по сравнению с 
лексическим критерием ранжирования, а также по-
зволяет извлекать из текста сам ответ на вопрос. 

3. � Качество ранжирования при использовании се-
мантико-синтаксического анализатора существен-
но выше, чем при использовании анализатора, в 
котором синтаксический и семантический анализ 
выполняются раздельно – точность выше на 4% 
при d = 1, существенно выше и значение MRR. 
Повышение качества построения синтаксических 
деревьев зависимостей и определения ролевых 
структур высказываний за счет использования 
метода семантико-синтаксического анализа позво-
ляет более точно проводить анализ как вопроси-
тельных запросов, так и поисковых сниппетов.

4.2.4 Вопросно-ответный поиск на основе откры-
того извлечения информации из текстов

Развитие современных вопросно-ответных и диало-
говых систем долгое время двигалось в сторону примене-
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ния полностью нейросетевых алгоритмов с применением 
генеративных предобученных языковых моделей [331] 
или алгоритмов, обученных на парах вопрос-ответ [332]. 
Однако на практике такие модели оказываются неитер-
претируемыми, трудно контролируемыми и недетермини-
рованными при решении конкретных задач пользователя, 
таких как заказ столика в ресторане, подборка новостей 
под интересы пользователя и др. Недостатками подобных 
моделей являются низкая скорость работы и, как прави-
ло, узость охватываемой предметной области [333].

Альтернативным подходом к решению задач вопро-
сно-ответного поиска и ведения диалога является исполь-
зование баз знаний. Чаще всего, база знаний – это граф 
семантических отношений между различными объектами: 
персонами, организациями, локациями и др. Такой граф 
естественным образом позволяет отвечать на вопросы, кото-
рые можно преобразовать либо в пару {субъект, объект} (ка-
кие семантические отношения присутствуют между субъек-
том и объектом?), либо в объект и семантическое свойство 
(какие объекты обладают данным свойством?). Такой граф 
также позволяет отвечать на вопросы, для которых требует-
ся глубокое понимание предметной области и многоходовые 
«рассуждения», что по большей части пока не доступно для 
систем, полностью основанных на нейросетевых алгоритмах. 
Существует много подходов к индексации графовых струк-
тур [334] и поиск по ним очень эффективен, что позволяет 
таким системам работать существенно быстрее. Кроме этого, 
такой подход обладает интерпретируемостью и достоверно-
стью, что обеспечивает доверие к результатам вопросно-от-
ветного поиска. Благодаря этим преимуществам на таком 
подходе к вопросно-ответному поиску основываются многие 
современные коммерческие интеллектуальные ассистенты и 
поисковые системы: WolframAlpha19, Amazon Alexa20 и дру-
гие. Однако вопросно-ответный поиск по фиксированным 
базам знаний не может обеспечивать регулярное обновление 

19)  https://www.wolframalpha.com/
20)  https://alexa.amazon.com
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информации в системе. Регулярное обновление баз знаний, 
как правило, требует большого объема ручного труда. Кро-
ме того, хотя существуют довольно крупные базы знаний 
общей тематики (например, WikiData [335]), построение 
больших баз знаний для новых предметных областей яв-
ляется очень долгим и дорогостоящим процессом. Поэтому 
возникает задача автоматического построения баз знаний 
открытых предметных областей по текстам на естественных 
языках, позволяющая быстро в полуавтоматическом режиме 
настроить вопросно-ответный поиск на новую предметную 
область. 

В этой работе указанная проблема автоматического 
построения баз знаний по текстам решается за счет ис-
пользования методов так называемого открытого извле-
чения информации и машинного обучения без учителя. 
Разработанный подход позволяет генерировать фрагменты 
базы знаний без привлечения учителя и использовать ее в 
прикладных задачах, таких как вопросно-ответный поиск. 

«Открытое извлечение информации» из текстов на 
естественном языке (Open Information Extraction) вклю-
чает различные задачи извлечения сущностей и семан-
тических отношений, в которых типы отношений и сущ-
ностей заранее не задаются. В такой постановке нельзя 
вручную создать грамматику для выделения закрытого 
множества отношений. Также невозможно в полной мере 
использовать и методы машинного обучения с учителем, 
которые зависят от размеченных корпусов текстов. Ка-
чество извлечения сущностей и отношений с помощью 
методов открытого извлечения информации закономерно 
ниже, чем с помощью традиционных методов, основанных 
на обучающих корпусах или традиционных грамматиках. 
Однако такие методы позволяют создавать системы, ко-
торые не привязаны к конкретной предметной области 
и позволяют обрабатывать большие объемы разнородных 
текстов. Это свойство особенно полезно для поисково-а-
налитических систем общего назначения, а также для си-
стем автоматизированного пополнения баз знаний [333].
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Большое количество работ в области открытого из-
влечения информации посвящено проблеме извлечения 
«поверхностных» связей или триплетов: пар сущностей и 
фрагмента текста, указывающего на наличие какого-ли-
бо семантического отношения между ними. Среди подоб-
ных систем можно назвать TextRunner [336], Woe [337], 
ReVerb [338], ArgLearner [339]. Несмотря на то, что эти 
системы могут извлекать из текста большое количество 
связей между объектами, они не позволяют в явном виде 
представить семантику отношений между объектами. 
Чтобы получить непосредственно отношения, необходимо 
группировать связи между сущностями по смыслу.

Выделение сущностей и поверхностных связей меж-
ду ними в разработанном нами методе происходит с по-
мощью следующего алгоритма [340]:

1. � Извлекаются все именные группы из синтаксиче-
ских деревьев зависимостей текста:
– � выполняется поиск вершины синтаксического 

поддерева (как правило, это глагол);
– � происходит спуск по синтаксическому дереву 

до первого существительного.
2. � Найденное существительное сохраняется вместе с 

потомками в качестве именной группы, если их 
части речи входят в следующий список: существи-
тельное, прилагательное, местоимение, числитель-
ное, имя собственное, союз, наречие, причастие. 
Генерация именной группы происходит для каж-
дого существительного в поддереве.

3. � Для каждой именной группы рассчитывается ее 
вес C-value согласно подходу, предложенному в 
работе [341]. C-value учитывает длину именной 
группы, ее частоту, а также вложенность в другие 
именные группы:

   (4.23)
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где a – именная группа; |a| – количество слов в 
именной группе; freq(a) – частота встречаемости a; 
T

a
 – именные группы, в которые входит a; P(T

a
) –  

количество именных групп, содержащих a.
4. � В результате ранжирования списка именных 

групп по убыванию C-Value и, отсекая варианты 
с низким весом по порогу, формируется список 
многословных «терминов» корпуса. 

5. � Между терминами извлекаются поверхностные 
связи. Для этого выполняется спуск от глагола 
(вспомогательные глаголы игнорируются) до двух 
вершин терминов, которые назначаются аргумен-
тами триплета. При этом связь не устанавлива-
ется, если термины разделены пунктуацией или 
союзами. Триплеты также фильтруются дополни-
тельным набором эвристик.

6. � Глагол с двумя аргументами сохраняется в один 
триплет.

Чтобы сгруппировать сгенерированные вышеупомя-
нутым образом триплеты в семантические отношения, вы-
полняется кластеризация их признаковых описаний [326]. 
Векторы признаков, извлекаемые из текстовых данных, 
как правило, являются разреженными, неоднородными и 
имеют высокую размерность. Всё это затрудняет прямое 
использование методов кластеризации на текстовых дан-
ных. Классические методы снижения размерности, такие 
как метод главных компонент, имеют линейный характер 
аппроксимации данных, однако пространство текстовых 
признаков не является линейным. Для извлечения нели-
нейных признаков из многомерных данных предлагается 
использовать методы нейросетевого глубокого обучения.

Рассмотрим предлагаемое решение задачи кластери-
зации триплетов. Модели для кластеризации триплетов 
и генерации семантических отношений состоят из сим-
метричного автокодировщика и кластеризующего ком-
понента. Автокодировщик предназначен для снижения 
размерности исходного пространства признаков перед 
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кластеризацией. Исходными признаками триплета явля-
ются матрицы предиката и аргументов, образуемые при-
знаками входящих в них слов, в том числе:

– � тегами именованных сущностей (TITLE, COUN-
TRY, DATE, PERSON и т.д.);

– � тегами частей речи;
– � расстоянием до предиката (для аргументов);
– � относительной позицией в тексте;
– � векторным представлением слов в word2vec модели.
Признаки каждой составляющей триплета подаются 

на отдельные входы кодировщика, где проходят через два 
сверточных слоя. Выходы сверточных слоев пропускаются 
через полносвязный слой, который формирует сжатое 
скрытое представление триплета. Декодировщик состоит 
из двух сверточных слоев, восстанавливающих исходные 
признаки из скрытого представления.

В качестве кластеризующего компонента модели 
для определения семантических отношений применяет-
ся метод глубокой кластеризации IDEC (Improved DEC) 
[342]. В основе метода глубокой кластеризации DEC 
(Deep Embedded Clustering), описанного в работе [343], 
лежит кластеризация векторных представлений объек-
тов, полученных из скрытого слоя предобученной се-
ти-автокодировщика. Векторное представление служит 
входом для кластеризующего слоя, инициализируемого 
центроидами  при помощи выбранного алгоритма 
кластеризации для K кластеров. На каждом шаге для 
внутреннего представления  объекта  с по-
мощью распределения Стьюдента вычисляется его бли-
зость к центроиду  кластера j:

                (4.24)

Целевое распределение определяется как 
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Минимизируемая ошибка кластеризации L вычисля-
ется как дивергенция Кульбака-Лейблера между целевым 
распределением P и распределением на выходе кластери-
зующего слоя Q:

   (4.25)

Глубокая кластеризация со сверточным автокодиров-
щиком IDEC (Improved DEC) предполагает одновремен-
ное обучение сети для восстановления исходных объек-
тов и предсказания кластеров. Минимизируемая функция 
принимает вид:

                      (4.26)

где  – ошибка автокодировщика (reconstruction loss), 
 – ошибка кластеризации,  – регуляризатор степени 

модификации автокодировщика со стороны кластеризую-
щего слоя. В качестве базового метода кластеризации во 
всех моделях используется алгоритм K-Means. Применя-
ются следующие стратегии инициализации кластеризую-
щего слоя нейронной модели:

– � Полная инициализация. Центроиды кластеров 
K-Means инициализируются на эмбеддингах, полу-
ченных при обработке автокодировщиком всех при-
знаков триплетов из обучающего набора данных.

– � Частичная инициализация. Для получения эмбед-
дингов, на основании которых инициализируют-
ся центроиды кластеров, используются признаки 
предикатов в исходном виде и нулевые признаки 
субъекта и объекта (частичная инициализация на 
предикатах), либо признаки субъекта и объекта в 
исходном виде и усредненные признаки отноше-
ния (инициализация на аргументах).

Общая схема метода открытого извлечения инфор-
мации с использованием обученной модели на основе 
глубокой кластеризации следующая:
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1. � Извлечь из текста все триплеты: пары сущностей 
(аргументы) и глагол между ними.

2. � С помощь набора эвристик отфильтровать извле-
ченные триплеты (например, по частоте глагола 
или аргументов).

3. � С помощью кодировщика и кластеризующего слоя 
из вышеописанной модели назначить триплетам 
номера кластеров.

4. � Выбрать те объекты, которые лежат близко к цен-
троидам кластеров (предсказанная моделью веро-
ятность принадлежности к кластеру выше задан-
ного порога).

5. � По номеру кластера назначить каждому триплету 
смысловую метку – семантическое отношение.

Экспериментальные исследования предложенного 
метода проводились в два этапа.

На первом этапе эксперименты проводились на 
русскоязычном корпусе текстов по информационным 
технологиям, а тестирование – на его размеченном 
тестовом подкорпусе [340]. Исходный обучающий корпус 
содержит в себе более 40 тыс. текстов суммарным объемом 
более 29 млн. словоупотреблений с учетом пунктуации.

Корпус был предобработан лингвистическим 
анализатором, который выполняет морфологический, 
синтаксический и семантический анализ текста методами, 
описанными в Главе 2. На основе корпуса было 
построено более 600 тыс. триплетов. Часть триплетов 
была отфильтрована по частоте входящего в него глагола. 
Для фильтрации также использовался ряд других 
незначительных эвристик. Для формирования векторных 
представлений слов использовалась модель RusVectores, 
построенная по корпусу русскоязычных новостей [344]. 
При тестировании учитывались только 10 отношений в 
тестовом подкорпусе. 

Для оценки качества использовался подход, схожий 
с тем, что применялся в работах [85, 345] для оценки 
качества определения ролевых структур высказываний 
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с помощью машинного обучения без учителя. В этих 
работах предлагается оценивать показатели чистоты 
(Purity, Pu), коллокации (Collocation, Co) и их среднего 
гармонического, используя тестовый размеченный корпус. 
Точность в этих работах рассчитывается как среднее 
значение максимального процента примеров, входящих в 
построенный кластер, которые имеют одну и ту же метку 
в тестовом корпусе. Полнота рассчитывается как среднее 
значение максимального процента примеров, имеющих 
одну и ту же метку в тестовом корпусе, входящих в один 
построенный кластер. Пусть 𝑁 обозначает количество 
тестовых примеров,  – количество примеров, имеющих 
𝑗-ую метку в тестовом корпусе,  – множество примеров, 
принадлежащих 𝑖-му кластеру. Тогда можно записать 
следующие формулы для расчета чистоты 𝑃𝑢, коллокации 
C𝑜 и 𝐹

1
 меры:

,                (4.27)

,                (4.28)

.                    (4.29)

В отличие от указанных выше работ, в нашем случае 
ищется наилучшее сопоставление кластеров семантическим 
отношениям, при котором -мера максимальна, но в 
котором один и тот же кластер нескольким меткам не 
назначается. Наилучшее распределение кластеров по 
семантическим отношениям можно найти, решив задачу о 
назначениях. Предложенный показатель позволяет более 
объективно оценить кластеризацию и его значение всегда 
меньше, чем у показателей, предложенных в работах выше.

Разработанный метод сравнивался с двумя 
базовыми подходами: тривиальный и случайный. В 
тривиальном подходе всем триплетам назначается одно 



Семантический поиск и анализ текстов

191

семантическое отношение. В случайном всем триплетам 
отношения назначаются случайным образом. Результаты 
экспериментальных исследований представлены в 
Таблице 4.4.

Таблица 4.4
Результаты экспериментальных исследований метода 

кластеризации триплетов

Подход F1, %
Тривиальный 10,7
Случайный 25,2

Глубокая кластеризация на векторных представлениях 
глаголов (инициализация на предикатах) 46,3

Глубокая кластеризация на всех признаках (полная 
инициализация) 53,0

Полученные результаты демонстрируют, что метод 
глубокой кластеризации дает осмысленную группировку 
триплетов, которые могут рассматриваться как реализа-
ции одного и того же семантического отношения. 

Вторая серия экспериментов выполнялась на ан-
глоязычных текстах Википедии [326]. Для оценки каче-
ства определения отношений в полученной базе знаний 
и вопросно-ответного поиска используется набор данных 
SimpleQuestionsWikidata [346], содержащий простые во-
просы на английском языке по базе знаний WikiData 
и ответы в виде отношений из базы знаний WikiData в 
форме ОТНОШЕНИЕ(субъект, объект). Набор данных 
для экспериментального исследования получен примене-
нием открытого извлечения информации к статьям Ви-
кипедии, описывающим именованные сущности из от-
ветов SimpleQuestions. Набор данных содержит 1182463 
уникальных триплета. Из них 743 в точности совпада-
ют с WikiData-отношениями набора SimpleQuestions по 
парам {субъект, объект}; они соответствуют 37 отноше-
ниям WikiData и используются для фильтрации корпу-
са SimpleQuestions, оценки качества кластеризации три-
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плетов и оценки качества вопросно-ответного поиска. 
Фильтрация корпуса состоит в удалении из него приме-
ров, связанных отношениями WikiData, не найденными 
в подкорпусе совпадений с триплетами. После фильтра-
ции корпуса и выделения найденных в общем наборе 
триплетов совпадений в отдельную часть набора данных 
«совпадения», разбиение модифицированного датасета 
SimpleQuestions следующее: 17518 (обучение) / 2556 (ва-
лидация) / 5097 (тестирование) / 743 (совпадения).

Для оценки качества выявления семантических 
отношений с помощью методов открытого извлечения 
информации в нашей работе находятся значения пока-
зателей сходства между метками отношений в сгенериро-
ванной предложенным методом базе знаний и данными 
WikiData. Опишем далее используемые показатели каче-
ства кластеризации.

Пусть n – общее количество объектов в выборке, n
k
 – 

количество объектов в кластере номер k, m
c
 – количество 

объектов в классе номер с, а n
ck
 – количество объектов из 

класса c в кластере k. Введем следующие величины:

,             (4.30)

,             (4.31)

,     (4.32)

.     (4.33)

Однородность (гомогенность) оценивает способ-
ность метода кластеризации разделять примеры разных 
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истинных классов по разным кластерам и вычисляется 
следующим образом:

.             (4.34)

Полнота – это свойство всех примеров одного (ис-
тинного) класса оказываться в одном кластере в резуль-
тате применения метода кластеризации. Полнота вычис-
ляется следующим образом: 

.             (4.35)

V-мера [347] определяется как гармоническое сред-
нее между однородностью и полнотой результатов класте-
ризации относительно истинных меток классов и вычис-
ляется аналогично F1-мере (выражение (1.5)):

.         (4.36)

Поскольку количество кластеров велико, а количе-
ство примеров-совпадений с WikiData может достигать 
1 на кластер, из-за чего V-мера может быть переоценена 
в прямой зависимости от количества кластеров, глубокая 
кластеризация также оценивается показателем скоррек-
тированной взаимной информации (Adjusted MI, AMI 
[348]) между отношениями WikiData и предсказанными 
отношениями-кластерами (определение этого показателя 
не приводится здесь из-за громоздкости). В качестве базо-
вого метода, определяющего минимальные значения каче-
ства кластеризации, используется случайное назначение 
примерам метки кластера в соответствии с равномерным 
распределением.

Оценка кластеризации методом IDEC с разным ко-
личеством кластеров и двумя стратегиями инициализа-
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ции центроидов для 5 запусков глубокой кластеризации 
приведена в таблице 4.5. Нижняя граница количества кла-
стеров выбрана с учетом числа уникальных отношений в 
наборе совпадений с WikiData, верхняя граница количе-
ства кластеров определяется ограничением модели IDEC 
– количество кластеров не может превышать размерность 
внутреннего слоя автокодировщика.

Таблица 4.5
Оценка качества глубокой кластеризации (среднее ± отклонение)

Кл
ас

те
ро

в Случайные  
метки 

кластеров

IDEC
Инициализация 
на аргументах

Инициализация 
на предикатах

Полная 
инициализация

V-мера AMI V-мера AMI V-мера AMI V-мера AMI

40 19,9 ± 
0,5

0,2 ± 
0,3

44,9 ± 
1,8

37,1 ± 
1,8

54,7 ± 
0,8

45,6 ± 
0,9

54,4 ± 
0,7

45,3 ± 
0,9

58 23,8 ± 
0,5

0,4 ± 
0,6

50,3 ± 
2,1

41,9 ± 
2,2

56,2 ± 
0,7

45,6 ± 
1,0

56,8 ± 
1,0

46,3 ± 
1,2

76 26,3 ± 
0,5

0,3 ± 
0,3

39,0 ± 
2,9

28,1 ± 
3,2

57,1 ± 
8,7

45,3 ± 
0,8

57,3 ± 
0,6

45,6 ± 
0,7

94 28,4 ± 
0,7

0,3 ± 
0,3

49,5 ± 
0,9

40,2 ± 
1,2

58,0 ± 
0,4

45,3 ± 
0,5

58,5 ± 
0,8

46,0 ± 
1,1

112 30,9 ± 
0,6

0,6 ± 
0,4

57,6 ± 
0,4

47,5 ± 
0,4

58,6 ± 
1,0

45,4 ± 
1,3

58,8 ± 
0,6

45,9 ± 
0,8

Результаты показывают, что наилучшее качество 
кластеризации достигается при количестве кластеров, рав-
ном 112, и частичной инициализации метода K-Means с 
усреднением признаков предиката; значения тегов имено-
ванных сущностей аргументов отношения являются важ-
ными признаками отношений WikiData. Использование 
всех признаков при инициализации центроидов кластеров 
приводит к более стабильному качеству модели. Можно 
также заметить, что качество кластеризации уменьшает-
ся при увеличении числа кластеров при использовании 
показателя AMI. В таблице 4.6 приведены примеры пар 
триплетов, попадающих в один кластер при глубокой кла-
стеризации.
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Таблица 4.6
Примеры кластеризованных триплетов

Кластер Субъект Предикат Объект

85 James Adams 
Joel Klatt

was 
is of

politican 
quarterback

84
John Stuart 

Williams

Fritz Albrecht

was general during 
was german officer 

during

American Civil War 
World War II

3 Paul McCartney 
Sean Watkins

played 
later switched to

piano 
guitar

49 Siricius 
Eric Moseholm

was native of 
was born in

Rome 
Fredericia

22 Edson Lopes 
Rafiq Husain

has performed 
throughout 
critic from

Brazil 
India

8

1978 PGA 
Championship 
2014 Daytona 

500

was held in 
was held at

Daytona Interna-
tional Speedway 

Oakmont

Применение открытого извлечения информации 
для вопросно-ответного поиска

Вопросно-ответный поиск на основе открытого из-
влечения информации реализуется в два этапа. На первом 
этапе осуществляется классификация вопросов по семан-
тическим отношениям, полученным в ходе глубокой кла-
стеризации предикатно-аргументных структур. На втором 
этапе из обнаруженного семантического отношения и най-
денных в вопросе именованных сущностей формируется 
запрос к сгенерированной базе знаний и выводится ответ. 

Для сопоставления вопроса и кластера предикатно-аргу-
ментных структур, содержащего ответ, используется класси-
фикатор вопросов. Обучающими примерами для классифи-
катора являются пары (вопрос; метка кластера). В качестве 
метода классификации вопросов выбрана модель Fasttext 
[349]. На начальном этапе в качестве признаков из текста 
извлекаются N-граммы слов, векторные представления кото-
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рых усредняются. Для увеличения эффективности классифи-
катора без существенного увеличения времени работы также 
учитывается порядок слов с помощью мешков N-грамм слов. 
Главной особенностью Fasttext-классификатора является его 
высокая скорость работы при результатах, сравнимых с ней-
росетевыми классификаторами.

Для оценки качества определения семантического от-
ношения, релевантного вопросу, используется показатель 
качества правильности Accuracy ответов на подходящие 
вопросы датасета SimpleQuestions, сформулированные для 
базы знаний WikiData. В качестве ответа допускаются не-
сколько триплетов из одного кластера. Например, для во-
проса «What is the place of birth of kai hansen?» семанти-
чески верными ответами являются триплеты <Kai Hansen, 
was born in, Hamburg> и <Kai Hansen, was born in, West 
Germany>, находящиеся в одном кластере. Ответ считается 
верным, если верная пара {субъект, объект} из единствен-
ного ответа, представленного в вопросно-ответном датасете 
(такого как BORN_IN(Kai Hansen, Hamburg)), присутству-
ет среди триплетов найденного кластера. 

Ответ считается верным, если верная пара {субъ-
ект, объект} из единственного ответа, представленного в 
вопросно-ответном датасете, присутствует среди трипле-
тов-ответов. Оценки качества показывают, что семантиче-
ские отношения, зашифрованные в вопросах из датасета 
SimpleQuestions, достаточно полно извлекаются с помо-
щью глубокой кластеризации. Макроусредненное значе-
ние F1 классификатора вопросов на тестовой выборке со-
ставляет 52,1% (23 класса с F1 от 8,9% до 100%). Часто 
кластер соответствует нескольким семантически близким 
отношениям из WikiData; несколько кластеров могут со-
ответствовать одному отношению WikiData. Значение 
показателя Accuracy для вопросно-ответного поиска для 
описываемого классификатора составило 48,6%.

Для разработки прототипа вопросно-ответной си-
стемы поверх автоматически сгенерированной базы зна-
ний используется система управления графовыми базами 
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данных Neo4j [350], которая поддерживает исполнение 
запросов на языке Cypher. Для предсказанного класси-
фикатором из вопроса кластера и полученных на этапе 
извлечения из вопроса именованных сущностей аргумен-
тов формируется следующий запрос:

MATCH (s:object)-[r:predicate ]->(o:object) WHERE
r.type = ‘cluster_relation_type’ AND
(s.name = ‘argument_i’ OR o.name = ‘argument_i’)
RETURN s.name AS subject, r.type AS relation,

r.prob AS prob, o.name AS object,

где cluster_relation_type – номер предполагаемого кластера 
(тип семантической связи), argument_i – один из найденных 
аргументов. Полученные в результате выполнения запроса 
триплеты, либо сообщение об отсутствии результатов, от-
правляются в ответ на запрос пользователя. Пример верного 
ответа на вопрос пользователя приведен на рисунке 4.5.

Рисунок 4.5. Пример ответа на вопрос «В какой компании 
Сундар Пичаи замещает должность генерального директора?», 

полученного из сгенерированной по текстам базы знаний
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4.3 Анализ научных публикаций 
Последние десятилетия наблюдается рост числа 

научных публикаций в мире. При этом все большую 
популярность и авторитетность набирают открытые 
(open access) архивы, в которых публикуются самые 
последние результаты исследований. Эта информация 
используется для анализа состояния и картирования 
науки, для прогнозирования научно-технологического 
развития, выявления новых и прорывных направле-
ний научных исследований и других задач поддержки 
принятия решений по управлению научно-техническим 
развитием. В связи с этим возникают задачи обработки 
научных текстов, такие как поиск по запросу, категори-
зация и систематизация, поиск заимствований, извлече-
ние информации из научных текстов, оценка качества 
научных публикаций и т.д.

Рассмотрим результаты применения разноуровнего 
лингвистического анализа текстов для интеллектуальной 
обработки научных текстов, в частности, применение ре-
ляционно-ситуационного анализа текстов к решению за-
дач выделения зон аргументации, извлечения научных 
результатов и дефиниций.

Начнем с того, что научные тексты – отдельный спец-
ифический жанр, для которого потребовалась адаптация 
метода реляционно-ситуационного анализа, а точнее – по-
полнение словаря предикатных слов. Для пополнения базы 
предикатных слов были отобраны русскоязычные науч-
но-технические тексты – статьи научных журналов, отчёты 
о НИОКР, авторефераты диссертаций. Большая часть на-
учных публикаций относилась к естественным наукам, но 
анализировались и публикации по гуманитарным наукам.

В результате был сформирован корпус научно-техни-
ческих текстов. Для полученного корпуса были выявлены 
наиболее частотные предикатные слова и их контексты, 
характерные для научно-технических текстов. В резуль-
тате экспертного анализа предикатов и контекстов было 
выделено более 70 предикатных слов и возможных син-
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таксем при них. В таблице 4.7 приведены несколько пре-
дикатных слов и значений синтаксем при них, добавлен-
ных в словарь предикатных слов.

Таблица 4.7
Некоторые предикатные слова со значениями синтаксем, 

характерные для научных текстов

Предикатное слово Значение синтаксемы
анализировать делибератив
апробировать объект

вводить объект
внедрять объект

выполнить объект
выявлять объект
выявить объект

доказывать объект
достигать предикат
излагать делибератив
изучать делибератив

исследовать объект
обнаружить каузат

обосновывать делибератив
описывать делибератив
определять делибератив
осуществить предикат
показывать объект

получать объект
предлагать объект

представлять объект
провести предикат
проверять объект

демонстрировать объект



Глава 4

200

Таким образом, расширение словаря предикатных 
слов позволило адаптировать реляционно-ситуационный 
анализ к научно-техническим текстам.

Адаптированный метод реляционно-ситуационного 
анализа применялся для решения многих задач обработ-
ки научных текстов [351–354]. В частности, он исполь-
зовался для определения наличия структурных разделов 
в научных статьях. Согласно работе [355, с. 489] «При 
анализе структуры текста определяется наличие или 
отсутствие структурных компонентов публикации, со-
ответствующих общепринятому формату IMRAD [356]: 
введения (постановки проблемы), материалов и методов, 
результатов и обсуждения, выводов. Каждый из разде-
лов имеет определенные маркеры, которым свойственно 
находиться в данном разделе чаще, чем в остальных. В 
качестве таких маркеров были выбраны специальные се-
мантические конструкции. Вид семантических конструк-
ций представляет собой предикатное слово в нормаль-
ной форме (чаще всего его замещает глагол) вместе со 
связанной с ним некоторой семантической связью син-
таксической конструкцией (синтаксемой), замещающей 
определенную роль». Конкретные семантико-синтакси-
ческие маркеры, характерные для некоторых разделов 
научных статей, приведены в работе [357].

Реляционно-ситуационный анализ применялся для 
выделения теоретических и прикладных результатов, 
представленных в научно-технических текстах. Маркером 
научного результата так же являлась семантико–синтак-
сическая конструкция, включающая определенное преди-
катное слово и синтаксему с семантической ролью (зна-
чением), при этом было установлено, что теоретические и 
прикладные результаты формулируются в научном тексте 
синтактико-семантическими конструкциями с различны-
ми значениями. Например, теоретические результаты чаще 
описываются конструкциями со значением «делибератив», 
а прикладные результаты со значением «объект». В табли-
це 4.8 приведены примеры выявленных конструкций.
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Таблица 4.8
Предикатные слова и семантические контексты, описывающие 

классы результатов

Предикатное 
слово Начальная форма Семантическое 

значение
Класс 

результата
проведен анализ анализировать делибератив теоретич

дополнен дополнять делибератив теоретич
изложен излагать делибератив теоретич
изучен изучать делибератив теоретич

обнаружено обнаружить каузат теоретич
обоснован обосновывать делибератив теоретич

описан описывать делибератив теоретич
проанализирован проанализировать делибератив теоретич

рассмотрен рассматривать делибератив теоретич
выделен выделять объект теоретич
выявлен выявлять объект теоретич
доказан доказывать объект теоретич
получен получать объект теоретич

установлен устанавливать объект теоретич
предложен предлагать объект теоретич
выполнен выполнять объект прикл
изготовлен изготавливать объект прикл

интегрирован интегрировать объект прикл
модернизирован модернизировать объект прикл

построен строить объект прикл
разработан разрабатывать объект прикл
реализован реализовать объект прикл

собран собирать объект прикл
создан создавать объект прикл

сформирован сформировать объект прикл

Формирование семантико-синтаксических конструк-
ций, описывающих результат, происходит в автоматиче-
ском режиме с помощью методов машинного обучения 
по размеченным корпусам научных текстов. Выявленные 
конструкции применяются для отнесения отдельного 
фрагмента научного текста к тому или иному классу ре-
зультатов с помощью любого классификатора. 
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Рассмотрим подробнее одну из задач интеллектуаль-
ного анализа научных текстов, а именно задачу извлече-
ния определений (дефиниций) из научных текстов.

4.3.1 �Выявление дефиниций на основе  
семантико-синтаксических структур

Под дефиницией будем понимать определение како-
го-либо понятия, содержащее наиболее существенные его 
признаки. Выявление вводимых в научных текстах поня-
тий или терминов позволяет создавать терминологические 
базы научных направлений, формировать аннотации науч-
ных текстов или особым образом учитывать понятия при 
расчете релевантности для поиска информации в коллек-
ции научных публикаций. Полнотекстовый поиск по та-
ким терминам может также помочь отыскать изначального 
автора термина, отследить преемственность между работа-
ми различных исследователей и решать другие задачи.

Для решения задачи обнаружения дефиниций и из-
влечения определяемых понятий в научном тексте широко 
применяются подходы, основанные на правилах. В работах 
[358–360] описывается подход к извлечению определений 
и терминов различного типа из текстов научных публи-
каций, основанный на лексико-синтаксических шаблонах. 
В этой работе помимо лексической, морфологической и 
синтаксической информации при построении правил-ша-
блонов используются также семантические роли. Исполь-
зование информации о семантических ролях позволяет, 
с одной стороны, упростить создание правил, а с другой 
стороны, одним правилом покрыть больше конструкций, 
задающих определения терминов.

Построение правил-шаблонов, учитывающих разные 
уровни языка, выполнялось вручную экспертами на осно-
ве анализа корпуса научно-технических текстов с выделе-
нием конструкций, указывающих на присутствие в пред-
ложении определения термина. В таблице 4.9 приведено 
несколько примеров правил-шаблонов, в которых учиты-
ваются семантические роли.
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Таблица 4.9
Примеры разноуровневых лингвистических шаблонов, в которых 

учитываются семантические роли

Фрейм Примеры

ЧР(Сущ.) && Сем.
роль(эстиматив) + 
Л(«называться»)

Синтаксемой называется 
минимальная синтактико-
семантическая единица 

языка, несущая обобщенный 
категориальный смысл 
и характеризующаяся 

взаимодействием морфологических, 
семантических и функциональных 

признаков.

Сем.роль(делибератив) +  
ПС(«определять») + 

Л(«как»)

Аксиоматический метод традиционно 
определяется как такой способ 

дедуктивного построения научной 
теории, когда ее основу составляют 

лишь некоторые, принятые 
без доказательств положения 
– аксиомы, а все остальные 

положения теории выводятся из 
них путем рассуждений, корректных 

относительно принимаемой этой 
теорией логики.

Л(«под») + Сем.
роль(эстиматив) + 

Л(«быть»)&&Время(буд.) 
+ (Л(«понимать») || 
Л(«пониматься») || 

Л(«подразумевать») || 
Л(«подразумеваться»))

Под алгеброй мы будем понимать 
линейное пространство A (например, 

над полем действительных чисел 
R), снабженное ассоциативной 

операцией умножения и единицей…

Обозначения: «Л» – лемма; «Сем.роль» – семантическая роль; «ЧР» – 
часть речи; «ПС» – идентификатор предикатного слова; && – логическое и;  
|| – логическое или

Основным преимуществом использования ролевых 
структур является возможность формировать более про-
стые и более общие правила извлечения информации, 
которые абстрагируются от специфичных синтаксиче-
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ских деревьев и форм предикатных слов. В конкретных 
предложениях могут меняться синтаксические функции 
именной группы определяемого термина, позиция отно-
сительно предикатного слова, форма предикатного слова, 
однако семантическая роль термина остается неизменной.

Рассмотрим схему алгоритма извлечения определе-
ний и определяемых терминов из текстов научных публи-
каций [327].

Этап 1. Извлечение авторского термина начинает-
ся с проведения лингвистического анализа текста, в ходе 
которого выполняется графематический, морфологиче-
ский, синтаксический и семантический анализ. На выходе 
лингвистического анализатора имеется текст, разбитый на 
предложения, которые в свою очередь разбиты на клаузы 
(простые предложения, причастные, деепричастные оборо-
ты и подвыражения) и слова; словам приписана морфоло-
гическая информация, для клауз и предложений постро-
ены синтаксические деревья, выделенным синтаксемам 
приписаны значения, а между означенными синтаксемами 
установлены семантические связи. Вся эта информация ис-
пользуется на следующем этапе при поиске шаблонов.

Этап 2. В первую очередь в тексте выделяются пред-
ложения, содержащие ключевые слова, которые, в свою 
очередь, сопоставлены с шаблонами для извлечения тер-
минов. Предложения, содержащие ключевые слова, про-
ходят ряд общих для всех шаблонов простых проверок, 
таких как, проверка на тип предложения: вопросительное 
/ утвердительное. Подобная предварительная фильтрация 
с помощью простых правил и ключевых слов позволяет 
с небольшими вычислительными затратами отсеять боль-
шое количество нерелевантных предложений, не содержа-
щих определения терминов.

Этап 3. Далее каждое отобранное предложение сопо-
ставляется с соответствующими компонентами шаблона. 
Каждый из шаблонов независимо от других осуществля-
ет ряд сложных проверок с учетом семантических ролей 
и, либо отвергает предложение как несоответствующее 
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заложенным в шаблоне правилам, либо извлекает один 
или несколько терминов. После этого происходит посто-
бработка терминов с помощью набора эвристик, которые 
находят и отсеивают часто встречающиеся ошибочные 
случаи, общие для всех шаблонов. Например, такими слу-
чаями являются подписи к рисункам или таблицам, мате-
матические обозначения. В результате работы алгоритма 
на выходе формируется список терминов, которым дано 
определение, и предложения, в которых встречаются эти 
термины. Предложения, в которых встречаются извлечен-
ные термины помечаются как определения.

Блок-схема алгоритма выявления в тексте терминов 
представлена на рисунке 4.6.

Для экспериментальной проверки разработанного 
метода был создан размеченный корпус научных публи-
каций. В состав корпуса вошли статьи журналов из переч-
ня ВАК, доклады на российских научных конференциях и 
авторефераты диссертаций. Размер размеченного корпуса 
составляет более 110 000 словоупотреблений, в корпусе 
выделено 380 определений. Для оценки качества рассчи-
тывались стандартные точность, полнота и  мера, при 
этом пересечение отрезка текста в проверочном корпусе с 
отрезком, полученным автоматически разработанным ме-
тодом, даже без точного совпадения краев отрезков, счи-
талось правильным ответом. Сравнивались результаты 
трех систем для извлечения определений:

– � Система, в которой реализованы правила-шабло-
ны, использующие семантические роли, получен-
ные от анализатора, описанного в разделах 2.3 и 
2.4.4, в котором синтаксический и семантический 
анализ выполняются раздельно. Обозначим эту 
систему как «Сем.».

– � Система, в которой реализованы правила-шабло-
ны, использующие семантические роли, получен-
ные от семантико-синтаксического анализатора, 
описанного в разделе 2.4.5. Обозначим эту систе-
му как «Сем.-син.».
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Вход

Выход

Найти ключевое слово 
шаблона в клаузе

Цикл 1, по всем клаузам 
текста

Цикл 1

Цикл 2, по всем 
шаблонам

Цикл 2

Ключевое слово 
найдено?

Выполняются 
остальные условия 

шаблона?

Вывести список 
авторских 
терминов

Лингвистическая 
информация текста

Клауза

Синтактико-
семантический 

шаблон

Ключевое слово 
шаблона

Кандидат в 
термины

Да

Нет

Да

Нет

Авторский 
термин

Тип авторского 
термина

Список 
кандидатов в 

термины

Выделить кандидата 
в термины

Фильтрация выделенных 
выражений

Определение 
типа термина

Рисунок 4.6. Алгоритм выделения терминов в научном тексте 
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– � Система, в которой отсутствуют правила-шабло-
ны, использующие семантические роли. Учитыва-
ется только лексика.  Обозначим эту систему как 
«Без сем.».

Результаты экспериментов представлены в таблице 4.10.

Таблица 4.10
Оценки качества метода извлечения определений из текстов 

научных публикаций, в %

Система Precision Recall F1
Сем. 80,6 67,4 73,4

Сем.-син. 80,7 67,6 73,6
Без сем. 76,7 52,5 62,3

Полученные результаты показывают, что шаблоны, 
использующие семантические роли, обрабатывают суще-
ственное количество случаев определения терминов в на-
учных публикациях (более 15% по полноте), тем самым 
они вносят значительный вклад в решение поставленной 
задачи. Использование системы совместного семанти-
ко-синтаксического анализа дало незначительный при-
рост качества по сравнению с использованием системы, в 
которой синтаксический и семантический анализ выпол-
няются раздельно. Причина этого заключается в том, что 
наибольшую роль в решении этой задачи играют лекси-
ко-морфологические правила, не учитывающие семантику 
и синтаксис предложений, следовательно, прирост полно-
ты определения ролевых структур не сильно отражается 
на конечном результате.

На созданном размеченном корпусе текстов прово-
дились также эксперименты с применением методов ма-
шинного обучения. В качестве признаков использовались:

– � n-граммы лемм слов и частей речи;
– � n-граммы, дополненные словосочетаниями, выде-

ленными в синтаксическом дереве предложения, 
признаками на основе ролевых структур предло-
жения, а также правилами, в которых анализиру-
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ется контекст леммы в некотором окне (контекст-
ные правила).

Для экспериментов использовался пополненный 
размеченный корпус, содержащий 36 документов, сово-
купным объемом более 180 000 словоупотреблений. В нем 
было размечено 439 определений. После разделения кор-
пуса на предложения было сформировано 408 положи-
тельных примеров (присутствие определения в предло-
жении) и 10 256 отрицательных примеров. Как видно из 
приведенной статистики, распределение классов в сфор-
мированной выборке сильно скошено.

В эксперименте весь корпус несколько раз случай-
ным образом разбивался на две непересекающиеся части: 
обучающую и тестовую выборки, оценки усреднялись по 
всем разбиениям. Проводилось 50 итераций «обучение- 
тестирование» на разных разбиениях для каждого клас-
сификатора и каждого признакового пространства. Такой 
подход к оценке качества извлечения информации дол-
жен давать более объективные результаты в случае малых 
выборок.

В таблице 4.11 приведены результаты оценки 
основных показателей качества для первого эксперимента –  
точность, полнота, F

1
-мера.

Полученные результаты свидетельствуют, что при-
менение семантико-синтаксического анализа в настоящей 
задаче оправдано. Качество классификации по основному 
показателю F

1
 на втором наборе признаков имеет значи-

тельный прирост по сравнению с простыми n-граммами 
лемм и частей речи. Большую значимость во втором набо-
ре показывают семантические признаки, в которых учиты-
ваются ролевые структуры предложения. Это происходит 
благодаря тому, что при построении ролевых структур учи-
тывается большое количество лингвистической информа-
ции. В результате семантического анализа эта информация 
получает удобное представление в виде ролевых структур, 
которые могут быть использованы как обобщенные при-
знаки в задачах извлечения информации из текстов.
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4.3.2 Проблема трудоемкости разметки текстов
Традиционно для построения систем извлечения ин-

формации из текстов на основе машинного обучения ча-
сто возникает проблема отсутствия обучающей размеченной 
выборки текстов или недостаточности её размера, а созда-
ние или расширение обучающей выборки может быть слиш-
ком трудоёмко. Для решения этой проблемы в нашей рабо-
те применено активное машинное обучение (от англ. Active 
Learning). Этот подход состоит в том, что обучаемая модель 
итеративно перестраивается в процессе разметки экспер-
том примеров, автоматически выбранных на основе анализа 
ответов текущей версии обученной модели. Примеры для 
разметки выбираются в соответствии с некоторой заданной 
стратегией, например, с целью получения наибольшего по-
тенциального прироста качества модели. Для этого обычно 
используются предсказания частично обученной модели на 
неразмеченных данных и степень уверенности модели. Та-
кой подход к разметке обучающих выборок может быть осо-
бенно выгодным, когда доля положительных объектов среди 

Таблица 4.11
Сравнение качества извлечения информации с помощью 

различных методов машинного обучения и наборов признакового 
пространства, в %

Признаки Классификатор Precision Recall F1

n-граммы

Лог. рег. 62,8 ± 11,5 36,0 ± 7,8 45,3 ± 8,3
Линейный SVM 66,8 ± 11,5 35,2 ± 8,3 45,6 ± 9,0
Random Forest 38,6 ± 8,6 30,4 ± 8,3 33,0 ± 6,6

LightGBM 56,4 ± 9,8 53,9 ± 8,9 54,8 ± 8,5
3-layer MLP 46,9 ± 10,3 49,0 ± 8,0 47,3 ± 7,7
Ансамбль 66,2 ± 10,7 50,0 ± 8,3 56,8 ± 8,7

n-граммы 
+ cем. и 

синт. призн. 
+ конт. 

правила

Лог. рег. 64,6 ± 8,6 38,7 ± 8,3 48,0 ± 8,1
Линейный SVM 67,9 ± 9,5 37,8 ± 8,1 48,2 ± 8,5
Random Forest 50,9 ± 11,1 33,2 ± 9,3 39,3 ± 8,4

LightGBM 59,3 ± 9,2 52,6 ± 9,1 55,4 ± 8,2
3-layer MLP 51,4 ± 9,9 51,7 ± 8,5 50,9 ± 7,4
Ансамбль 68,7 ± 8,7 49,9 ± 6,6 57,6 ± 6,4
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всех объектов обучающей выборки очень мала, поскольку в 
активном обучении можно выбрать стратегию, которая по-
зволит более эффективно находить положительные приме-
ры. Активное обучение может значительно экономить тру-
дозатраты при решении многих задач, при этом позволяет 
достигать эффективного баланса между качеством моделей 
и затраченных на разметку ресурсов.

Предлагаемая схема извлечения информации из тек-
стов на основе активного обучения представляет собой 
итерационный процесс, каждая итерация которого состо-
ит из следующих основных этапов [361, 362]:

1. � Эксперт размечает в тексте несколько примеров 
целевой информации. Размеченные примеры ста-
новятся обучающими примерами.

2. � Выполняется (до)обучение метода извлечения 
информации.

3. � Выполняется извлечение информации из текуще-
го текста(ов) с помощью (до)обученного метода 
извлечения.

4. � Эксперт оценивает результаты извлечения, от-
мечая правильно и неправильно извлеченные 
примеры, которые полагаются положительными 
и, соответственно, отрицательными примерами. 
Кроме того, эксперт может отвечать на вопросы 
относительно значимости признаков. Далее про-
исходит переход на этап 1 или 2.

Процесс останавливается в любое время по желанию 
эксперта. Результатом процесса является размеченный 
корпус и обученный метод извлечения информации. Схе-
ма допускает использование любых методов машинного 
обучения на шаге 2.

Важной задачей реализации машинного обучения 
является выбор стратегии предъявления новых примеров 
для разметки на каждой итерации. От стратегии зависит 
скорость и качество разметки. В настоящей работе были 
реализованы и экспериментально оценены пять стратегий 
выбора примеров:
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1. � Случайная стратегия (random). Случайный вы-
бор заданного числа примеров из множества всех 
неразмеченных примеров с одинаковой вероятно-
стью для всех примеров. Соответствует ручной 
разметке без активного обучения.

2. � Выбор по наименьшей уверенности (uncertainty 
sampling, US). Ориентирована на разметку приме-
ров, наиболее близких к разделяющей гиперпо-
верхности. В случае с классификатором, предска-
зывающим вероятности (например, логистической 
регрессией), в качестве оценки перспективности 
примера используется близость вероятности к 0,5 
(для бинарной классификации). В этой стратегии 
не учитывается в явном виде совместное распре-
деление объектов, поэтому выбор может падать 
на выбросы, правильная классификация которых 
бывает затруднительна даже для человека и бес-
полезна для обучения модели.

3. � Выбор по наименьшей уверенности с учетом 
плотности примеров (adaptive density weighted 
uncertainty sampling, ADWUS). Примеры ранжи-
руются по убыванию рейтинга, который вычис-
ляется как гармоническое среднее двух величин 
– оценки неуверенности и оценки центральности 
примера. Оценка центральности показывает, как 
много других примеров находятся близко к за-
данному. Максимальная центральность соответ-
ствует модам совместного распределения призна-
ков, минимальная – выбросам. В качестве оценки 
центральности предлагается использовать среднее 
значение косинусной меры сходства данного при-
мера и его ближайших соседей. При этом учиты-
вается только заданное количество (от 10 до 100) 
наиболее близких соседей. Стратегия учитывает 
хорошо изученные области пространства призна-
ков и обучающей выборки, чтобы не возвращать-
ся к ним снова.
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4. � Выбор по наибольшей предсказываемой вероят-
ности (maximum probable error, MPERR). Ставит 
целью разметку тех неразмеченных примеров, ко-
торые классификатор относит к положительным 
с наибольшей уверенностью. При данном подхо-
де вся имеющаяся выборка (включающая и раз-
меченные, и неразмеченные примеры) делится 
на две части: положительные и отрицательные 
примеры. При этом положительными считаются 
только те, которые эксперт пометил как положи-
тельные. Отрицательными примерами считаются 
все остальные. Классификатор обучается на со-
ставленной таким образом выборке, после чего 
строятся предсказания для неразмеченных приме-
ров. Эксперту предъявляются примеры, получив-
шие наибольшую вероятность принадлежности к 
положительному классу.

5. � Выбор по наибольшей предсказываемой веро-
ятности с учетом плотности (ADWUS-MPERR). 
Представляет собой комбинацию двух последних 
стратегий, при этом вместо оценки неуверенности 
используется предсказываемая вероятность отне-
сения к положительному классу.

В ходе экспериментального исследования предло-
женных подходов на основе активного обучения на зада-
че извлечения дефиниций оценивались и сравнивались 
различные стратегии выбора примеров с точки зрения 
построения наиболее качественного классификатора и 
экономии трудозатрат на создание размеченного корпуса 
удостоверенного качества.

В экспериментах в качестве классификатора исполь-
зовалась логистическая регрессия, в качестве признаков – 
описанное в предыдущем разделе пространство признаков 
на основе n-грамм, синтаксиса, семантики и контекстных 
правил. Эксперимент с активным обучением проводился 
в режиме симуляции без участия человека. На каждой 
итерации автоматически размечалось 10 наиболее пер-
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спективных с точки зрения стратегии примеров и вычис-
лялись точность, полнота и F1-мера на обучающей и на 
тестовой выборках, а также процент размеченных поло-
жительных примеров. В качестве тестовой выборки ис-
пользовалось 30% всех имеющихся размеченных приме-
ров. Результирующие показатели были вычислены путем 
усреднения по десяти разбиениям, при этом для оценки 
различных стратегий выбора использовались одни и те же 
разбиения.

На рисунке 4.7 приведены графики роста F
1
-меры в 

зависимости от номера итерации на обучающей выборке, 
а на рисунке 4.8 – на тестовой.

Рисунок 4.7. Графики роста F1-меры на обучающей выборке для 
разных стратегий в зависимости от номера итерации

Из графиков на рисунках 4.7 и 4.8 можно сделать 
вывод о том, что данные в выбранном пространстве при-
знаков достаточно хорошо разделяются линейным клас-
сификатором. Все стратегии, кроме случайной, одинаково 
хорошо справляются с покрытием обучающей выборки. 
Из графиков на рисунке 4.8 можно сделать вывод о том, 
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что максимальное качество достигается при использова-
нии всех стратегий примерно одинаково (кроме случай-
ной стратегии). Стабилизация на тестовой выборке про-
исходит чуть раньше, чем на обучающей выборке (около 
80-90 итерации).

Графики на рисунке 4.9 показывают, какая часть 
имеющихся положительных примеров оказывается раз-
меченной за количество итераций, отложенное по гори-
зонтальной оси. Вполне предсказуемо, что стратегия вы-
бора по наибольшей ожидаемой вероятности (простая и 
с учетом плотности) покрывает область положительных 
примеров быстрее остальных стратегий. Меньше всего по-
ложительных примеров размечается при использовании 
случайной стратегии.

Учёт плотности распределения примеров в целом 
незначительно ускоряет достижение максимальных сба-
лансированных оценок качества (F

1
-меры) на обучающей 

выборке. Однако рост точности на тестовой выборке (ри-

Рисунок 4.8. Графики роста F1-меры на тестовой выборке для 
разных стратегий в зависимости от номера итерации



Семантический поиск и анализ текстов

215

сунок 4.10) и скорость покрытия области положительных 
примеров (рисунок 4.9) у всех стратегий разные, что мо-
жет говорить о том, что в разных конечных задачах це-
лесообразно применять разные стратегии активного обу-
чения. Например, стратегия ADWUS-MPERR наиболее 
эффективно покрывает область положительных примеров 
тестовой выборки и может лучше подходить для разметки 
корпусов со смещенным распределением классов.

Суммарную трудоемкость обучения классификатора 
с применением активного обучения можно оценить как 
процент размеченных примеров от всего количества объ-
ектов в выборке, при котором достигается примерно та-
кое же качество, как и при обучении на полной выборке. 
В вышеописанном эксперименте максимальное качество 
достигается на 100-й итерации (F

1
 ≈ 51,0%), что соответ-

ствует разметке 1000 примеров, которые составляют в 
среднем 14% от общего количества примеров в обучаю-
щей выборке (рисунок 4.11).

Рисунок 4.9. Графики роста доли размеченных положительных 
примеров для разных стратегий в зависимости от номера итерации
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Рисунок 4.11. Доля выборки, разметка которой необходима для 
достижения максимального качества извлечения дефиниций 

(F1 = 51,0%), при применении разных стратегий активного обучения

Таким образом, для достижения максимального ка-
чества классификации требуется разметка корпуса в 7 
раз меньшего по сравнению с исходным, что значительно 
снижает трудоёмкость разметки текстов. При этом учет 
плотности существенно улучшает работу базовых страте-
гий (US и MPERR).

Рисунок 4.10. Графики роста точности на тестовой выборке для 
разных стратегий в зависимости от итерации
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4.4 Семейство поисковых машин Exactus
Представленные в Главах 2 и 4 методы семантиче-

ского анализа и основанные на них методы семантиче-
ского поиска и анализа текстов реализованы в виде про-
мышленного программного обеспечения и внедрены в 
семейство поисково-аналитических технологий и систем 
Exactus, разработанных в Отделении 7 ФИЦ ИУ РАН. 
Опишем коротко назначение и функциональные возмож-
ности систем.

Метапоисковая машина Exactus. Предназначена 
для поиска информации в интернет. Она перенаправ-
ляет запрос пользователя известным поисковым ма-
шинам (Яндекс, Google, список сторонних поисковых 
машин можно менять), автоматически собирает поис-
ковую выдачу (тексты заголовков и сниппеты) и пере-
сортировывает её в соответствии с семантической ре-
левантностью текста заголовка и сниппета поисковому 
запросу. В Exactus используются представленные в 
главах 4.1 и 4.2 методы семантического и вопросно-от-
ветного поиска. Демонстрационная версия метапоис-
ковой системы Exactus доступна в интернет по адресу 
http://exactus.ru/.

Система интеллектуального поиска и анализа науч-
ных текстов Exactus Expert. Предназначена для инфор-
мационно-аналитической поддержки научно-технической 
деятельности и управления научно-технической деятель-
ностью, обеспечения экспертов и исследователей возмож-
ностью получения достоверной информации о положении 
дел в научно-технической сфере на основе анализа на-
учно-технической информации из различных источников, 
прежде всего открытых научных публикаций [363, 364]. 
Система позволяет оценить перспективность темы науч-
ных исследований, оценить качество и оригинальности 
научных текстов.

Система Exactus Expert предоставляет пользователю 
следующие возможности по исследованию предметной 
области:
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– � семантический поиск научных публикаций по за-
просу, выражающему научную тему или направле-
ние, с учётом метаданных;

– � поиск содержательно близких документов;
– � аннотирование научно-технических документов;
– � предоставление ключевых слов, словосочетаний и 

терминов, характеризующих тематику отдельных 
документов и коллекций.

– � оценку качества научных публикаций;
– � и другие возможности.
В системе используются представленные в разделах 

4.1 – 4.3 методы и подходы. Отметим сервис анализа ка-
чества научных текстов – рефератов, курсовых и диплом-
ных работ, диссертаций и авторефератов, научных статей, 
монографий, который включает в себя:

– � определение соответствия научных публикаций 
формальным требованиям к структуре (наличие 
необходимых разделов, например, введение, по-
становка проблемы, список литературы и т.д.); 

– � выделение авторских терминов – новых понятий, 
определяемых авторами публикаций; 

– � выделение результатов, представленных в публи-
кациях. 

Все эти функции реализованы на основе разрабо-
танных и представленных в этой работе методов. Пример 
отчёта об анализе качества научного текста представлен 
на рисунке 4.12.

Система Exactus Expert работает в демонстрацион-
ном режиме по адресу http://expert.exactus.ru.

Система семантического поиска текстовых заим-
ствований Exactus Like. Предназначена для выявления 
смысловых текстовых заимствований в научных публи-
кациях [365]. В отличие от других аналогичных техно-
логий и систем поиска заимствований, в Exactus Like ис-
пользуются методы глубокой лингвистической обработки 
текстов, включая морфологический, синтаксический 
и семантический (реляционно-ситуационный) анализ, 
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представленный в Главе 2. Использование результатов 
лингвистического анализа текстов позволяет выявлять 
не только дословные заимствования, но и заимствования 
с перестановками слов и предложений местами, заменой 
слов и словосочетаний синонимами, разбиением и объе-
динением предложений. Демонстрация возможностей си-
стемы семантического поиска заимствований Exactus Like 
доступна по адресу http://like.exactus.ru.

Система поиска и анализа патентной информации 
Exactus Patent. Предназначена для патентного поиска и 
анализа [366]. Функциональные возможности системы в 
целом аналогичны возможностям Exactus Expert. Демон-
страционная версия системы доступна по адресу http://
patent.exactus.ru.

Программно-аппаратный комплекс интеллекту-
ального поиска и анализа больших массивов текстов  

Рисунок 4.12. Результаты анализа качества научной публикации с 
выделением результатов и дефиниций (авторских терминов)
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TextAppliance. Объединяет функции всех перечисленных 
выше систем семейства Exactus. Предназначен для авто-
матизации деятельности компаний и различных учрежде-
ний, работающих с большими коллекциями электронных 
документов [367]. Демонстрационная версия TextAppli-
ance доступна по адресу http://demo.textapp.ru/.

Промышленные технологии анализа текстов на ос-
нове разработанных методов имеют ряд внедрений в раз-
личных государственных организациях и коммерческих 
компаниях и применяются для решения многих задач ав-
томатической обработки прежде всего научных текстов. 
Среди внедрений в государственном секторе стоит отме-
тить инсталляцию продукта в следующих организациях: 
Дирекция научно-технических программ Министерства 
образования и науки Российской Федерации, создан-
ная для реализации федеральных целевых программ в 
области науки и технологий, Российский фонд фунда-
ментальных исследований, Российская Государственная 
Библиотека, Федеральный Институт промышленной 
собственности, Государственная публичная научно-тех-
ническая библиотека.

4.5 Выводы по главе 4
Предложенные принципы и методы семантическо-

го поиска текстовой информации отличаются от аналогов 
тем, что помимо лексических единиц текста учитывают 
семантико-синтаксическую структуру текстов запроса и 
документов. Методы включают алгоритмы вычисления 
релевантности документов поисковому запросу с учетом 
реляционно-ситуационной структуры текста, семантиче-
ских ролей и семантических отношений.

Разработанные методы вопросно-ответного поиска 
основаны на сопоставлении семантико-синтаксических 
структур текстов вопроса и документа, содержащего от-
вет, и, в отличие от многих аналогов, позволяют получать 
точный ответ на поставленный вопрос, а не фрагмент тек-
ста, содержащий ответ. При этом процедура получения 
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ответа интерпретируема и детерминирована, что отличает 
предложенный метод от нейросетевых подходов.

Разработанные методы открытого извлечения ин-
формации из текстов позволяют извлекать сущности и 
семантические отношения между ними, тип которых за-
ранее не задан. Разработанные методы основаны на ма-
шинном обучении без учителя, предназначены для фор-
мирования баз знаний по текстам и облегчают переход 
к новым предметным областям при извлечении инфор-
мации и вопросно-ответном поиске. Методы открытого 
извлечения информации из текстов эффективно приме-
няются для вопросно-ответного поиска.

Разработаны оригинальные методы извлечения ин-
формации из научных текстов, учитывающие семанти-
ко-синтаксическую структуру научных текстов. Методы 
основаны на ручном построении правил и применении 
машинного обучения по размеченным корпусам, при этом 
показано, что использование семантики упрощает постро-
ение правил и повышает эффективность применения ме-
тодов машинного обучения.

Для снижения трудоемкости разметки текстов для 
решения задач извлечения дефиниций из текстов целе-
сообразно использовать подходы активного машинного 
обучения. Некоторые стратегии активного обучения по-
зволяют сократить объем размечаемых данных до 7 раз 
при достижении необходимого качества.

Экспериментальные исследования разработанных 
методов показывают их работоспособность и преимуще-
ства по сравнению с аналогами, не учитывающими семан-
тику. Методы семантического поиска и анализа текстов 
внедрены в семейство поисковых машин Exactus и про-
граммно-аппаратный комплекс TextAppliance, который 
имеет промышленное коммерческое использование.
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ГЛАВА 5

РАЗНОУРОВНЕВЫЙ АНАЛИЗ ТЕКСТОВ  
В ПСИХОЛИНГВИСТИЧЕСКИХ  

ИССЛЕДОВАНИЯХ

Психолингвистический анализ является одним из 
актуальных направлений интеллектуального анализа 
текстов. Наш интерес к этой теме вызван недостаточной 
полнотой психолингвистических исследований на русско-
язычном материале с привлечением верхних (синтаксис, 
семантика, дискурс) уровней языка.

Целью психолингвистических исследований, как 
указано в Главе 1, является, прежде всего, выявление вза-
имосвязи между психологическими особенностями, пси-
хическими отклонениями человека и особенностями его 
устной и письменной речи. Часто решается задача пред-
сказания по тексту психологических особенностей авто-
ра. Особенностью таких исследований является необхо-
димость получения интерпретируемых результатов, что 
определяет схему исследования и выбор текстовых харак-
теристик в нашем исследовании.

В этой главе представлены разноуровневые тексто-
вые показатели и методы психолингвистического анализа 
текстов на русском языке, учитывающие разноуровневую 
структуру высказываний и текстов, описаны результаты 
валидизации предложенных психолингвистических тек-
стовых показателей и экспериментальных исследований 
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разработанных методов на примере текстов, написанных 
авторами с клиническим диагнозом депрессия и с раз-
ной степенью агрессивности [368]. Представлен новый 
инструмент поддержки психолингвистических корпусных 
исследований.

5.1 �Разноуровневые психолингвистические 
показатели 

Как было показано в Главе 1, психолингвистические 
исследования преимущественно ограничиваются уровнем 
лексики. Рассмотрим текстовые показатели, отражающие 
особенности разных уровней языка в их взаимодействии. 
Такие показатели потенциально могут характеризовать пси-
хологические особенности авторов текстов, поэтому будем 
называть их психолингвистическими показателями текста, 
считая при этом, что для разных психологических особенно-
стей значимость таких показателей будет разная [369]. 

Отметим, что при создании систем автоматического 
анализа текста вопрос о диагностических возможностях 
психолингвистических и лексико-частотных параметров 
текста ставить неуместно: психодиагностика не предпо-
лагает вынесения суждения о психологических особен-
ностях на основе применения одного диагностического 
инструмента, и текстовые показатели не могут служить 
основанием для постановки диагноза. Однако наличие 
статистических данных о связях различных параметров 
текстов и психологических особенностей их авторов мо-
гут служить материалом для развития исследовательских 
инструментов в области психологии больших групп, на-
пример, сообществ социальных сетей.

Предлагаемые разноуровневые психолингвистиче-
ские показатели разделены на пять групп, которые опи-
сываются далее.

5.1.1 Морфо-стилистические показатели
Морфо-стилистические текстовые показатели отра-

жают особенности текстов на уровне частей речи и сти-
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листики текста. Во многих исследованиях была показа-
на взаимосвязь частотности определенных частей речи с 
психологическими особенностями их авторов (см., напри-
мер, [205]). Морфо-стилистические текстовые показатели 
вычисляются на основе результатов морфологического 
анализа текстов. Перечислим наиболее важные исследу-
емые показатели текста и их формальное выражение на 
основе выражений (2.1) – (2.4).

Количество символов. Отражает объем текста в 
символах и вычисляется как сумма количества симво-
лов слов текста по всем клаузам и предложениям, без 
пробелов, служебных символов, слов типа дата, число 
и т.п.:

.       (5.1)

Количество слов. Выражает общее количество слов 
(словоупотреблений) текста, кроме слов типа дата, число 
и т.п. и вычисляется как сумма количества слов по клау-
зам и предложениям текста:

.         (5.2)

Количество уникальных слов. Вычисляется анало-
гично (5.2), но без повторов слов (словоупотреблений).

,         (5.3)

где  – леммы слов клаузы.
Количество предложений. Вычисляется как общее 

количество предложений текста:

.                   (5.4)
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Количество знаков пунктуации. Множество символов 
пунктуации языка P∈ L содержит элементы P = {«.», «,», 
«!», «?», «;», «:», «-»}. Количество знаков пунктуации вычис-
ляется как мощность множества употреблений элементов 
во всех клаузах и предложениях текста (слова-разделители 
предложений являются элементами предложений):

,     (5.5)

где }.
Количество знаков пунктуации / Количество слов. 

Вычисляется как отношение общего количества знаков 
пунктуации к общему количеству слов (словоупотребле-
ний) в тексте:

.             (5.6)

Средняя длина слов в количестве символов. Вы-
числяется как отношение количества символов в словах к 
количеству всех слов (словоупотреблений) в тексте:

.                  (5.7)

Средняя длина предложения в словах. Вычисляется 
как отношение количества всех слов текста к количеству 
предложений в тексте:

.                  (5.8)

Многие морфо-стилистические показатели вычисля-
ются на основе учета морфологических признаков слов, 
выдаваемых морфологическим анализатором. Количество 
в тексте слов с заданными морфологическими признака-
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ми  вычисляется как мощность множества слов 
предложений и клауз, морфологические признаки кото-
рых включают заданные признаки :

,     (5.9)

где ,  – множество мор-
фологических признаков слов в клаузе. Напомним, что 
морфологические признаки представляются как строки 
вида «катетегория:значение» (например, «часть_речи:-
глагол», «время:прошедшее», «лицо:1» и т.п., см. раздел 
2.2.2). Опишем остальные показатели.

Доля глаголов 1 лица. Вычисляется как отношение 
количества глаголов 1 лица (любого числа) к количеству 
всех глаголов в тексте, при этом причастия и дееприча-
стия также учитываются:

.   (5.10)

Доля глаголов 2 лица и Доля глаголов 3 лица вы-
числяются аналогично (5.10).

Доля глаголов прошедшего времени. Выражается 
как отношение количества глаголов прошедшего времени 
к количеству всех глаголов в тексте:

. (5.11)

Доля инфинитивов вычисляется аналогично.
Доля местоимений 1 лица. Определяется как отно-

шение количества местоимений 1 лица к количеству всех 
местоимений:

.  (5.12)
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Доля местоимений 1 лица ед. числа, Доля местои-
мений 1 лица мн. числа, Доля местоимений 2 лица, Доля 
местоимений 3 лица вычисляются аналогично.

Следующая группа показателей отражает абсолютное 
количество слов заданной части речи, а также частотность ча-
стей речи относительно количества всех слов и предложений.

Часть речи: прилагательное. Вычисляется как коли-
чество прилагательных в тексте:

. (5.13)

Количество прилагательных \ количество слов. Вы-
числяется как отношение количества прилагательных к 
количеству всех слов в тексте:

.                   (5.14)

Количество прилагательных \ количество предло-
жений. Вычисляется как отношение количества прилага-
тельных к количеству всех предложений в тексте:

.                    (5.15)

Аналогично вычисляются по три показателя для ча-
стей речи: наречие, местоименное наречие, числитель-
ное-прилагательное, местоимение-прилагательное, часть 
композита – сложного слова, союз, междометие, числи-
тельное, частица, предлог, существительное, местоиме-
ние-существительное, глагол.

Наконец, последняя группа морфо-стилистических 
показателей вычисляется как отношение количества слов 
разных частей речи.

Коэффициент Трейгера. Вычисляется как отноше-
ние количества глаголов (без причастий и деепричастий) 
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к количеству прилагательных, включая местоимение-при-
лагательное и числительное-прилагательное:

. (5.16)

Коэффициент логической связности. Вычисляется 
как отношение количества союзов и предлогов к количе-
ству предложений, умноженному для нормировки на 3:

. (5.17)

Коэффициент опредмеченности действия. Вычис-
ляется как отношение количества всех глаголов к количе-
ству существительных без учета местоимений-существи-
тельных:

. (5.18) 

Коэффициент причастности. Вычисляется как отно-
шение количества причастий и деепричастий к количе-
ству предложений:

. (5.19)

Коэффициент словарного разнообразия. Вычисля-
ется как отношение количества уникальных слов к коли-
честву всех слов текста:

.                  (5.20)

Общее количество морфо-стилистических показате-
лей составляет 56.
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5.1.2 Лексические показатели
Лексические показатели отражают особенности тек-

стов на уровне употребляемых слов разных тематических 
групп. Такие показатели основаны на специальных сло-
варях лексики, характеризующих те или иные психоэ-
моциональные состояния авторов текстов или общую 
эмоциональную направленность текста. Состав словарей 
и принципы их формирования представлены в работах 
[370, 371]. Всего используется 21 словарь, общим объе-
мом около 50 тысяч слов.

Приведем для наглядности примеры слов из некото-
рых словарей:

– � Лексика страдания: бедствие, болезнь, невезение…;
– � Лексика стенических негативных эмоций: беспо-

коить, ненавидеть, обидеть, сердиться…;
– � Инвективные обозначения отрицательных черт 

характера, моральных качеств, поведения и образа 
жизни: хитрость злобный злодейство язвитель-
ность грубость…;

– � Обозначение негативных эмоциональных и теле-
сных состояний: гнев противно беситься отврати-
тельный бояться ужас…;

– � Слова с деструктивной семантикой: значения 
разрушения, уничтожения, преобразующего дей-
ствия на объект: разрушить уничтожить иско-
веркать…;

– � Лексика физического насилия: бить ранить кон-
фликт накостылять…

Лексические текстовые показатели вычисляются на 
основе результатов морфологического анализа текстов 
как частотности слов из каждого словаря, при этом учи-
тываются леммы слов и отрицание при глаголах (не бес-
покоит) и прилагательных (не злобный), которое опреде-
ляется на основе синтаксических связей.

Таким образом, каждый словарь D является конеч-
ным множеством слов w языка L (как определено в раз-
деле 2.2.1), при этом каждое слово стоит в нормальной 
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форме. Для каждого словаря вычисляются следующие 
текстовые показатели:

Встречаемость слов. Вычисляется как количество 
употреблений в тексте слов из словаря:

,      (5.21)

где ,  – лемма слова в клаузе 
. 

Частотность относительно слов. Вычисляется как 
отношение количества употреблений слов из словаря к 
общему количеству слов текста:

.                  (5.22)

Частотность относительно предложений. Вычис-
ляется как отношение количества употреблений слов из 
словаря к количеству предложений текста:

.                  (5.23)

Общее количество лексических показателей равня-
ется количеству словарей, умноженному на 3, т.е. 63.

5.1.3 Синтаксические показатели
Синтаксические текстовые показатели отражают 

особенности текстов на уровне синтаксических отноше-
ний между словами и вычисляются на основе результатов 
синтаксического анализа текстов.

Опираясь на выражение (2.6), синтаксической це-
почкой sc в клаузе С

synt
 назовем последовательность эле-

ментов множества R
syntW

 всех отношений между словами, 
т.е. последовательность пар (<(wi

1
, wi

2
), ti

synt
>) таких, что 
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зависимое слово w
2
 в одной паре совпадает с главным 

словом w
1
 в следующей паре:

sc = (<(wi
1
, wi

2
), ti

synt
>) | wi

2 
= wi+1

1
,
 

,  (5.24)

где  – количество синтаксических отношений 
в клаузе.

Обозначим за len(sc) длину последовательности sc, 
множество всех синтаксических цепочек клаузы С

synt
 обо-

значим как CS
synt

.
Максимальная глубина синтаксического дерева. 

Показатель, вычисляемый как максимальная длина це-
почки среди всех синтаксических цепочек в клаузах всех 
предложений текста:

. (5.25)

Минимальная глубина синтаксического дерева. 
Вычисляется как минимальная длина цепочки среди 
всех синтаксических цепочек в клаузах всех предложе-
ний текста:

.  (5.26)

Средняя глубина синтаксического дерева. Вычис-
ляется как отношение количества максимальных глубин 
синтаксических деревьев во всех предложениях текста к 
количеству предложений в тексте:

. (5.27)

Общее количество синтаксических связей в тексте 
определяется как
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. (5.28)

Количество появлений заданной синтаксической 
связи  в тексте T вычисляется как количество синтак-
сических отношений типа  по всем клаузам и предло-
жениям текста:

,  (5.29)

где  – количество по-
явлений заданной синтаксической связи  в клаузе С

synt
.

Частота встречаемости заданной синтаксической 
связи sw в тексте вычисляется как отношение количества 
появлений заданной синтаксической связи в тексте к ко-
личеству всех синтаксических связей в тексте:

.             (5.30)

Частота встречаемости синтаксической связи каж-
дого типа, определяемого синтаксическим анализато-
ром, является синтаксическим показателем. В наших 
исследованиях использовался анализатор UdPipe21, ко-
торый определяет до 45 синтаксических отношений22. 
Таким образом, количество синтаксических показате-
лей составляет 48.

5.1.4 Семантические показатели
Семантические текстовые показатели отражают осо-

бенности употребления семантических ролей и отноше-
ний в тексте и вычисляются на основе результатов семан-
тического анализа текстов, описанного в разделах 2.3 и 
2.4. В соответствии с выражением (2.9) опишем семанти-
ческие показатели текста.

21)  https://ufal.mff.cuni.cz/udpipe
22)  https://universaldependencies.org/treebanks/ru_syntagrus/index.html
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Общее количество семантических ролей в тексте 
определяется как

,     (5.31)

где  – множество отношений между гла-
гольными и именными синтаксемами в клаузе, где 
тип отношения соответствует семантическое роли, т.е. 

.
Общее количество семантических отношений в тек-

сте определяется как

,    (5.32)

где  – множество отношений меж-
ду именными синтаксемами в клаузе, где тип от-
ношения соответствует семантической связи, т.е. 

.
Количество появлений заданной семантической роли 
 в тексте T вычисляется как количество семантиче-

ских ролей типа  по всем клаузам и предложениям 
текста:

,  (5.33)

где  – количество по-
явлений заданной семантической роли  в клаузе .

Количество появлений заданного семантического 
отношения  в тексте T вычисляется как количество 
семантических отношений типа  по всем клаузам и 
предложениям текста:

,   (5.34)
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где  – количество появ-
лений заданного семантического отношения  в клаузе 

.
Частота встречаемости заданной семантической 

роли srole в тексте вычисляется как отношение количе-
ства появлений заданной семантической роли в тексте к 
количеству всех семантических ролей в тексте:

.     (5.35)

Частота встречаемости семантической роли каждого 
типа является семантическим показателем. В наших ис-
следованиях используется 63 семантические роли.

Частота встречаемости заданного семантического 
отношения srel в тексте вычисляется как отношение ко-
личества появлений заданного семантического отношения 
в тексте к количеству всех семантических отношений в 
тексте:

.       (5.36)

Частоты встречаемости семантической роли каждого 
типа и семантического отношения является семантиче-
ским показателем. В наших исследованиях используется 
35 семантических отношений. Таким образом, общее ко-
личество семантических текстовых показателей составля-
ет 98.

5.1.5 Дискурсивные показатели
Дискурсивные текстовые показатели отражают осо-

бенности текстов на уровне дискурсивной (риторической) 
структуры и вычисляются на основе результатов дискур-
сивного анализа текстов, описанного в Главе 3. В соот-
ветствии с выражениями (3.1) и (3.2) опишем некоторые 
дискурсивные показатели текста.
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Количество дискурсивных единиц. Соответствует 
количеству всех дискурсивных единиц всех абзацев тек-
ста. Вычисляется как сумма дискурсивных единиц по аб-
зацам:

.             (5.37)

Количество дискурсивных деревьев. Каждое дис-
курсивное дерево соответствует одному абзацу, поэтому 
этот показатель равен количеству абзацев:

.                (5.38)

Средняя длина дискурсивной единицы в словах, 
Средняя длина элементарной дискурсивной единицы 
в словах вычисляется аналогично средней длине пред-
ложения в словах (5.8), т.к. элементарная дискурсивная 
единица как правило соответствует клаузе или простому 
предложению, а дискурсивная единица является объеди-
нением элементарных дискурсивных единиц.

Дискурсивной цепочкой dc в дереве  назовем 
последовательность элементов множества  всех ри-
торических отношений между дискурсивными единица-
ми, т.е. последовательность пар  таких, что 
зависимая единица  в одной паре совпадает с главной 
единицей  в следующей паре:

,    (5.39)

где  – количество дискурсивных отношений в 
дереве.

Обозначим за len(dc) длину последовательности dc, 
множество всех дискурсивных цепочек абзаца  обо-
значим как .

Максимальная глубина дискурсивного дерева. По-
казатель, вычисляемый как максимальная длина дискур-
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сивной цепочки среди всех дискурсивных цепочек всех 
абзацев текста:

.      (5.40)

Средняя глубина дискурсивного дерева. Вычис-
ляется как отношение количества максимальных глубин 
дискурсивных деревьев абзацев к количеству абзацев:

.      (5.41)

Общее количество дискурсивных отношений в тек-
сте определяется как

.      (5.42)

Количество появлений заданного дискурсивного от-
ношения  в тексте T вычисляется как количество дис-
курсивных отношений типа  по всем абзацам текста:

,    (5.43)

где  – количество по-
явлений заданного дискурсивного отношения  в аб-
заце .

Частота встречаемости заданного дискурсивного 
отношения  в тексте вычисляется как отношение ко-
личества появлений заданного дискурсивного отношения 
в тексте к количеству всех дискурсивных отношений в 
тексте:

.        (5.44)
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Дискурсивным показателем считается частота встре-
чаемости риторического отношения каждого типа. Всего 
для русского языка, согласно Главе 3, насчитывается 23 
риторических отношения. Общее количество дискурсив-
ных показателей составляет 34.

Таким образом, общее количество разноуровневых 
текстовых показателей составляет 299.

5.2 �Валидизация психолингвистических 
показателей

Рассмотрим результаты исследования способности 
психолингвистических показателей текста разделять тек-
сты людей с определёнными психологическими особен-
ностями, в частности, с психическими заболеваниями и 
разной степенью выраженности агрессии. Проверялось 
предположение, что определяемые текстовые признаки 
различаются по своей способности дифференцировать 
носителей разных психологических особенностей. Целью 
исследования являлось выявление значимых психолинг-
вистических показателей, характерных для текстов пси-
хически больных и здоровых людей, а также интерпре-
тация психологами выявленных различий в усредненных 
значениях показателей. Решались следующие исследова-
тельские задачи:

1. � Выявить психолингвистические показатели, зна-
чения которых статистически значимо отличают-
ся в текстах сравниваемых групп.

2. � Выявить психолингвистические показатели, кото-
рые имеют информативную значимость для авто-
матического разделения текстов с помощью мето-
дов машинного обучения.

5.2.1 Схема исследования
Схема проведенного исследования включает следу-

ющие шаги:
1. � Определение группы испытуемых и жанра текста. 

Важно, чтобы создаваемые испытуемыми тексты 
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были достаточно большого объёма и отражали 
личностные особенности автора, поэтому в каче-
стве стиля текста было выбрано эссе – небольшое 
сочинение.

2. � Проведение психодиагностики испытуемых. Если 
испытуемые не наблюдаются в клинике, то пси-
ходиагностика выполняется на основе психоло-
гических опросников. Иначе диагноз берётся из 
клиники.

3. � Сбор текстов от испытуемых. Тексты собираются 
в цифровом формате, если текст написан от руки, 
он переводится в цифровой формат. Каждому 
тексту сопоставлен диагноз автора или результат 
прохождения им опросника.

4. � Психолингвистический анализ текстов испытуе-
мых. Автоматическое вычисление значений раз-
ноуровневых психолингвистических показателей, 
предложенных в предыдущем разделе, для каждо-
го текста.

5. � Выбор группы исследуемых психолингвистиче-
ских показателей. Не все вычисляемые признаки 
исследуются в конкретной задаче.

6. � Выявление статистически значимых различий в 
значениях психолингвистических показателей в 
текстах психически больных и здоровых людей 
или текстах здоровых с разными психологически-
ми особенностями. Для сравнения групп текстов 
применяются статистические критерии, например, 
Стьюдента или Хи-квадрат Пирсона. Для стати-
стического анализа используется программа SPSS.

7. � Классификация текстов по классам, соответству-
ющим группам испытуемых: больные\здоровые, с 
низкой агрессивностью\высокой агрессивностью 
и т.д. Исследовалось качество классификации в 
стандартных показателях точность (Precision), пол-
нота (Recall), F

1
, Accuracy, с помощью типичных 

представителей методов машинного обучения –  
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деревьев решений и машины опорных векторов. 
Определялись значимые (информативные) для 
предсказания класса признаки, например, мето-
дом, предложенным в работе [294].

8. � Интерпретация выявленных различий в психо-
лингвистических показателях экспертами-психо-
логами. Необязательный, но весьма ценный для 
получения новых знаний шаг.

В зависимости от целей конкретного исследования 
шаги 6 или 7 могут пропускаться. 

5.2.2 Анализ текстов психически больных
В исследовании приняли участие две группы испы-

туемых: 22 пациента клиники ФГБНУ НЦПЗ (средний 
возраст 24,1 года), лечившихся в отделе по изучению эн-
догенных психических расстройств и аффективных состо-
яний (шизофрения, депрессия, биполярное расстройство); 
142 человека – группа здоровых, студенты гуманитарных 
и технических вузов Москвы и Кургана, взрослые жители 
этих городов в возрасте от 32 до 46 лет [372, 371]. Выборки 
были уравнены по социодемографическим показателям.

Всем испытуемым было предложено написать эссе 
на тему «Я, другие, мир» объёмом около 1 страницы. Тема 
эссе была задана как экспериментальная, провоцирующая 
появление материала, дающего возможность на основе 
текста оценить особенности восприятия себя и других, 
способность интегрировать противоречивые явления в це-
лостное представление о себе и мире.

Исследовались следующие группы разноуровневых 
текстовых показателей:

1) � морфо-стилистические;
2) � лексические;
3) � семантические;
4) � дискурсивные.
Для статистического анализа использовалась про-

грамма SPSS, для сравнения групп применялся критерий 
различий Манна-Уитни.
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Результаты, полученные при анализе различий, 
представлены в таблице 5.1. Приведены только те пока-
затели, по которым были выявлены значимые различия.

Таблица 5.1
Сравнение средних значений психолингвистических показателей 

для текстов больных и здоровых испытуемых

Психолингвисти-
ческие показатели Здоровые Больные Знач. 

различий

Семантические роли

Агенс 0,0012±0,0023 0,0004±0,0012 *

Каузатив 0,0048±0,0041 0,0040±0,0055 *

Генератив 0,0007±0,0015 0,0002±0,0009 *

Инструментатив 0,0079±0,0064 0,0058±0,0079 *

Предикат 0,0081±0,0053 0,0054±0,0051 *

Субъекты 
содействия 0,0010±0,0019 0,0002±0,0012 *

Субъект 0,0410±0,0124 0,0494±0,0191 *

Морфо-стилистические показатели

Отношение 
количества 

инфинитивов к 
общему количеству 

глаголов

0,3118±0,0874 0,2363±0,1351 **

Местоимения 
первого лица 

множественного 
числа

0,0109±0,0112 0,0051±0,0102 **

Местоимения 
первого лица 

единственного числа
0,0277±0,0222 0,0598±0,0288 **
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Местоимения 
третьего лица 

множественного 
числа

0,0053±0,0058 0,0043±0,0066 *

Коэффициент 
Трейгера 0,8056±0,2200 0,6909±0,2697 *

Отношение числа 
существительных 

и глаголов к 
количеству 

прилагательных и 
наречий

2,3669±0,7435 3,8636±4,7238 *

Длина слов в 
символах 4,4506±0,3359 4,2794±0,3456 *

Лексические показатели

Словарь: Дети и 
образование 0,0026±0,0043 0,0005±0,0016 **

Словарь: 
Здравоохранение 

и бесплатная 
медицина

0,0002±0,0009 0,0018±0,0049 **

Примечания. Уровень статистической значимости различий: 
* –  p <0,05; ** – p < 0,001.

Некоторые полученные различия были проинтер-
претированы психологами и соотнесены с результатами 
клинической психологии. Например, согласно работе 
[372, с.7-8] «…снижение коэффициента Трейгера ука-
зывает на такие личностные характеристики, как не-
решительность, зависимость, тревожность. Поскольку 
в группе больных преобладают люди с диагносциро-
ванной депрессией, сниженность этого коэффициента 
ожидаема, и согласуется с клинической симптоматикой 
депрессивных расстройств. С этим же, вероятно, связа-
но и снижение количества такой синтаксемы, как агенс 
– производитель действия, однако только в том случае, 
если в этой роли стоит местоимение «я» (отметим, что 
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местоимение «я» у больных встречается значимо чаще). 
Снижение частоты встречаемости синтаксемы каузатив 
может говорить об ограничениях во внимании к при-
чинности, каузальной связности событий. Увеличение 
количества местоимений первого лица единственного 
числа показывает, что больные сосредоточены на себе, 
образы других отсутствуют, или присутствуют только 
для того, чтобы выразить их отношение к автору. Уве-
личение этого показателя показано и в других исследо-
ваниях [205]. Собственные потребности и аффекты за-
трудняют восприятие других как целостных отдельных 
личностей, со своей историей, сильными и слабыми 
сторонами, о чем свидетельствует снижение количества 
местоимений третьего лица множественного числа…».

5.2.3 Анализ текстов больных депрессией
В исследовании принимали участие пациенты с 

клинически подтвержденной депрессией – 93 человека, 
и здоровые испытуемые (контрольная группа), которые 
прошли опросник Бека на выявление депрессии и не 
показали признаков наличия ментальных заболеваний 
– 233 человека. Всем испытуемым было предложено 
написать эссе на тему «Я, другие, мир» объёмом око-
ло 1 страницы. Целью исследования было так же вы-
явление психолингвистических текстовых показателей, 
значимых при решении задачи классификации [373]. 
В таблице 5.2 показаны характеристики испытуемых и 
написанных ими текстов.

Предварительные статистические исследования выя-
вили различия в психолингвистических показателях тек-
стов для двух групп испытуемых. Например, выявлены 
статистически значимые отличия в морфо-стилистиче-
ских и синтаксических показателях по критерию Стью-
дента (см. в таблице 5.3 средние значения некоторых 
показателей, которые различаются в группах больных и 
здоровых с уровнем статистической значимости различий 
p < 0,001).
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Таблица 5.3
Средние значения некоторых психолингвистических показателей 

для текстов больных и здоровых

Психолингвистические 
показатели Здоровые Больные

Морфо-стилистические показатели

Местоимения 1 лица ед. 
числа 0,35±0,1947 0,5322±0,1549

Местоимение-
прилагательное 0,0785±0,0249 0,0565±0,0194

Глаголы прошедшего 
времени 0,6276±0,0945 0,6972±0,0933

Глаголы 3 лица 0,2535±0,1054 0,1811±0,0807

Коэффициент Трейгера 1,1272±0,3074 1,3724±0,462

Коэффициент словарного 
разнообразия 0,5417±0,0521 0,5699±0,077

Коэффициент логической 
связности 1,0216±0,3282 0,8845±0,3208

Таблица 5.2
Характеристики испытуемых и написанных ими текстов в задаче 

анализа текстов больных депрессией

Группа 
депрессивных Контрольная группа

Количество эссе 93 223

Возраст 28,05±10.67 22,82±10.01

Пол 55 Ж, 38 М 153 Ж, 70 М

Количество знаков 1883 ± 895 1994 ± 207

Количество слов 294,83 ± 145,89 317,75 ± 35,6

Длина предложений 22,6 ± 11,28 23,11 ± 6,93
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Синтаксические показатели

Максимальная глубина 
синтаксического дерева 9,7406±2,0407 8,7±2,2608

Средняя глубина 
синтаксического дерева 5,2336±0,8121 4,8482±0,8302

На рисунке 5.1 для большей наглядности представ-
лены различия в средних значениях с 95%-м доверитель-
ным интервалом для некоторых психолингвистических 
показателей.

Рисунок 5.1. Различия в значениях некоторых 
психолингвистических показателей для текстов здоровых и больных 

депрессией. Средние значения с доверительным интервалом
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Видно, например, что больные депрессией больше 
сконцентрированы на себе (чаще используют местоиме-
ния 1 лица единственного числа) и пишут более простые 
предложения (средняя глубина синтаксического дерева 
ниже).

Обнаружены также значимые по критерию Мани- 
Уитни отличия в дискурсивной структуре текста, напри-
мер, в частотности употребления некоторых риторических 
отношений (см. таблицу 5.4).

Таблица 5.4
Дискурсивные показатели, значимо различающиеся в текстах 

больных депрессией и здоровых испытуемых

Риторическое 
отношение

Средняя 
частотность в 

корпусе больных

Средняя 
частотность 

в корпусе 
здоровых

p-value

contrast 0,34210 0,20788 0,00293
joint 0,21052 0,17164 0,01507

elaboration 0,01315 0,16211 0,01816
evaluation 0,0 0,06993 0,02083
concession 0,0 0,03305 0,03479

Далее решалась задача классификации эссе на два клас-
са – депрессивные и не депрессивные с выявлением значи-
мых для классификации психолингвистических признаков. 
Исследовались следующие наборы текстовых признаков:

– � DM – психолингвистические показатели. Предло-
женные морфо-стилистические и синтаксические 
показатели.

– � Unigrams – униграммы слов. Отдельные слова, 
взвешенные по методу tf-idf.

– � Bigrams – биграммы слов. Последовательности 
двух слов, взвешенные по методу tf-idf.

N-граммы слов, встречающиеся в менее 1% и более 
90% эссе, удалялись из набора признаков. Исследовались 
также некоторые комбинации наборов признаков.
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В качестве методов машинного обучения исполь-
зовались метод построения случайных лесов деревь-
ев решений (Random Forest) и метод опорных векто-
ров (SVM), реализованные в библиотеке scikit-learn23. 
Для оценки качества использовались стандартные по-
казатели полнота (Recall), точность (Precision), F1 и 
Accuracy, вычисляемые для класса депрессивных эссе. 
Применялся 5-ти кратный скользящий контроль (5-
fold cross-validation). Результаты показали следующее 
(см. таблицу 5.5):

1) � Психолингвистические показатели в отдельности 
показали наилучшее качество классификации по 
показателям Precision и Accuracy.

2) � Комбинация биграмм и психолингвистических 
показателей показала наилучшее качество по по-
казателю F1.

3) � Лучшие результаты достигнуты с помощью мето-
да построения случайных деревьев решений.

Дополнительно проводилась оценка информативно-
сти признаков с помощью информативности Джини (Gini 
Importance), которая вычисляется для каждого признака 
как сумма по количеству разбиений (по всем деревьям), 
включающих данный признак, относительно количества 
примеров, разделяемых признаком [294].

Наиболее информативными оказались следующие 
показатели:

– � Частотность притяжательных местоимений; 
– � Частотность притяжательных прилагательных;
– � Тональность;
– � Частотность глаголов прошедшего времени;
– � Частотность местоимений первого лица;
– � Коэффициент Трэйгера;
– � Частотность глаголов третьего лица;
– � Частотность инфинитивов;
– � Коэффициент словарного разнообразия.

23)   https://scikit-learn.org/stable/
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Кроме оценки информативности текстовых при-
знаков выполнялся поиск причинно-следственных (кау-
зальных) связей между наличием диагноза и текстовыми 
показателями [374]. Для каузального анализа использо-
вался алгоритм AQJSM [375], модифицирующего суще-
ствующий алгоритм индуктивного обучения AQ (ква-
зиоптимальный алгоритм) [376]. Важная особенность 
этого метода заключается в том, что в результате его 
применения появляется более специфицированное, чем 
при использовании методов математической статистики, 
описание связей между признаками. Результаты имеют 
вид (<Класс>, <Классовое свойство>, <Причина>), ко-
торые интерпретируются так, что у испытуемых, «отно-

Таблица 5.5
Показатели качества классификации эссе, усредненные по 

прогонам, в %

Random Forest
Набор 

признаков Recall Precision F1 Accuracy

DM 65,53 ± 8,31 77,52 ± 4,91 70,65 ± 5,39 84,16 ± 2,15

Unigrams 69,83 ± 9,36 70,87 ± 7,31 69,69 ± 4,51 82,27 ± 2,4
Unigrams + 

DM 72,01 ± 10,03 70,7 ± 10,18 70,48 ± 5,36 82,28 ± 3,4

Bigrams 76,26 ± 7,37 70,42 ± 5,69 72,72 ± 2,44 83,21 ± 1,77
Bigrams + 

DM 74,18 ± 3,11 72,12 ± 4,16 73,01 ± 2,11 83,85 ± 1,46

SVM
Набор 

признаков Recall Precision F1 Accuracy

DM 78,66 ± 14,27 52,78 ± 5,63 62,96 ± 8,12 73,11 ± 5,44

Unigrams 49,59 ± 16,11 69,04 ± 5,8 56,6 ± 12,67 78,81 ± 4,29
Unigrams + 

DM 72,28 ± 15,01 61,0 ± 11,09 66,05 ± 12,51 78,21 ± 8,17

Bigrams 64,67 ± 11,74 72,42 ± 8,89 68,01 ± 9,38 82,29 ± 5,04
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сящихся» к <Классу>, наличие <Классового свойства> 
объясняется <Причиной>.

В нашей работе алгоритм AQJSM был применён 
для поиска причинно-следственных связей между на-
личием депрессии у автора текста и параметрами его 
текста с целью выделения маркеров депрессии в рус-
скоязычных текстах. В результате применения алгорит-
ма AQJSM возникают данные о возможности особенно 
часто или особенно редко встретить в текстах авторов, 
относимых к определённой группе, определённые тек-
стовые характеристики при условии, что в этих текстах 
особенно часто или особенно редко встречаются другие 
текстовые характеристики.

В соответствии с этим был выделен категориальный 
признак «здоровье/депрессия». Для каждого эссе полу-
чены числовые значения для каждого из применявших-
ся текстовых параметров, числовые характеристики были 
преобразованы в категориальные в зависимости от при-
надлежности к одному из 5 интервалов значений для при-
знака (возможные значения: очень низкий, низкий, сред-
ний, высокий, очень высокий).

Применение алгоритма AQJSM позволило выде-
лить 16 лингвистических маркеров клинической депрес-
сии. Некоторые текстовые параметры, выступившие как 
«классовые свойства» с высокой или низкой встречаемо-
стью, причиной которых являлось значение «депрессия», 
приведены в таблице 5.6 с перечислением классов как 
условий.

Под маркером депрессии здесь понимается текстовый 
признак с достоверно повышенной/пониженной частотой 
встречаемости в текстах людей с депрессией. Соответ-
ственно, из таблицы были исключены текстовые параме-
тры классов и классовых условий со средней встречаемо-
стью, как малоинтересные с точки зрения дальнейшего 
использования в роли предикторов депрессии.

Видно, что в качестве причин депрессии выступают 
как морфо-стилистические, так и семантические показатели.
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5.2.4 �Анализ текстов авторов с различным уров-
нем агрессивности 

В исследовании принимало участие 487 испытуемых 
– студентов и взрослых г. Москвы и г. Кургана. Испыту-
емые проходили опросник Басса-Перри BPAQ личност-
ной агрессивности, который содержит три шкалы – шкала 
склонности к физической агрессии, шкала склонности к 
гневу, шкала враждебности (подозрительность, обидчи-
вость, недоброжелательность) [377]. Кроме того, испытуе-
мые писали эссе на тему «Я, другие, мир» объёмом около 
1 страницы.

Исследовалось 177 разноуровневых текстовых при-
знаков, разбитых на шесть групп:

1. � Морфо-стилистические показатели (PI) – 27 при-
знаков;

2. � Семантические роли (SR) – 75 признаков;
3. � Семантические связи (SL) – 32 признака;

Таблица 5.6
Некоторые причины текстовых «событий» типа клиническая 

депрессия

Класс Свойство класса
Число предложений = Оч. 

высокий Число клауз = Оч. высокий 

Словарь: Лексика 
разрушения и насилия = 

Оч. высокий 
Часть речи: предлог = Низкий

Часть речи: числительное 
= Оч. высокий 

Число уникальных слов / 
Число слов = Высокий

Сем. роль: объектив = Оч. 
высокий 

Сем. роль: медиатив = Оч. 
высокий 

Сем. роль: результатив = 
Высокий Сем. связь: CAUS = Низкий

Сем. связь: RSN = Оч. 
высокий 

Словарь: Уголовный жаргон = 
Низкий

Сем. связь: SIT = Оч. 
высокий 

Доля глаголов прошедшего 
времени = Оч. высокий 
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4. � Словари оценки и состояния (AS) – 20 признаков;
5. � Тематические словари (SD) – 9 признаков;
6. � Части речи (PS) – 14 признаков.
В качестве целевых признаков выступали физиче-

ская агрессия (Physical Aggression), гневливость (Anger) 
и враждебность (Hostility). Для каждого целевого при-
знака высчитывались значения первого и третьего квар-
тиля. Испытуемые, у которых значение целевого при-
знака больше первого квартиля, но меньше третьего 
квартиля исключались из выборки. При этом значение 
целевого признака больше третьего квартиля считались 
высоким и таким испытуемым присваивалась метка 
класса 1, остальным испытуемым присваивалась метка 
класса 0. Таким образом задача предсказания значения 
целевого признака сводилась к задаче бинарной класси-
фикации. В таблице 5.7 представлено описание получен-
ных выборок.

В качестве алгоритмов бинарной классификации ис-
пользовались метод опорных векторов (SVM) и случай-
ный лес (Random Forest), реализованные в библиотеке 
scikit-learn. Оцениваемый показатель качества – правиль-
ность (Accuracy) ответов. Выполнялся 5-кратный скользя-
щий контроль. Эксперименты проводились отдельно для 
каждой группы признаков. С помощью оценки информа-
тивности признаков (см. предыдущий раздел), в каждой 
группе отбирались 5 признаков с наибольшим значение 
информативности. Совокупность этих признаков по всем 
группам составила группу наиболее информативных при-
знаков (TOP 5). Также были проведены эксперименты на 
всех признаках (ALL).

Результаты экспериментов показали (см. таблицу 
5.8), что с наибольшей правильностью (Accuracy) исполь-
зуемые текстовые признаки позволяют оценить уровень 
личностной агрессивности автора. Отбор наиболее важ-
ных признаков каждой группы (использование показателя 
TOP 5) приводит к улучшению качества классификации.
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В целом можно увидеть, что разноуровневые психо-
лингвистические текстовые показатели позволяют отличить 
тексты, написанные людьми с высокой личностной агрес-
сивностью разных форм. В таблице 5.9 приведены данные о 
10 наиболее информативных признаков для текстов людей 
физически агрессивных, гневливых или враждебных.

Для текстов людей с любой формой агрессивности 
характерны следующие признаки: семантическая роль 
«объект» (компонент с предметно-вещественным значени-
ем, подвергающийся воздействию), частотность лексики 
социального разобщения, положительной рациональной 
оценки и ментальных действий, частотность прилагатель-
ных. Для текстов людей с высокой склонностью к физи-

Таблица 5.7
Описание групп испытуемых с различным уровнем агрессивности 

Physical  
Aggression Anger Hostility

Всего 
испытуемых, 

к-во
259 265 289

Низкое/
высокое 
значение 

признака, к-во 
испытуемых

136 / 123 137 / 128 146 / 143

Средний 
возраст, лет 21,12 ± 7,15 20,70 ± 6,48 20,99 ± 6,60

Пол, к-во 
испытуемых

Женщины – 145 Женщины – 
148 Женщины – 156

Мужчины – 45 Мужчины – 43 Мужчины – 57

Не указан – 69 Не указан – 74 Не указан – 76
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ческой агрессии характерно частое употребление слов в 
семантической роли «адресат» (лицо или предмет, к кото-
рому обращено информативное, донативное или эмотив-
ное действие), большая средняя глубина синтаксического 
дерева, высокая доля глаголов 1-го лица, использование 
лексики страдания. Тексты людей, склонных к гневу, от-
личаются высокой долей знаков препинания, причастий 
и деепречастий, большим количеством частиц, а также 
использованием лексики отрицательной рациональной 
оценки. Тексты, написанные высоковраждебными людь-
ми, содержат повышенное количество слов в семантиче-

Таблица 5.8
Результаты классификации эссе по типам личностной 

агрессивности. Значение показателя Accuracy

Physical  
Aggression Anger Hostility

SVM
PI 0,529 ± 0,071 0,536 ± 0,055 0,533 ± 0,052
SR 0,525 ± 0,005 0,552 ± 0,102 0,553 ± 0,051
SL 0,548 ± 0,051 0,517 ± 0,004 0,502 ± 0,096
AS 0,540 ± 0,017 0,536 ± 0,035 0,526 ± 0,046
SD 0,590 ± 0,035 0,551 ± 0,049 0,505 ± 0,061
PS 0,525 ± 0,005 0,517 ± 0,004 0,519 ± 0,029

ALL 0,549 ± 0,068 0,596 ± 0,023 0,568 ± 0,025
TOP 5 0,544 ± 0,027 0,623 ± 0,065 0,591 ± 0,060

PI+AS+PS - - 0,591 ± 0,060
Random Forest

PI 0,462 ± 0,078 0,493 ± 0,070 0,513 ± 0,051
SR 0,505 ±0 ,076 0,487 ± 0,060 0,536 ± 0,042
SL 0,501 ± 0,079 0,438 ± 0,064 0,502 ± 0,078
AS 0,448 ± 0,042 0,565 ± 0,048 0,512 ± 0,026
SD 0,475 ± 0,059 0,517 ± 0,041 0,436 ± 0,042
PS 0,425 ± 0,070 0,483 ± 0,078 0,571 ± 0,050

ALL 0,517 ± 0,056 0,520 ± 0,088 0,544 ± 0,047
TOP 5 0,621 ± 0,035 0,581 ± 0,044 0,564 ± 0,038

PI+AS+PS - - 0,578 ± 0,045
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Таблица 5.9
10 наиболее информативных психолингвистических показателей 

для определения степени различных видов личностной 
агрессивности

Physical Aggression Anger Hostility

1 Семантическая роль 
«адресат»

Число знаков 
препинания / число 

слов

Число 
прилагательных

2 Семантическая роль 
«объект»

Лексика 
социального 
разобщения

Семантическая 
роль «объект»

3 Лексика социального 
разобщения

Компьютерный 
жаргон

Число 
местоимений-

существительных

4
Средняя глубина 
синтаксического 

дерева

Лексика 
отрицательной 
рациональной 

оценки

Лексика 
социального 
разобщения

5 Доля глаголов 1-го 
лица

Число 
отрицательных 

приставок и форм 
(не, ни, бес, без) / 

Число слов

Лексика 
мотивации, 

деятельности и 
напряжения

6 Лексика страдания Семантическая 
роль «объект»

Лексика 
положительной 
эмоциональной 

оценки

7 Число местоимений-
существительных Число частиц

Число 
отрицательных 

приставок и форм 
(не, ни, бес, без) / 

Число слов

8

Лексика 
положительной 
рациональной 

оценки и 
ментальных 

действий

Лексика 
положительной 
рациональной 

оценки и 
ментальных 

действий

Семантическая 
роль «предикат»
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ской роли «предикат» (признак, приписываемый субъек-
ту), лексику мотивации, деятельности и напряжения и 
лексику положительной эмоциональной оценки, а также 
имеют повышенную тональность. 

Таким образом, предложенные психолингвистиче-
ские показатели позволяют как выделять среди текстов 
те, которые были написаны людьми с повышенной лич-
ностной агрессивностью в целом, так и те, которые могут 
принадлежать людям с одной из форм агрессивности.

Аналогичные исследования проводились и для дру-
гих психологических состояний. Например, в работах 
[371, 378] показана статистически значимая связь предло-
женных текстовых показателей и таких психологических 
особенностей, как склонность к аномии, чувство вины, 
склонности к зависти, фрустрация и т.д.

5.3 �Машина РСА – инструмент лингво-
статистических корпусных исследований

Психолингвистические исследования как правило 
включают лингво-статистический контрастный анализ 
корпусов текстов и состоят из многих повторяющихся 
рутинных операций, которые целесообразно автоматизи-
ровать для повышения производительности и эффектив-
ности проводимых исследований. Сегодня существуют 
достаточно много инструментов для лингво-статистиче-
ского анализа корпусов текстов, применимых в том числе 
для психолингвистических исследований [379]. Рассмо-
трим коротко наиболее известные из них. 

9 Компьютерный 
жаргон

Число 
прилагательных Тональность слов

10 Число 
прилагательных

Число причастии 
и деепричастий / 

число предложений

Лексика 
положительной 
рациональной 

оценки и 
ментальных 

действий
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TXM – платформа с открытым исходным кодом для 
разметки и анализа корпусов текстов [380]. В TXM мож-
но работать с корпусами на десятках языков, в том числе 
русском. Все доступные функции TXM можно поделить 
на поисковые и аналитические. К поиску относятся сфоку-
сированный поиск (определение интересующего события, 
к примеру, появление некоторой словоформы/леммы/кон-
струкции в корпусе) и несфокусированный/панорамный 
поиск (рассматривается корпус в целом, к примеру, вы-
водится общий частотный словарь). К основным аналити-
ческим функциям относятся вычисление специфичности 
(вероятности появления некоторой словоформы/леммы/
конструкции в определенной части корпуса) и факторный 
анализ (картография корпуса), который позволяет оценить, 
насколько сильно отличаются друг от друга разные корпу-
са (в зависимости от задач исследования могут отличаться 
по жанрам/ времени публикации и т.д.). 

Sketch Engine – коммерческая платформа для рабо-
ты с текстовыми корпусами [381]. Позволяет работать с 
текстами на 60 языках, а также содержит готовые словари 
и корпуса, в том числе параллельные, на этих языках. 
Sketch Engine позволяет получать всю словарную инфор-
мацию о грамматических формах, вариантах употребления 
и устойчивых выражениях, в которых встречается неко-
торое слово, а также выводить примеры из интересующе-
го корпуса. К другим функциям относятся составление 
конкордансов и тезаурусов на основе общих употребле-
ний (если два слова встречаются в похожих контекстах, 
значит понятия, которые они обозначают, тоже близки). 
NoSketch Engine — это ограниченная версия Sketch Engine 
с открытым исходным кодом.

IMS Open Corpus Workbench – еще одна платфор-
ма для анализа корпусов [382]. Поддерживает поиск по 
леммам, частям речи, семантическим метками и границам 
фрагментов, позволяет строить частотные словари, анали-
зировать конкордансы и совместную встречаемость сло-
воформ и многое другое. Платформа предназначена для 
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продвинутых экспертов в анализе корпусов, поскольку 
обладает сложным интерфейсом и требует понимания мо-
делей данных и языка запросов. Некоторые компоненты 
IMS Open Corpus Workbench используются и в других 
платформах, например, TXM.

Основными недостатками существующих систем яв-
ляются ограниченные возможности по работе с древовид-
ными представлениями текстов, отображающими синтак-
сическую, семантическую или дискурсивную структуру 
текста, и слабая ориентированность на работу с русским 
языком. В связи с этим нами разработан программный 
инструмент лингво-статистических исследований – ма-
шина реляционно-ситуационного анализа (машина РСА, 
RSA Engine), позволяющий работать с разноуровневым 
представлением текста.

5.3.1 Функциональные возможности
Машина РСА представляет собой инструмент 

лингво-статистических корпусных исследований, ориен-
тированный на работу с русским языком [383]. Этот ин-
струмент реализует поисковые и аналитические функции 
для корпусов текстов или одного текста, при этом текст 
представляется в виде сетевой структуры произвольной 
сложности, что позволяет моделировать все уровни языка 
и любые виды разметки. Сетевое представление текста 
позволяет искать в нем конструкции сложной структу-
ры, что отличает машину РСА от многих аналогичных 
инструментов, в которых структурные отношения меж-
ду элементами языка не моделируются. В машине РСА 
представление текста основано на реляционно-ситуацион-
ной модели текста, поэтому в основном работа ведется с 
семантико-синтаксическими конструкциями.

К основным функциям машины РСА относятся:
1. � Поиск для заданного слова или списка слов из сло-

варя всех предикатных слов (глаголов и девербати-
вов), для которых слово является аргументом и за-
полняет ту или иную семантическую роль в тексте. 
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2. � Поиск всех семантических ролей для заданного 
слова.

3. � Поиск слов из заданных словарей. Возможность 
выбирать несколько словарей.

4. � Поиск и отображение в тексте предикатных слов 
с заданным значением (движения, разрушения, 
мыслительной активности…) и их аргументов.

5. � Отображение в тексте всех предикатов со всеми 
аргументами, в том числе теми, для которых роли 
не установлены.

6. � Поиск для заданного слова всех однокоренных 
слов разных частей речи.

7. � Поиск для заданного слова синонимов, антонимов, 
гипонимов, конверсивов и т.д. для заданного слова.

Результаты поиска представляются в том числе в виде 
конкордансов с указанием для искомой конструкции контек-
стов заданной длины и ссылок на тексты, в которых содер-
жится конструкция. От конкорданса можно перейти к про-
смотру вхождения конструкции непосредственно в тексте.

Кроме поисковых функций, машина РСА реализует 
функции вычисления частотных и статистических харак-
теристик для результатов поиска, корпусов или отдельных 
текстов. Например, при поиске по заданному слову выво-
дится упорядоченный по частотности список предикатных 
слов, для которых заданное слово является аргументом, и 
упорядоченный по частотности список семантических ро-
лей, заполняемых заданным словом при указанных преди-
катных словах. Так же, как и при работе с реляционными 
базами данных, в машине РСА возможна группировка ре-
зультатов поиска по различным полям и вычисление ко-
личества найденных результатов, среднего и т.п. с упоря-
дочиванием по убыванию или возрастанию. С помощью 
таких функций можно вычислять, например, следующие 
показатели по отдельным текстам или коллекциям: 

1. � Количество слов, предложений;
2. � Частотность слов, лемм, частей речи и любых 

других конструкций; 
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3. � Частотность отдельных синтаксем;
4. � Количество незаполненных аргументов при пре-

дикатах в отдельно взятом тексте;
5. � Долю враждебной лексики, деловой/управленче-

ской лексики, от всей лексики;
6. � Частотность совместной встречаемости заданных 

слов (на каком расстоянии друг от друга, в какой 
форме).

Отдельное место в машине РСА занимают функции 
вычисления психолингвистических характеристик (см. 
раздел 5.1) для отдельных текстов, групп текстов и кор-
пусов.

Одной из важных функций машины РСА являет-
ся возможность сравнения текстов или коллекций по их 
частотным и статистическим характеристикам с опреде-
лением достоверности различий и выделением наиболее 
значимых разделяющих характеристик.

5.3.2 Архитектура
Машина РСА состоит из следующих программных 

компонентов:
– � Лингвистический процессор - выполняет морфо-

логический, синтаксический, семантический (ре-
ляционно-ситуационный, семантико-синтаксиче-
ский) и дискурсивный анализ текстов из корпусов 
или текста поискового запроса.

– � Программное ядро – реализует пользовательские 
и служебные функции. Состоит из следующих мо-
дулей:
1) � Редактор словарей – в модуле реализованы 

функции для создания, редактирования и уда-
ления словарей. Функции модуля доступны 
только через интерфейс эксперта.

2) � Корпусный менеджер – модуль обеспечива-
ет функции для редактирования корпусов, а 
именно: создание нового корпуса, добавление 
документов в корпус, удаление документов из 
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корпуса, атрибуция корпусов и текстов. Функ-
ции данного модуля также доступны только 
через интерфейс эксперта.

3) � Поисково-аналитический модуль реализует 
поисковые и статистические функции, описан-
ные выше. Доступен через пользовательский 
интерфейс. 

– � Модуль работы со словарями предназначен для 
создания, удаления и редактирования словарей.

– � Модуль хранения сетевой структуры текстов на 
основе графовой базы данных.  Редактирование 
данных в базе происходит через редактор кор-
пусов, а поиск через поисково-аналитический 
модуль.

– � Пользовательский интерфейс – клиентское при-
ложение, позволяющее использовать основные 
функции машины РСА. Реализовано как веб-при-
ложение и доступно через браузер.

– � Интерфейс эксперта – веб-приложение, реализу-
ющее функции администрирования: редактирова-
ние словарей, редактирование корпусов.

На рисунке 5.2 показана архитектура машины РСА.
Результаты синтаксического и семантического ана-

лиза представляют собой деревья зависимостей. Для их 
эффективного хранения в машине РСА используется гра-
фовая БД Neo4j24. Данные в графовой БД Neo4j хранятся 
в атрибутах узлов и связей. Для каждого типа узлов зада-
ются собственные атрибуты.

База данных машины RSA содержит следующие 
типы узлов их атрибуты:

– � Корпус
○ � Название корпуса

– � Документ
○ � Порядковый номер документа
○ � Название документа

24)  https://neo4j.com/
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– � Текст
○ � Текст документа без форматирования

– � Предложение
○ � Порядковый номер предложения

– � Клауза
○ � Порядковый номер клаузы

– � Слово
○ � Смещения (позиции первого и последнего сим-

вола слова в тексте)
○ � Порядковый номер слова
○ � Изначальная форма слова
○ � Нормальная форма слова
○ � Морфологические признаки

– � Роль
База данных содержит следующие типы связей:
– � Содержит (contains). Эта связь устанавливается 

между следующими типами узлов: корпус и доку-
мент, документ и текст, документ и предложение, 
предложение и клауза, клауза и слово.

Рисунок 5.2. Принципиальная архитектура машины РСА
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– � Синтаксическая связь (SLINK). Эта связь уста-
навливается между узлами типа слово.

– � Аргумент (argument). Эта связь устанавливает-
ся между узлами типов слово и роль. Содержит 
атрибут с названием роли к которой идет связь. 

– � Предикат (predicate). Эта связь устанавливается 
между узлами типов слово и роль.

– � Следующее слово (next). Эта связь устанавлива-
ется между узлами типа слово.

На рисунке 5.3 показана иерархия типов узлов, 
сформированная типом связи «содержит».

Рисунок 5.3. Иерархия типов узлов, связанных отношением 
«содержит»

На рисунке 5.4 приведен пример графовой структу-
ры текста с раскрытием структуры одного из предложе-
ний и структуры одной из его клауз.

В Neo4j реализован собственный декларативный 
язык запросов Cypher, который позволяет легко писать 
запросы-шаблоны для поиска подграфов в графах. Син-
таксис языка Cypher похож на SQL, из которого были 
заимствованы многие ключевые слова (WHERE, ORDER 
BY и т.д.).

Например, запрос для функции «Поиск всех семан-
тических ролей для заданного слова» выглядит следую-
щим образом:

MATCH (d:document)-[:contains]->(s:sentence)-[:con-
tains*]->(w:word)<-[a:argument]-(:role)
WHERE w.sDictForm = ‘слово’
RETURN id(d), s.idx, w.idx, a.role_id
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Ключевое слово ‘MATCH’ задает область поис-
ка. В скобках указывается тип искомого объекта. За-
пись (d:document) означает что найденный объект типа 
‘document’ будет инициализирован в переменную ‘d’. 
В квадратных скобках указывается тип связи. Запись 
‘(d:document)-[:contains]->(s:sentence)’ указывает что необ-
ходимо найти документы содержащие предложения. Запись 
‘(s:sentence)-[:contains*]->(w:word)’ запрашивает предложе-
ния у которых слова могут быть дочерним объектом бо-
лее чем через 1 элемент. Предложения содержат клаузы, а 
клаузы содержат слова. Поэтому в данном примере вместо  
‘(s:sentence)-[:contains]->(c:clause)-[:contains]->(w:word)’ 
указано ‘(s:sentence)-[:contains*]->(w:word)’. Запись 
‘(w:word)<-[a:argument]-(:role)’ означает что необходимо 
вывести аргументы имеющие роль.

Компоненты машины РСА разработаны как самосто-
ятельные программные средства, поэтому могут быть за-
менены или использованы в других системах. Например, 

Рисунок 5.4. Представление графовой структуры текста в 
интерфейсе Neo4j
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замена лингвистического процессора не является трудо-
емкой задачей. Необходимо лишь привести результат ана-
лиза к рабочему формату.

В машине РСА реализован программный интерфейс 
типа REST API, который позволяет создавать на основе 
инструмента различные пользовательские интерфейсы и 
использовать инструмент в веб-сервисах.

Рассмотрим экранные формы прототипа web-
интерфейса машины РСА. На рисунке 5.5 показана экран-
ная форма результатов поиска предикатов по аргументу, 
заданному словоформой. В качестве результатов отобража-
ются документы, содержащие заданную словоформу, преди-
кат, для которого заданное слово является аргументом, и се-
мантическую роль, в которой находится искомый аргумент.

Рисунок 5.5. Форма результатов поиска предикатов по аргументу, 
заданному словоформой

На рисунке 5.6 приведены формы, отображающие 
частотности найденных предикатов и семантических ро-
лей заданного аргумента. Имеется возможность постра-
ничного просмотра результатов с возможностью перехода 
непосредственно к контексту найденной предикатно-аргу-
ментной конструкции в выбранном документе. 
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Рисунок 5.6. Формы, отображающие частотности найденных 
предикатов и семантических ролей заданного для заданного 

аргумента
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На рисунке 5.7 показана форма результатов вычис-
ления частотности различных текстовых характеристик 
по отдельным документам и средние по выбранному мно-
жеству документов.

Рисунок 5.7. Форма результатов вычисления частотности 
различных текстовых характеристик

На рисунке 5.8 показана форма результатов сравне-
ния выборок документов по выбранным текстовым пока-
зателям. Отображаются частотности выбранных показате-
лей в двух выборках, а также статистическая значимость 
различий значений показателей для двух выборок по кри-
терию Манна-Уитни. 

Разработанный интерфейс требует от пользователя 
минимальных навыков работы с веб-приложениями.

Машина РСА ориентирована на работу с большими 
корпусами текстов (несколько сотен тысяч словоупотре-
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блений), поэтому основные вычисления выполняются на 
стороне сервера, а используемые вычислительные ресур-
сы масштабируются по мере необходимости. Такой под-
ход обеспечивает высокую производительность и возмож-
ность работы с большими корпусами текстов.

5.3.3 Пример использования
Продемонстрируем возможности машины РСА на 

примере исследования особенностей использования психи-
чески больными семантико-синтаксических конструкций, 
т.е. сочетаний семантических ролей и предикатов [383].

Машина РСА использовалась для анализа текстов 
эссе, написанных на тему «Я. Другие. Мир». Тексты были 
написаны в электронном виде испытуемыми, входящими 
в одну из групп: 1) пациенты психиатрической клиники 
с диагностированными психическими заболеваниями (де-
прессивные расстройства, шизофрения), средний возраст –  
25 лет, 18 человек; 2) студенты  технических специали-
заций, средний возраст – 23,6 лет, 12 человек; 3) студен-
ты гуманитарных специализаций, средний возраст – 18,5 
лет, 71 человек; 4) студенты гуманитарных специализа-

Рисунок 5.8. Форма результатов сравнения выборок документов по 
выбранным текстовым показателям
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ций из г. Кургана, средний возраст – 22 года, 22 человек;  
5) взрослые жители Москвы, средний возраст – 37 лет, 21 че-
ловек. Всего в исследовании приняли участие 142 человека. 
Авторам эссе было предложено заполнить ряд опросников, 
в частности опросник агрессивности Басса-Перри (BPAQ) в 
адаптации С.Н. Ениколопова и Н.П. Цибульского.

С помощью машины РСА в тексте каждого испытуе-
мого были выделены предикаты и для каждого предиката 
(глагола в различных формах) определены связанные с 
ним аргументы и их роли (соответствующие формы су-
ществительных и местоимений). Фрагмент полученных 
данных приведен в таблице 5.10. 

Таблица 5.10
Выявленные для испытуемых №1 и №24 предикаты и роли для 

аргумента, выраженного словом «Я» в разных формах

Испытуемый Роль аргумента Аргумент Предикат

1

адресат мне дает
объект меня радует
субъект я люблю
субъект я люблю
субъект я люблю

24

авторизатор мне кажется
объект меня касается
субъект я хотел
субъект я привык

На первом шаге было проведено корреляционное 
исследование связи психологических особенностей и ча-
стоты использования в эссе предикатов и семантических 
ролей, выявленных с помощью метода РСА. Обнаружено, 
что в группе больных влияние склонности к физической 
агрессии сказывается на употреблении семантических ро-
лей разного типа более сильно, чем в группе здоровых – в 
первой группе получено 6 значимых корреляций, в груп-
пе здоровых – одна. Можно констатировать, что группа 
психически больных более однородна в отношении вли-
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яния агрессивности на порождаемые человеком речевые 
конструкции, чем группа здоровых. 

Исследовались два аргумента, соответствующие теме 
эссе, во всех возможных словоформах: «Я» и «Люди / 
Человек», т.е. другие. Аргумент «Я» был зафиксирован 
в разных ролях во всех эссе всего в 1097 случаях, ар-
гумент «Люди / Человек» – в 530 случаях. Обнаруже-
ны различия в употреблении аргументов «Я» и «Люди / 
Человек» в разных семантических ролях, например, роль 
«агенс» приписывается преимущественно другим людям, 
роль «авторизатор», «адресат» и «субъект» приписывает-
ся преимущественно аргументу «Я».

Анализировалась частота встречаемости аргумента 
«Я» в той или иной семантической роли для двух групп 
– больных и здоровых испытуемых. Анализ показал, что 
частота ролей «субъект» (5,17 на одно эссе у больных и 
5,37 – у здоровых) и «объект» (0,78 в обеих группах) не 
зависит от наличия психического заболевания. В то же 
время «Я» в синтаксической роли «авторизатор» психи-
чески больными использовалось в два раза реже, чем здо-
ровыми (0,33 на одно эссе против 0,78), а в роли «адре-
сат» - в два раза чаще (соответственно, 0,56 и 0,24 на одно 
эссе). В работе [383] приведена интерпретация получен-
ных различий. 

Ещё одним направлением анализа стало выявление 
закономерностей, связанных с типами использованных 
в текстах предикатов, при которых находятся исследуе-
мые объекты. С учетом семантики глаголов и глагольных 
форм, определенных машиной РСА как предикаты, от-
носящиеся к аргументам «Я» и «Люди / Человек», были 
выделены следующие группы: 1) предикаты состояния: 
становиться, являться, жить и т.п., 2) ментальной дея-
тельности: представлять, видеть, знать и т.п., 3) комму-
никации и социального взаимодействия: написать, гово-
рить, поделиться и т.п., 4) акциональные: выйти, учиться, 
работать и т.п., 5) аффективные: любить, бояться, нра-
виться и т.п. На рисунке 5.9 представлены сравнительные 
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данные о распределении предикатов, связанных с аргу-
ментами «Я» и «Люди / Человек», по пяти сформирован-
ным группам. Они демонстрируют общую тенденцию к 
преимущественному приписыванию активности себе, но 
не другим людям.

Рисунок 5.9. Распределении предикатов, связанных с аргументами 
«Я» и «Люди / Человек», по пяти группам

Машина РСА позволяет для данной задачи выпол-
нять сравнение частотности предикатов из разных групп, 
встречающихся в эссе психически больных и здоровых 
испытуемых, что дает возможность выявлять особенно-
сти предикации, связанные с наличием болезни. Возмож-
но также сопоставление двух категорий анализа – типов 
предикатов и типов ролей. В этом случае будет получена 
информация о том, при каких именно предикатах аргу-
менты «Я» и «Люди / Человек» заполняют определенные 
роли. Сопоставление с типом (то есть, выделенной груп-
пой) предикатов позволяет определить, субъектом каких 
именно действий (ментальных, акциональных, аффектив-
ных, коммуникативных) или состояний преимуществен-
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но рассматривают авторы текстов себя и других людей, 
по отношению к каким действиям они склонны ощущать 
себя в пассивной позиции объекта и в каких случаях при-
писывают такую позицию другим людям, и т.д.

Описанные выше варианты обработки и интерпре-
тации данных, получаемых с помощью машины РСА, 
не исчерпывают возможности инструмента и приведены 
лишь в качестве примера его использования при решении 
разнообразных задач социо-гуманитарных исследований, 
ориентированных на выявление индивидуальных, группо-
вых и популяционных особенностей текста как продук-
та речемыслительной деятельности. Применение данного 
инструмента возможно не только в психолингвистических 
исследованиях.

5.4 Выводы по главе 5
Предложенные разноуровневые психолингвистиче-

ские показатели текста отличаются от аналогов тем, что 
позволяют моделировать текст не только на уровне лекси-
ки и морфологии, но и с привлечением верхних уровней 
языка, таких как синтаксис, семантика, дискурс. Предло-
женные показатели вычисляются на основе результатов 
работы методов реляционно-ситуационного и дискурсив-
ного анализа текстов, представленных в Главах 2 и 3.

С помощью методов математической статистики, 
машинного обучения и каузального анализа подтвержде-
на способность предложенных разноуровневых психо-
лингвистических показателей дифференцировать тексты, 
написанные русскоязычными авторами с различными 
психическими отклонениями и психологическими осо-
бенностями. Выявлены значения групп психолингвисти-
ческих показателей, характерных для текстов авторов с 
разными психологическими особенностями. Полученные 
результаты позволяют решать задачи классификации тек-
стов по типам психологических особенностей русскоя-
зычных авторов на основе признаков, которые могут быть 
проинтерпретированы экспертами психологами. Отме-
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тим, что оценка психологических особенностей человека 
по созданному им тексту не может рассматриваться как 
результат психодиагностического обследования и приме-
няться в задачах постановки диагноза по тексту.

Инструмент лингво-статистических корпусных ис-
следований Машина РСА предназначен для автоматиза-
ции психолингвистических исследований и отличается 
от аналогов возможностью работы с лингвистическими 
конструкциями графовой структуры, моделирующими 
верхние уровни языка, включая синтаксис, семантику, 
дискурс. Инструмент позволяет легко создавать поиско-
вые запросы для сложных лингвистических конструкций 
или их сочетаний и получать различные статистики для 
результатов поиска, в том числе осуществлять сравнение 
корпусов текстов по частотности указанных конструкций 
и психолингвистическим показателям.
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ГЛАВА 6

ПСИХОЭМОЦИОНАЛЬНЫЙ АНАЛИЗ  
ТЕКСТОВ СОЦИАЛЬНЫХ МЕДИА

В связи с растущим распространением электронных 
средств коммуникации (социальные сети, мессенджеры и 
т.д.) становится актуальной проблема анализа содержимо-
го публикуемых и пересылаемых текстовых сообщений, 
которые представляют собой отдельный жанр. Одним из 
направлений, представляющих научный и практический 
интерес, является определение эмоциональной направ-
ленности дискуссий, психологического и эмоционального 
состояния коммуникантов, выявление признаков наличия 
психологического неблагополучия или личностных осо-
бенностей у авторов текстовых сообщений. Решение таких 
задач необходимо, например, для профилактики психиче-
ских заболеваний, выявления реакций пользователей со-
цсетей и мессенджеров на значимые события, для оценки 
степени социальной напряженности и других задач обе-
спечения информационно-психологической безопасности.

Под психоэмоциональным анализом текста будем 
понимать выявление по тексту психологических особен-
ностей автора текста (личностные черты, склонность к 
различным видам поведения и т.д.), признаков психоло-
гического неблагополучия у него (болезненные или пред-
болезненные состояния – депрессивность, шизофрения и 
т.п.), определение эмоциональных состояний автора или 
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эмоциональной направленности текста в целом (эмоци-
ональная напряженность, агрессивность, фрустрирован-
ность и т.п.) [384]. В наше время задачи автоматического 
психоэмоционального анализа текстов решаются с помо-
щью методов компьютерной лингвистики и искусствен-
ного интеллекта. Как правило, постановка задачи сво-
дится к классификации текстов, где классами являются 
психологические и эмоциональные состояния, а наиболее 
эффективное решение достигается применением методов 
машинного обучения или нейросетевых подходов к разме-
ченным корпусам текстов.

В Главе 6 на основе результатов, полученных в Гла-
ве 5, представлено решение задачи психоэмоционального 
анализа текстовых сообщений социальных медиа (блогов, 
форумов, социальных сетей) с помощью разноуровневых 
психолингвистических показателей. Описан программ-
ный инструмент психоэмоционального анализа текста 
TITANIS, рассмотрены его функции и архитектура, пред-
ставлены результаты применения инструмента для опре-
деления эмоциональной реакции пользователей соци-
альных сетей на самоизоляцию в связи с Covid-19 и на 
фейковые сообщения.

6.1 �Определение личностных особенностей  
у пользователей социальных сетей

Рассмотрим результаты исследования влияния пси-
холингвистических показателей на качество автоматиче-
ского выявления текстов, написанных пользователями 
социальной сети Вконтакте с разной степенью выражен-
ности депрессивности и личностных черт. Целью ис-
следования являлось выявление психолингвистических 
показателей, имеющих информативную значимость для 
разделения текстовых сообщений в социальных сетях, а 
также оценка общего качества решения задачи обнаруже-
ния признаков наличия депрессивности и выраженности 
личностных черт у пользователей социальных сетей по их 
текстовым сообщениям.
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6.1.1 Схема исследования и исходные данные
Схема проведенного исследования включает следу-

ющие шаги:
1. � Определение группы испытуемых и проведение 

психодиагностики с помощью онлайн опросни-
ков. Испытуемые авторизуются через Вконтакте 
в специально web-приложении, разработанном 
в рамках настоящего исследования, и проходят 
опросник депрессивности Бека [385] и опросник 
личностных черт NEO-FFI Большая пятерка 
[386], который позволяет установить уровень ней-
ротизма, экстраверсии, готовности к согласию, от-
крытости опыту и сознательности у испытуемых.

2. � Сбор данных из профилей Вконтакте испытуемых. 
С помощью прикладного программного интерфей-
са API Вконтакте автоматически загружается вся 
доступная информация из профиля пользователя, 
включая текстовые сообщения. Таким образом, ин-
формации из профиля сопоставлены результаты 
прохождения психодиагностических опросников. 
Схема сбора данных представлена на рисунке 6.1.

3. � Классификация текстов по классам, соответству-
ющим группам испытуемых: с высокой\низкой 
депрессивностью, с высокой\низкой выраженно-
стью каждой личностной черты. Исследовалось 
качество классификации по стандартным показа-
телям точность (Precision), полнота (Recall), F1, 
Accuracy с помощью типичных представителей 
методов машинного обучения – деревьев решений 
и машины опорных векторов. Определялись зна-
чимые (информативные) для предсказания класса 
группы признаков.

В исследовании приняло участие 1020 пользовате-
лей Вконтакте, которые предоставили доступ к своей пер-
сональной странице в социальной сети через программ-
ный интерфейс Вконтакте и прошли психологические 
опросники. Текстовые сообщения собирались за период 
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с января 2017 года по апрель 2019 года. Вся персональ-
ная информация, которая может быть использована для 
идентификации личности пользователей, не сохранялась. 
Всего в выборку входит 699 женщин (68,52%) и 321 муж-
чин (31,47%). Средний возраст пользователей — 25 лет. 
Распределения по возрасту и полу представлены на ри-
сунке 6.2. 

Среди 1020 пользователей из выборки текстовые со-
общения есть только у 869 человек. В среднем, на каждо-
го пользователя приходится по 200 сообщений. Статисти-
ка по текстовым сообщениям представлена в Таблице 6.1.

6.1.2 Выявление депрессивности
Результаты прохождения опросника депрессии Бека 

позволяют установить уровень депрессивности у челове-
ка при помощи шкалы от 0 до 63 баллов. Распределение 
количества испытуемых по баллам опросника Бека пред-
ставлено на рисунке 6.3. 

Для балансировки и очистки данных перед анализом 
тексты пользователей подверглись следующей предобра-
ботке [387]:

ИСПЫТУЕМЫЙ

Хранилище 
данных

ПСИХОЛОГИЧЕСКИЕ 
ОПРОСНИКИ

API

КЛАССИФИКАЦИЯ 
ТЕКСТОВ

АВТОРИЗАЦИЯ

ПРОХОЖДЕНИЕ
ОПРОСНИКОВ

ЗАГРУЗКА ДАННЫХ  ИЗ 

ПРОФИЛЯ

ТЕКСТОВЫЕ 
СООБЩЕНИЯ

ПСИХОЛОГИЧЕСКИЕ 
ОСОБЕННОСТИ

РЕЗУЛЬТАТЫ 
ДИАГНОСТИКИ

Рисунок 6.1. Схема сбора данных для исследования взаимосвязи 
текстовых показателей и личностных психологических 

особенностей у пользователей Вконтакте
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Рисунок 6.2. Распределение испытуемых по полу и возрасту.  
µ – среднее значение, σ – среднеквадратическое отклонение
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1. � При помощи регулярных выражений из сообще-
ний пользователей были убраны все символы, ко-
торые не являются символами русского алфавита 
или знаками препинания.

2. � Удалены все сообщения пользователей с длиной 
более 3000 символов или менее 2 слов.

3. � Удалены все пользователи с общим количеством 
предоставленного текста меньше 1000 символов.

4. � У каждого пользователя были оставлены только пер-
вые 100 наиболее больших текстовых сообщений.

После предобработки в выборке остались тексты 531 
пользователя Вконтакте.

Решалась задача бинарной классификации текстов 
пользователей на два класса: пользователи с низким уров-
нем депрессивности (здоровые) и пользователи с высо-
ким уровнем депрессивности (депрессивные). Пользова-

Рисунок 6.3. Распределение количества испытуемых по баллам 
опросника Бека
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тели с баллом меньше 11 по опроснику Бека вошли в 
группу здоровых пользователей, а пользователи с баллом 
более 29 вошли в группу депрессивных. Средние значе-
ния были отброшены. Описание данных по полученным 
группам представлено в таблице 6.2.

Таблица 6.2
Описание данных по полученным группам испытуемых

Показатель Депрессивные Здоровые
Количество пользователей 92 (35,65%) 156(60,46%)

Число мужчин 19 (20,65%) 47 (30,12%)
Число женщин 73 (79,34%) 109 (69,87%)

Средний возраст 25,67±6,43 25,87±5,21
Средний балл по шкале 

депрессии Бека 36,44±6,37 6,17±2,75

Всего сообщений 5268 9970
Сред. количество сообщений 57,26±30,13 63,91±29,07

Сред. количество слов 1328,15±1271,14 1508,44±1184,7
Сред. количество 

предложений 138,61±113,08 154,54±95,75

Сред. количество слов в 
сообщении 22,74±18,58 23,04±13,89

Сред. количество слов в 
предложении 8,88±2,71 9,19±2,72

Сред. количество 
предложений в сообщении 2,34±1,32 2,35±0,91

Таблица 6.1
Статистика по текстовым сообщениям пользователей

Показатель Значение
Общее количество сообщений 67257
Сред. количество сообщений 65,93±103,85

Сред. количество слов 3114,67±8637,82
Сред. количество предложений 189,96±492,78

Сред. количество слов в сообщении 28,75±29,57
Сред. количество слов в предложении 9,61±4,43

Сред. количество предложений в сообщении 2,66±1,96
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Для упрощения анализа все сообщения каждого поль-
зователя были объединены в один текст, таким образом 
количество анализируемых текстов соответствовало коли-
честву испытуемых. Тексты подвергались лингвистическо-
му анализу методами, описанными в Главе 2, на основе 
результатов анализа для каждого текста вычислялись пси-
холингвистические показатели, описанные в Главе 5. 

Исследовались следующие группы признаков:
– � Морфо-стилистические показатели. В эту группу 

признаков вошли частотности частей речи, место-
имений и глаголов в разных формах, психолинг-
вистические индексы, тональность слов и другие 
показатели (см. раздел 5.1.1). 

– � Лексические показатели. Использовалось 30 раз-
личных словарей: безысключительная лексика, 
лексика отрицательной рациональной оценки, 
лексика страдания, жаргон, инвективы, лексика 
мотивации и другие. В качестве признаков ис-
пользовались значения встречаемости терминов 
из этих словарей в тексте пользователей относи-
тельно общего объема текста (см. раздел 5.1.2).

– � N-граммы слов. Использованы последовательно-
сти двух (биграммы) и одного (униграммы) слов. 
В качестве признаков использовалась информа-
тивность слов tf-idf.

В качестве классификаторов использовались маши-
на опорных векторов (SVM) и алгоритм случайного леса 
(Random Rorest). Результаты бинарной классификации 
представлялись в виде усреднения результатов несколь-
ких прогонов 4-х кратного скользящего перекрестного 
контроля с указанием среднеквадратичного отклонения. 
Результаты классификации представлены в таблице 6.3. 
Используются следующие обозначения: MS – морфо-сти-
листические показатели, UG – униграммы, BG – биграм-
мы, D – словарные показатели, MS-r – группа признаков, 
состоящая из наиболее информативных морфо-стили-
стических показателей (информативность оценивается 
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методом, указанным в разделе 5.2.3), F1-w – взвешенная 
F1-мера. Лучшие результаты по каждому из показателей 
выделены жирным шрифтом.

Таблица 6.3
Показатели качества классификации текстовых сообщений 

пользователей социальных сетей, усредненные по прогонам, в %

Random Forest
Набор 

признаков Precision Recall F1 F1-w

MS 59,80±6,21 59,80±6,21 54,47±3,66 67,98±3,03
UG 51,68±9,89 57,17±3,70 53,84±6,35 63,03±8,29
BG 49,64±6,67 58,47±6,06 53,12±3,16 61,65±5,95
D 46,21±5,52 56,30±7,20 50,66±5,80 59,90±4,88

MS-r 62,60±7,77 53,26±7,88 56,59±2,20 69,16±2,60
SVM

Набор 
признаков Precision Recall F1 F1-w

MS 55,43±1,99 72,82±1,88 62,92±1,51 68,66±1,72
UG 45,63±7,94 83,69±13,53 57,57±3,41 49,79±13,77
BG 44,38±6,07 85,86±11,24 57,60±2,76 47,72±14,90
D 55,68±9,49 55,43±8,34 55,53±8,85 66,94±6,89

MS-r 58,40±2,99 77,17±1,88 66,40±1,33 71,42±2,21

Как видно из таблицы, наилучший результат бинар-
ной классификации (66,40% F1-меры для класса депрес-
сии) показал метод машинного обучения SVM, обученный 
на урезанном наборе морфо-стилистических признаков, 
которые не зависят от используемой лексики и тематики 
сообщений. При этом отдельные слова и пары слов не 
обеспечивают высоких показателей качества.

Аналогичные исследования проводились нами и для 
англоязычных пользователей социальной сети Reddit [388]. 
Было показано, что лучшее качество определения депрес-
сивных пользователей социальной сети Reddit по их тексто-
вым сообщениям достигается на комбинациях признаков, 
включающих морфо-стилистические текстовые показатели.
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Наши дальнейшие исследования показали [389, 390], 
что в задаче определения депрессивных пользователей по 
профилю Вконтакте важную роль играет нетекстовая ин-
формация – публикуемые пользователем изображения, 
друзья, подписки и т.п., хотя разноуровневые текстовые 
признаки также вносят свой вклад в качество решения 
задачи, а в комбинации с некоторыми методами класси-
фикации показывают лучшие результаты.

6.1.3 Выявление личностных черт
Опросник большой пятерки личностных черт NEO-

FFI позволяет по шкале от 0 до 48 баллов оценить вы-
раженность 5 личностных черт: нейротизм, экстраверсия, 
открытость опыту, готовность к согласию и сознатель-
ность. Распределения значений оценок выраженности 
личностных черт в выборке из 1020 человек представле-
ны на рисунке 6.4. Значения личностных черт пользовате-
лей нормально распределены, средние значения для ней-
ротизма находятся ближе к высокому уровню, а средние 
значения экстраверсии и сознательности находятся ближе 
к низким значениям. 

В исследовании анализировались текстовые данные 
и информация об активности пользователя. Перед анали-
зом тексты пользователей подверглись следующей предо-
бработке [391, 392]:

1. � Удалены все символы, не являющиеся буквами ал-
фавита или стандартными символами пунктуации.

2. � Удалены все сообщения с длиной более чем 2000 
символов. 

3. � Установлен минимальный и максимальный лимит 
на количество текстовых сообщений — от 10 до 
100. Профили, содержащие менее 10 сообщений, 
отбрасывались. В профилях с более 100 сообще-
ниями учитывались только первые 100 сообщений.

В конечном итоге, в текстовую выборку вошло 632 
профиля (человека). Все сообщения одного пользователя 
объединялись в один текст.
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Решалась задача бинарной классификации текстов 
(профилей) по каждой личностной черте. В качестве классов 
выступали низкий и высокий уровень выраженности каждой 
личностной черты, определяемые по следующим правилам: 
от 0 до 20 баллов – низкий уровень, от 33 до 48 баллов – вы-
сокий уровень. Средние значения отбрасывались.

Исследовались следующие группы признаков:
– � Морфо-стилистические показатели. В эту группу 

признаков вошли частотности частей речи, место-
имений и глаголов в разных формах, психолинг-

 Рисунок 6.4. Распределение оценок выраженности личностных 
черт в исходных данных
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вистические индексы, тональность слов и другие 
показатели (см. раздел 5.1.1). 

– � Лексические показатели. Использовалось 30 раз-
личных словарей: безысключительная лексика, 
лексика отрицательной рациональной оценки, 
лексика страдания, жаргон, инвективы, лексика 
мотивации и другие. В качестве признаков ис-
пользовались значения встречаемости терминов 
из этих словарей в тексте пользователей относи-
тельно общего объема текста (см. раздел 5.1.2).

– � N-граммы слов. Использованы последовательно-
сти одного (униграммы) и двух (биграммы) слов. 
В качестве признаков использовалась информа-
тивность слов tf-idf.

– � Информация из профиля. В эту группу вошла 
вся доступная информация из профиля пользова-
теля: количество друзей, количество сообщений, 
бинарные показатели наполненности страницы, 
настройки видимости профиля и другие.

– � Матрица репостов. Одна из основных активно-
стей пользователей Вконтакте – это выкладыва-
ние репостов на своих персональных страницах. 
Источниками этих репостов являются популярные 
люди, сообщества и группы, которые насчитывают 
огромное количество подписчиков. По аналогии с 
работой [393] составлялась матрица репостов, ко-
торая позволяет представить информацию о репо-
стах пользователей в векторном виде. Для ее рас-
чета используется концепция, аналогичная методу 
мешка слов (bag-of-words) для векторного пред-
ставления документов, однако в качестве словаря 
встречаемой лексики используются идентифика-
торы источников репостов, а в качестве количе-
ства словоупотреблений используется количество 
репостов из одного источника.

Использовались два алгоритма машинного обуче-
ния: метод опорных векторов (SVM) и алгоритм слу-
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чайного леса (Random Forest). Качество классификации 
оценивалось по показателю Accuracy, усредненному на 
5-ти прогонах 4-х кратного скользящего контроля, с вы-
числением среднеквадратичного отклонения. Результаты 
экспериментов представлены в таблице 6.4. В таблице ис-
пользуются следующие обозначения: МП — морфо-сти-
листические показатели, Л — лексические показатели, У 
— униграммы, Б — биграммы, ИП — информация из про-
филя, МР — матрица репостов. Наибольшая точность для 
каждой из личностных черт выделена жирным шрифтом.

Как видно из таблицы 6.4, наибольшее значение пока-
зателя Accuracy качества определения уровней выражен-
ности нейротизма, экстраверсии, готовности к согласию 
и открытости опыту достигается алгоритмом случайно-
го леса в комбинации признаков морфо-стилистических 
показателей с информаций из профилей пользователей. 
Лучший результат для уровня сознательности был до-
стигнут с использованием метода опорных векторов с 
морфо-стилистическими показателями. Группы призна-
ков, основанные на N-граммах и словарях, не показали 
высоких результатов. Стоит отметить, что одно только 
использование простых признаков, полученных из общей 
информации о профилях пользователей (ИП), позволяет 
получать сравнительно высокую точность для уровня со-
знательности, экстраверсии и нейротизма пользователей. 
Однако учет морфо-стилистических показателей повыша-
ет качество определения личностных черт по сравнению 
с учетом только информации из профиля на несколько 
процентов. С лучшим качеством предсказывается нейро-
тизм и экстраверсия на основе психолингвистических по-
казателей текста и информации из профиля.

6.2 �TITANIS – инструмент 
психоэмоционального анализа текстов 
социальных медиа

На основе представленных в этой книге резуль-
татов психолингвистических исследований разработан 
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программный инструмент TITANIS, который предлагает 
набор текстовых параметров и методов обработки есте-
ственного языка для психоэмоционального анализа тек-
стов [394]. TITANIS отличается от аналогов тем, что 
выполняет более «тонкий» психоэмоциональный анализ 
текстов за счет использования интерпретируемых психо-
лингвистических текстовых показателей, взятых из кли-
нической психиатрии, и учета глубоких уровней языка, 
таких как синтаксис, семантика, дискурс. Некоторые из 
функций TITANIS являются новыми для русского языка, 
включая учет дискурса, определение фрустрированности, 
депрессивности, причины эмоций. Опишем далее основ-
ные функциональные и архитектурные особенности ин-
струмента.

6.2.1 Функциональные возможности 
Приведём основные функциональные возможности 

TITANIS:
Расчет психолингвистических показателей. TITANIS 

позволяет рассчитывать психолингвистические параме-
тры текста, характеризующие психоэмоциональное состо-
яние автора текста. В состав показателей входят различ-
ные психолингвистические коэффициенты (коэффициент 
Трейгера, коэффициент логической связности и др.), мор-
фологические параметры текста (употребление различных 
форм глаголов, употребление местоимений в разном лице 
и числе, соотношение частей речи и др.), синтаксические 
параметры связности предложений (глубина синтаксиче-
ского дерева и т.д.), дискурсивные параметры связности 
текста (глубина дерева риторического разбора, частот-
ность риторических отношений и т.д.), представленные в 
разделе 5.1.

Выявление эмоциональной направленности текста. 
TITANIS позволяет оценить эмоциональную напряжен-
ность автора на момент написания текста, его склонность 
к эмоциональному или рациональному отношению к об-
суждаемому в тексте предмету, готовность к действию (в 
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том числе, агрессивному). Кроме этого TITANIS позволя-
ет оценить общую эмоциональную направленность текста 
на основе специализированных словарей лексики опреде-
ленных тематических категорий и лексики, характеризу-
ющей отношение автора текста к упоминаемым предме-
там. Всего в TITANIS используется 21 словарь объёмом 
около 50 тыс. слов. Примеры словарей: аффектогенная 
лексика (абсолютно, зверски, неслыханно, топовый и т.п.); 
эмоции негативные, стеничные (возмущаться, зависть, 
ненавидеть, мерзкий, разозлить и т.п.); социальность от-
рицательная (автозак, бандит, иск, клянчить, коррумпи-
рованный и т.п.) и т.п. Подробнее словарные показатели 
описаны в разделе 5.1.2.

Выявление типов эмоционального состояния. В 
TITANIS одним из важнейших показателей для определе-
ния эмоционального состояния автора является исполь-
зование эмотивных предикатов. Эмотивные предикаты 
разделены на четыре семантических подкласса: позитивы, 
негативы, амбиваленты (выражающие волнение), деэмо-
тивы (выражающие выход из эмоционального состояния). 
На основе специализированных словарей TITANIS по-
зволяет также выявить в тексте следующие упоминаемые 
эмоции: страх, злость, печаль, радость, удивление, презре-
ние, стыд, смущение.

Выявление субъекта и причины эмоций. TITANIS по-
зволяет определить по тексту кто [субъект] и от чего 
или почему [причина] испытывает эмоции, упоминаемые 
в тексте. Эта задача решается на основе семантического 
анализа текста, устанавливающего семантические роли в 
предикатно-аргументных конструкциях при предикатах 
эмоций. Причину эмоции выражает семантическая роль 
каузатор, субъекта эмоции выражает семантическая роль 
экспериенцер. Описание метода установления семанти-
ческих ролей при эмотивных предикатах представлено в 
разделе 2.5.

Предсказание наличия признаков депрессии у автора 
текста по его небольшому сочинению. TITANIS позволяет 



Глава 6

288

получить оценку наличия признаков депрессии у автора тек-
ста по небольшому сочинению о себе. Предсказание основа-
но на модели машинного обучения, которая была обучена на 
сочинениях людей с клинической депрессией и людей без 
признаков ментальных расстройств (см. раздел 5.2.3).

Предсказание наличия признаков депрессивности у 
автора текста по текстовым сообщениям социальных се-
тей. TITANIS позволяет получить предсказание наличия 
признаков депрессивности (как черты характера) у авто-
ра текста коротких сообщений (социальные сети, мессен-
джеры). Предсказание основано на машинном обучении 
на коллекциях текстовых сообщений тех пользователей 
социальной сети Вконтакте, которые прошли опросник 
депрессии Бека (см. раздел 6.1.2).

Предсказание наличия состояния фрустрации у ав-
тора текста. Фрустрация (от лат. frustratio — обман, 
тщетное ожидание) — психическое состояние, вызванное 
неуспехом в удовлетворении потребности, желания; на-
личием барьера на пути достижения цели. TITANIS по-
зволяет получить предсказание, был ли текст написан 
автором в состоянии фрустрации или нет. Предсказание 
основывается на модели машинного обучения, которая 
была обучена на текстовых сообщениях 100 пользовате-
лей социальных сетей, написанных пользователями в спо-
койном или фрустрированном состояниях.

Выявление типа реакции на фрустрацию по Розен-
цвейгу. Реакция на фрустрацию – это ответ на ситуацию 
препятствия, когда планируемое или привычное поведе-
ние не может быть реализовано. TITANIS позволяет вы-
являть: экстрапунитивные реакции – направленные на 
внешнее окружение, человек осуждает внешнюю причину 
фрустрации; интропунитивные реакции – направленные 
на себя, человек испытывает чувство вины и ответствен-
ности за исправление сложившейся ситуации; импуни-
тивные реакции – сложившаяся ситуация фрустрации 
рассматривается человеком как что-то неизбежное, незна-
чительное, он никого не обвиняет. Метод выявления типа 
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реакции на фрустрацию по Розенцвейгу в тексте описан 
в работе [395].

6.2.2 Архитектура
Модульная архитектура TITANIS представлена на 

рисунке 6.5. Стрелками обозначены взаимодействия меж-
ду компонентами. TITANIS основан на открытой библио-
теке обработки текстов ISANLP25, разработанной в ФИЦ 
ИУ РАН, которая предоставляет возможность создания 
лингвистических процессоров и конвейеров (пайплайнов) 
путем добавления различных обработчиков текстов в уни-
фицированный фреймворк. ISANLP включает несколько 
базовых разноуровневых обработчиков языка:

– � MORPHOPARSER – компонент морфологиче-
ского анализа текстов. Позволяет использовать 
различные сторонние анализаторы, например, 
MyStem26 или UdPipe27.

– � SYNTAXPARSER – компонент синтаксического 
анализа. Представляет собой обертку для анали-
затора UdPipe, но позволяет подключать и другие 
синтаксические анализаторы.

– � SEMANTICPARSER – компонент семантического 
анализа текстов, выполняющий реляционно-ситу-
ационный анализ и установление семантических 
ролей (см. Главу 2).

– � DISCOURSEPARSER – компонент дискурсивно-
го анализа текстов. Строит дискурсивное дерево 
разбора текста на основе теории риторических 
структур (см. Главу 3). 

Перечислим основные модули TITANIS:
– � PSYMARKERS – отвечает за вычисление мор-

фо-стилистических показателей текста, инфор-
мативных для определения психоэмоциональных 
состояний авторов текстов.

25)  https://github.com/IINemo/isanlp
26)  https://yandex.ru/dev/mystem/
27)  https://github.com/ufal/udpipe
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– � SYNTMARKERS – вычисляет синтаксические по-
казатели текста, потенциально влияющие на опре-
деление психоэмоциональных состояний авторов 
текстов.

– � DISCOURSEMARKERS – компонент, отвечаю-
щий за вычисление дискурсивных показателей, 
характеризующих риторическую структуру текста.

– � LEXICMARKERS – отвечает за вычисление лек-
сических (словарных) показателей, характеризую-
щих тематическую и эмоциональную направлен-
ность текста.

– � EMOTIVEPARSER – отвечает за выявление 
субъекта и причины эмоций. Использует семанти-
ческий анализатор для выявления экспериенцера 
и каузатора при эмотивных предикатах.

– � DEPRPREDICT – компонент, предсказывающий 
наличие признаков депрессии у автора текста по 

Рисунок 6.5. Модульная архитектура TITANIS
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его небольшому сочинению или признаков де-
прессивности у автора текста по текстовым сооб-
щениям социальных сетей.

– � ROZENPREDICT – отвечает за выявление типа 
реакции на фрустрацию по Розенцвейгу на ос-
нове синтаксической и семантической структу-
ры текста.

– � FRUSTBERT – предсказывает наличие состояния 
фрустрации у автора текста. Обучен на текстовых 
сообщениях социальных сетей.

Используемые в TITANIS сторонние библиоте-
ки обработки текстов имеют открытый исходный код 
и распространяются по некоммерческим лицензиям. 
TITANIS представляет собой набор легко развертывае-
мых докеров, наличие Python API обеспечивает легкую 
интеграцию. Открытая версия с ограниченными воз-
можностями (сокращены словари, отсутствуют некото-
рые функции) доступна по ссылке https://github.com/
tchewik/titanis-open.

TITANIS предназначен для анализа больших мас-
сивов текстовых сообщений социальных сетей, но может 
применяться и для анализа текстов других жанров, таких 
как сочинения, интервью, диалоги и т.п. Приведем далее 
несколько примеров применения TITANIS для анализа 
текстов социальных сетей.

6.2.3 �Анализ реакции пользователей русскоязыч-
ных социальных сетей на самоизоляцию в 
связи с COVID-19

Выполненное с помощью TITANIS исследование 
направлено на выявление различий между сообщения-
ми в социальных сетях, написанными во время пандемии 
COVID-19, и сообщениями, написанными в спокойное 
время. Задача заключалась в обнаружении текстовых по-
казателей, которые различают «ковидные» и «до-ковид-
ные» сообщения, с оценкой значимости различий и их 
интерпретацией [394].
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Набор данных Pikabu.ru
Источником текстов для анализа стал развлекатель-

ный сайт Pikabu.ru. Развлекательные сайты могут считать-
ся «зеркалом» общественных настроений и своеобразным 
монитором социальных настроений. Pikabu.ru имеет архи-
тектуру, подобную Reddit.com, материалы которого исполь-
зуются в многочисленных социологических, политических, 
психологических исследованиях [397]. Как и на Reddit, на 
Пикабу пользователи размещают свои сообщения, полу-
чают комментарии и в процессе обмена мнениями могут 
менять свои представления и предпочтения. По данным 
информационной службы Hostinfo28, на Pikabu.ru фикси-
руется более 4 миллионов посетителей в день, и более 30 
миллионов просмотров в день. Статистика самого Pikabu.
ru29 говорит о том, что на 2019 г. ежедневно регистрирова-
лось примерно 1000 новых аккаунтов, а всего было более 
2,5 миллионов пользователей, из которых 71% «живые», то 
есть активно создающие посты или комментарии.

Предварительный обзор дискуссий на Пикабу.ру по-
казал, что чаще тема пандемии начиная с 1 марта 2020 г. 
обсуждалась в нескольких сообществах: в универсальном 
сообществе «Новости», тематических медицинских сооб-
ществах «Все о медицине» и «Наука | Научпоп», регио-
нальных сообществах «ВМоскве» и «ВПитере», а также 
на площадках общения педагогов, особенно активно об-
суждающих изменения в деятельности учебных учрежде-
ний из-за пандемии COVID-19 и антиковидных действий 
– сообществах «Лига образования», «Лига Педагогов»  и 
«Школьный уголок». Из размещенных в этих сообществах 
дискуссий отбирались помеченные тэгами «коронавирус», 
«пандемия», «эпидемия», «карантин» или «самоизоля-
ция». Всего было отобрано 3665 постов и 280788 ком-
ментариев к ним, опубликованных с 1 марта по 5 июля 
2020 года. Для формирования контрольного корпуса, при 
сопоставлении с которым выявляется специфика «ковид-

28)  https://hostinfo.pw/data/pikabu.ru
29)  https://pikabu.ru/story/_6542220
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ных» дискуссий, были отобраны дискуссии, размещенные 
на тех же сообществах в течение того же периода 2019 
г., в «доковидную» эпоху. Контрольный корпус включает 
около 2000 постов и 143329 комментариев. Описание со-
бранных данных представлено в таблице 6.5.

Таблица 6.5
Статистика по загруженным постам и комментариям Pikabu за 2019 

и 2020 годы

Год 2019 2020
Число постов 2002 3665

Число постов с covid тэгами - 1108
Средняя длина постов (слова) 370 284

Средняя длина постов (предложения) 28 22

С помощью TITANIS для текстов постов и коммен-
тариев вычислялись психолингвистические показатели, 
включая семантические и дискурсивные. После этого ана-
лизировались статистически значимые различия в значе-
ниях показателей в ковидный и доковидный период. 

Статистический анализ различий в значениях тек-
стовых показателей

Для сравнения показателей 2019  года с показате-
лями 2020 года использовался t-тест Стьюдента. Замет-
ные изменения психолингвистических маркеров между 
2019 и 2020 годами получены только для постов, а не 
для комментариев. В постах наиболее значимая разни-
ца (p <0,0001) получена для Тематической группы слов 
(ТГС), наиболее тесно связанной с темой COVID-19 – 
«Здравоохранение» (вирус, больница, респиратор, скорая 
помощь и т.д.). В 2020 году люди гораздо чаще исполь-
зовали соответствующую лексику в своих сообщениях. 
Соответственно, увеличилось относительное количество 
уникальных слов, что также можно объяснить использо-
ванием в сообщениях специальной лексики, связанной со 
здоровьем. Посты стали короче: количество уникальных 
слов и количество слов в целом, клауз и предложений 
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значительно уменьшилось (p < 0,0001) по сравнению с 
2019 годом. Как показано в работе [398], уменьшение 
количества слов в текстах можно интерпретировать как 
проявление депрессии авторов. Выявлено повышение от-
носительного показателя «Число уникальных слов / чис-
ло слов» (p < 0,0001), а также повышение коэффициента 
Трейгера (p < 0,0001) и снижение относительной доли 
глаголов третьего лица (p = 0,025), что, согласно [398], 
также свидетельствуют о депрессивности автора текста. 
Средние значения и доверительный интервал для средне-
го показан некоторых психолингвистических показателей 
в 2019 и 2020 году на рисунке 6.6. 

Рисунок 6.6. Среднее и доверительный интервал для a) 
Коэффициента Трейгера b) Коэффициента опредмеченности 

действия и с) Доли глаголов 3 лица в текстовых постах  
из 2019 и 2020 года

Совокупность выявленных изменений эмоциональ-
ных показателей между 2019 и 2020 годами может быть 
интерпретирована как проявление формирования ком-
плекса тревожного возбуждения.

Анализ семантической структуры высказываний
С помощью метода, описанного в разделе 2.5, вы-

полнен предикатно-аргументный анализ эмотивных пре-
дикатов с установлением семантических ролей, соответ-
ствующих субъекту (экспериенцер) и причине (каузатор) 
упоминаемых в тексте эмоций.
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Группы семантически близких эмотивных преди-
катов исследовались на предмет изменения частотности 
входящих в них слов за период 2019–2020гг. Было вы-
явлено, что наиболее выраженный рост частотности упо-
требления с 2019 по 2020гг. продемонстрировала группа 
предикатов со значением «беспокоить».

Далее анализировались аргументы в позиции ка-
узатора (причины названного предикатным словом 
состояния) при эмотивных предикатах группы «бес-
покоить». Аргументы при предикатах беспокойства, 
были экспертно разделены на следующие семантиче-
ские группы: «медицина» (медицина, профилактика, 
хирург); «жалобы на физическое состояние» (боль, 
головокружение, варикоз); «когнитивная сфера: ней-
тральная лексика» (вопрос, наличие, ситуация); «ког-
нитивная сфера: отрицательная лексика» (потеря, про-
блема, отсутствие); «социальная сфера: нейтральная 
лексика» (мадам, обыватель, биопозитивщица); «со-
циальная сфера: отрицательная лексика» (гад, слежка, 
баклан); «деятельность» (аттестат, работа, служба); 
«финансы личные» (доход, зарплата, пенсия); «финан-
сы государственные» (благосостояние, госдолг, дефи-
цит); «внешняя политика» (Исландия, колонизация, 
украинские бандеровцы). Для некоторых групп высчи-
тывались суммарные показатели: «когнитивная сфера 
в общем»; «социальная сфера в общем», «финансы в 
общем». Отдельно анализировались группы личных 
местоимений 1 лица единственного числа (я), 1 лица 
множественного числа (мы), 2 лица единственного 
числа (ты), 2 лица множественного числа (вы), треть-
его лица единственного и множественного числа (он, 
она, они), а также отрицательные местоимения (никто, 
ничто). Не относящиеся ни к одной из перечисленных 
категорий слова были объединены в группу «другое» 
(всего 6 аргументов в 2019 г. и 14 в 2020 г.). Суммар-
ные частоты для выделенных групп предикатов приве-
дены на рисунке 6.7.
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Рисунок 6.7. Частотность групп каузаторов при предикатах группы 
«беспокоить» в 2019 и 2020 гг.

Согласно полученным данным, в целом увеличилось 
разнообразие предметов, вызывающих беспокойство (47 
аргументов в 2019 и 111 в 2020 гг.), и их групп (в 2020 
г. появились новые группы аргументов «социальная сфе-
ра: нейтральная лексика», «деятельность», «финансы го-
сударственные», «внешняя политика», отсутствовавшие в 
2019 г.). Обращает на себя внимание появление в 2020 
г. «мы» в роли каузатора чьего-то беспокойства, то есть 
упоминания о «мы» как об объекте, вызывающем (или, 
возможно, не вызывающем в должной мере) беспокойство 
со стороны неких субъектов. Появились также тексты, со-
держащие сообщения о том, что источником беспокойства 
является «вы», чего в 2019 г. не отмечалось.

В 2020 г. выраженный прирост выявляется в группе 
когнитивной лексики, при этом преимущественно за счет 
нейтральной, не содержащей отрицательного оценочного 
компонента.
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К наиболее специфическим изменениям, отражаю-
щим ситуацию пандемии, следует отнести прирост ча-
стотности аргументов из группы «жалобы на физическое 
состояние», а также появление группы каузаторов «дея-
тельность», не выявляемой для предикатов беспокойства 
в 2019 г. Заметно увеличилась с 13 аргументов в 2019 г. 
до 37 аргументов в 2020 г. номенклатура жалоб на здоро-
вье. Особенно показательно включение в нее аргументов, 
с высокой степенью вероятности имеющих отношение не-
посредственно к COVID-19: пандемия, аносмия, кашель, 
температура и т. п. 

В текстах 2020 г. в качестве предмета беспокойства 
появились аргументы из групп «государственные фи-
нансы» и «внешняя политика».  Их упоминание может 
быть связано с ростом значимости для определенного 
числа авторов таких вопросов, как состояние финан-
совой системы государства и зависящей от него под-
держки населения, или положение на международной 
арене вследствие осознания пандемии как проявления 
глобальной взаимозависимости в современном мире. 
Более обстоятельная интерпретация выявленных отли-
чий представлена в работе [394].

Анализ дискурсивной структуры
Выявлены отличия в дискурсивной структуре тек-

стов 2020-го и 2019-го годов (см. рисунок 6.8). В частно-
сти, в текстах 2020 года ковидной тематики реже встре-
чается отношение «Источник» (Attribution), который 
используется для цитирования и передачи чужой речи –  
прямой или косвенной. Некоторые дискурсивные от-
ношения имеют более высокую частотность в текстах 
2020-го года, например отношение «Решение проблемы» 
(Solutionhood). В сателлите данного отношения ставится 
проблема, а в ядре предлагается ее решение, при этом 
очень часто проблема формулируется в форме вопроса. 
Из этого можно сделать вывод, что в текстах ковидного 
периода чаще встречаются обращения к аудитории в виде 
вопросов, в том числе риторических.
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Рисунок 6.8. Частотности дискурсивных отношений для текстов 
2020г (covid) и 2019г (not covid). Отношения Elaboration (27% 

выборки) и Joint (16% выборки) исключены как наиболее частотные 
и наименее информативные

6.2.4 �Анализ реакции на фейковые сообщения  
в социальных сетях

Рассмотрим применение TITANIS для анализа ре-
акции пользователей социальных сетей на фейковые со-
общения. Для исследования экспертами были отобраны 
фейковые сообщения (посты) в социальной сети ВКон-
такте по 15 тематикам, затем с помощью API30 ВКонтак-
те автоматически загружались все комментарии к этим 
сообщениям [384]. Всего собрано около 288 тыс. ком-
ментариев. Число уникальных пользователей, которые 
писали комментарии под фейками составляет 148 157. 
В качестве фоновой (контрольной) выборки была собра-
на коллекция русскоязычных комментариев к роликам 
YouTube с развлекательным и кулинарным контентом. 
Предполагается, что комментарии к таким сообщениям 

30)  https://dev.vk.com/reference
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психоэмоционально нейтральны и уровень их эмоцио-
нальности соответствуют норме. Объем фоновой выбор-
ки составил около 300 тыс. комментариев. Тексты обе-
их коллекций относятся к одному жанру и стилю, что 
позволяет их сравнивать по тематически независимым 
текстовым показателям.

Собранные сообщения подвергались процедуре 
очистки, направленной на удаление нетипичных коммен-
тариев. После процедур очистки данных итоговый объем 
выборки составил 549 257 комментариев: 262 313 коммен-
тариев к фейкам и 286 944 фоновых комментариев. Очи-
щенные комментарии обрабатывались далее с помощью 
разработанного инструмента TITANIS для получения раз-
ноуровневых текстовых показателей.

Опишем далее наиболее значимые результаты анализа.
Общая характеристика реакций на фейковые сооб-

щения
Статистически значимые различия в текстовых по-

казателях двух выборок текстов определялись с помощью 
критерия χ2. Было выявлено более 50 показателей, пока-
зывающих различия с уровнем значимости p < 0,05. На 
рисунке 6.9 представлены статистически значимые раз-
личия встречаемости некоторых текстовых признаков в 
комментариях к фейковым сообщениям по сравнению с 
фоновым корпусом.

Полученные статистические данные свидетель-
ствуют о том, что текстовые особенности комментариев 
фейковых сообщений имеют отчетливый и системный 
характер, согласованно проявляясь на лексическом, 
синтаксическом, семантическом уровнях речевой дея-
тельности их авторов. Прежде всего, обращает на себя 
внимание предпочтение авторами комментариев к фей-
кам лексики с определенной семантикой: выражаю-
щей негативные эмоции, негативную эмоциональную 
и рациональную оценку, описывающей деструктивные 
действия и отрицательные явления социальной жиз-
ни. При этом слова с семантикой позитивных эмоций, 
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положительной рациональной оценки, положительной 
социальности и мотивации к действию встречаются в 
данном подкорпусе значимо реже по сравнению с фо-
новым. Для фейковых комментариев в большей степе-
ни характерно также употребление речевых средств, 
провоцирующих у читателя стеничные отрицательные 
аффекты: оскорбляющие («Инвективы»), обесцениваю-
щие («Мягкие инвективы»), шокирующие («Молодеж-
ный жаргон») слова и выражения.

Особенности реакции на фейковые сообщения раз-
личной тематики

В таблице 6.6 представлены данные о количе-
стве комментариев к фейковым сообщениям на раз-
ные темы в процентах от общего числа комментари-
ев (тематика фейковых сообщений была определена 
экспертами). Наиболее сильный отклик (почти 2/3 
комментариев) вызывают фейки, посвящённые трём 
темам: теме «Политическая сфера, силовики и госу-
дарственная безопасность» (29,83%), теме «Социально 
значимые происшествия» (18,85%) и теме «Здравоох-
ранение» (13,24%).

Рисунок 6.9. Средние значения психолингвистических показателей 
для комментариев к фейкам и фоновой коллекции



Психоэмоциональный анализ текстов социальных медиа

301

Таблица 6.6
Количество комментариев к фейковым сообщениям на разные 

темы

Тематика Количество 
комментариев

Процент 
от общего 

числа
Политическая сфера, силовики и 

государственная безопасность 86059 29,83%

Социально значимые 
происшествия 54379 18,85%

Здравоохранение 38186 13,24%
Образование 26219 9,09%

Экология 17848 6,19%
Социальная защита и трудовая 

сфера 16816 5,83%

Коронавирусная инфекция 
(COVID-19) 16575 5,75%

Судебная система 12067 4,18%
Спорт и международные события 6609 2,29%

ЖКХ Благоустройство и 
стройкомплекс 6586 2,28%

Дорожно-транспортная сфера 2965 1,03%
Промышленная сфера 2145 0,74%

Информационные технологии; 
интернет и СМИ 1730 0,60%

Культура  289 0,10%
Межнациональная и 

межконфессиональная среда 37 0,01%

Анализ текстовых психолингвистических показате-
лей для комментариев методами статистики (различия 
по T-test и различия по χ2) выявил следующее.  Коммен-
тирование фейковых сообщений на темы, составляющие 
первую тройку, сопровождается повышенным эмоцио-
нальным и коммуникативным напряжением (отличаются 
психолингвистические коэффициенты, другие граммати-
ческие и частеречные показатели аффективного возбуж-
дения, лексика общения). Сообщения на эти темы ком-
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ментируются высказываниями, содержащими агрессию и 
обвинения.

На рисунке 6.10 показаны статистически значимые 
различия между темами «Здравоохранение» и «Полити-
ческая сфера, силовики и гос. безопасность» по лексиче-
ским показателям из группы «Эмотивы» – частотностям 
предикатов, соответствующим разным типам эмоций (по-
казатели нормированы по максимальным значениям сре-
ди тем). Видно, что комментариям по теме «Здравоох-
ранение» характерны больше эмоции «страх», «печаль», 
«покой» и «радость», политическая тема характеризуется 
эмоциями «отвращение», «стыд» и «гнев».

Рисунок 6.10. Нормированные средние текстовые показатели из 
группы «Эмотивы» для комментариев к фейковым сообщениям на 

темы «Здравоохранение» и «Политическая сфера, силовики  
и гос. безопасность» 

Сравнение тем из «большой тройки» между собой по-
казало, что фейковые сообщения на тему здравоохранения 
вызывают особое напряжение и переживание барьера, не-
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преодолимого препятствия. Фейки на тему власти по срав-
нению с фейками на тему происшествий вызывает всплеск 
требований к властям разрешить проблему, в то время как 
фейки, посвящённые происшествиям, актуализируют за-
щитную реакцию отрицания («ничего страшного»).

Анализ фрустрационного реагирования на фейко-
вые сообщения различной тематики

Было выявлено, что фейки оказывают вполне си-
стематическое действие на агрессивность реакций поль-
зователей – в комментариях к фейковым сообщениям на 
любые темы значимо чаще встречаются агрессия (экс-
трапунитивный тип фрустрационного реагирования), 
чем в комментариях к обычным сообщениям из фоно-
вого корпуса. При этом также систематически снижает-
ся готовность реагировать спокойно, видя в комментиру-
емых высказываниях лишь что-то обычное, привычное, 
нестрашное (число импунитивных реакций с фиксацией 
на препятствии значимо падает в исследуемом корпусе 
по сравнению с фоновым). Средние значения показателей 
экстрапунитивных и импунитивных реакций в коммента-
риях разных тематик и фонового корпуса представлены в 
таблице 6.7.

Таблица 6.7
Средние значения показателей экстрапунитивных и импунитивных 

реакций для тематик фейковых комментариев

Тематика фейков Экстрапунитивные Импунитивные
Комментарии YouTube 

(фон) 0,378 0,166

Информационные 
технологии; интернет 

и СМИ
0,428 0,028

Спорт и 
международные 

события
0,48 0,049

ЖКХ Благоустройство 
и стройкомплекс 0,485 0,056
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Дорожно-транспортная 
сфера 0,485 0,056

Промышленная сфера 0,492 0,048
Социальная защита и 

трудовая сфера 0,493 0,0484

Коронавирусная 
инфекция (COVID-19) 0,498 0,047

Экология 0,508 0,037
Политическая 

сфера, силовики 
и государственная 

безопасность

0,526 0,042

Социально значимые 
происшествия 0,528 0,046

Здравоохранение 0,535 0,049
Образование 0,536 0,042

Судебная система 0,558 0,046

Необходимо отметить, что в данном случае не иссле-
довался фактор тематики, возможно, любые сообщения 
на указанные темы вызывают такую реакцию пользовате-
лей соцсетей по сравнению с фоном.

6.3 Выводы по главе 6
Предолженные разноуровневые психолингвистиче-

ские показатели способны дифференцировать тексты, на-
писанные русскоязычными пользователями социальной 
сети Вконтакте с различными личностными психологи-
ческими особенностями. Психолингвистические показа-
тели играют значимую роль при выявлении текстовых 
сообщений пользователей с разной выраженностью де-
прессивности и личностных черт. Полученные результа-
ты позволяют решать задачи классификации текстов на 
русском языке по уровням выраженности депрессивно-
сти и личностных черт на основе лингвистических при-
знаков, которые могут быть проинтерпретированы экс-
пертами психологами.
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Инструмент психоэмоционального анализа текстов 
социальных сетей TITANIS позволяет получать инфор-
мацию об эмоциональном и психологическом состоянии 
авторов текстов и пользователей социальных сетей, а так-
же оценивать эмоциональную направленность текстов. 
TITANIS отличается от аналогов тем, что помимо грубо-
го широко используемого сегодня анализа тональности, 
позволяет выявлять более широкий набор психоэмоцио-
нальных характеристик текстов на русском языке. Кроме 
этого, TITANIS включает в себя методы разноуровневого 
анализа текстов, повышающие качество и интерпретируе-
мость психоэмоционального анализа текстов. 

Применение инструмента TITANIS на данных рус-
скоязычной социальной сети Пикабу показало, что реак-
ция пользователей на самоизоляцию в связи с Covid-19 
в 2020-м году характеризуется повышенной частотно-
стью лексики по теме «Здравоохранение», проявлением 
признаков депрессивности авторов, увеличением разно-
образия предметов, вызывающих беспокойство, ростом 
обращения к аудитории в виде вопросов, в том числе ри-
торических. Применение инструмента TITANIS на дан-
ных социальной сети Вконтакте показало, что фейковые 
сообщения вызывают рост напряжения, беспокойства и 
агрессии, приводят к повышению эмоционального воз-
буждения, спаду позитивных эмоций и положительных 
оценок происходящего.
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Применение методов разноуровневой обработки 
естественного языка для интеллектуального анализа тек-
стов, на наш взгляд, останется востребованным и вряд 
ли полностью вытеснится нейросетевыми подходами. Ис-
пользование этих методов оправдано при необходимости 
извлекать из текста различные структурированные кон-
струкции (предикатно-аргументные, аргументационные и 
т.п.), а также при отсутствии больших размеченных вы-
борок текстов, когда неспособность методов машинного 
обучения выявить скрытые информативные признаки и 
заономерности компенсируется явной лингвистической 
информацией. Несмотря на свою повышенную требова-
тельность к вычислительным ресурсам, методы синтакси-
ческого, семантического и дискурсивного анализа текстов 
вполне могут применяться в промышленных системах 
текстовой аналитики, по крайней мере в тех, где не требу-
ется отклика в реальном времени.

В этой монографии рассмотрены вопросы разно- 
уровневой обработки естественного языка, представлен 
метод реляционно-ситуационного анализа текста на рус-
ском языке, позволяющий представить семантику выска-
зываний в виде семантической сети, описаны ключевые 
алгоритмы реляционно-ситуационного анализа текстов на 
основе словаря предикатных слов, а также метод семан-
тико-синтаксического анализа текстов, устанавливающий 
семантические роли на основе обучения по размеченным 
корпусам текстов. Экспериментально показано, что обу-
чаемый семантический анализатор превосходит по каче-
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ству анализатор на основе правил, а качество совместного 
семантико-синтаксического анализа выше качества раз-
дельного синтаксического и семантического анализа на 
основе словаря.

Представлен новый метод дискурсивного анализа 
текстов на русском языке, исследованы задачи выделения 
элементарных дискурсивных единиц, построения нераз-
меченного дискурсивного дерева разбора, классификации 
отношений и определения ядерности в дискурсивном 
дереве разбора. Впервые для русского языка разработан 
метод полного автоматического дискурсивного анализа 
для текстов на русском языке, решающий все подзадачи 
дискурсивного анализа. Исследовано влияние различных 
наборов текстовых признаков на качество дискурсивно-
го анализа русскоязычных текстов, описаны результаты 
оценки качества решения отдельных задач дискурсивного 
анализа и качества полного дискурсивного анализа на ма-
териале корпуса RuRSTreebank.

Рассмотрены вопросы применения разноуровневой 
обработки языка в интеллектуальном поиске и анализе 
текстов. Предложены принципы и методы семантического 
поиска текстовой информации, отличающиеся от анало-
гов тем, что помимо лексических единиц текста учитыва-
ют семантико-синтаксическую структуру текстов запроса 
и документов. Разработаны новые методы вопросно-от-
ветного поиска, основанные на сопоставлении семанти-
ко-синтаксических структур текстов вопроса и докумен-
та, содержащего ответ. Экспериментально показано, что 
использование семантико-синтаксических структур по-
вышает качество информационного и вопросно-ответного 
поиска.

Предложен подход к автоматическому построению 
баз знаний предметных областей по текстам на естествен-
ных языках, позволяющий в полуавтоматическом режи-
ме настроить вопросно-ответный поиск на новую пред-
метную область за счет методов открытого извлечения 
информации из текстов на основе реляционно-ситуаци-
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онного анализа. Предложен подход к снижению трудо-
емкости разметки текстов для решения задач извлечения 
информации из текстов на основе активного машинного 
обучения. Экспериментально показано, что применение 
активного машинного обучения позволяет сократить объ-
ем размечаемых данных до 7 раз при сохранении необхо-
димого качества извлечения информации из текстов.

Предложены разноуровневые психолингвистиче-
ские показатели текста, позволяющие при психолингви-
стических исследованиях моделировать текст не только 
на уровне лексики и морфологии, но и с привлечением 
верхних уровней языка, таких как синтаксис, семанти-
ка, дискурс. Эмпирически показано, что разноуровневые 
психолингвистические показатели позволяют различать 
тексты, написанные русскоязычными авторами с различ-
ными психическими отклонениями и психологически-
ми особенностями. Важно, что выявленные различия в 
значениях показателей могут быть проинтерпретированы 
экспертами психологами. Исследована возможность ре-
шения задачи классификации текстов по типам психо-
логических особенностей русскоязычных авторов на ос-
нове разноуровневых психолингвистических показателей. 
Экспериментально показано, что разноуровневые психо-
лингвистические показатели играют значимую роль при 
выявлении эссе, написанных психически больными, и 
текстовых сообщений, написанных пользователями соци-
альной сети ВКонтакте с разной выраженностью депрес-
сивности и личностных черт.

В монографии представлен инструмент лингво- 
статистических корпусных исследований «Машина РСА», 
отличающийся от аналогов возможностью работы с линг-
вистическими конструкциями графовой структуры, моде-
лирующими верхние уровни языка, включая синтаксис, 
семантику, дискурс. Инструмент позволяет создавать за-
просы для поиска в корпусах текстов сложных лингви-
стических конструкций или их сочетаний и получать раз-
личные статистики для результатов поиска, в том числе 
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осуществлять сравнение корпусов текстов по частотности 
указанных конструкций и психолингвистическим показа-
телям. С помощью Машины РСА выявлены особенности 
использования семантико-синтаксических конструкций 
авторами с различными психическими отклонениями.

На базе разработанных методов и подходов соз-
дан инструмент психоэмоционального анализа текстов  
TITANIS, позволяющий получать полезную информацию 
об эмоциональном и психологическом состоянии авторов 
текстов и пользователей социальных сетей, а также оце-
нивать эмоциональную направленность текстов. TITANIS 
отличается от аналогов тем, что помимо грубого широко 
используемого сегодня анализа тональности, позволяет 
выявлять более широкий набор психоэмоциональных ха-
рактеристик текстов на русском языке. С помощью ин-
струмента TITANIS выявлены особенности реакции поль-
зователей социальной сети Пикабу на самоизоляцию в 
связи с Covid-19, а также описана реакция пользователей 
ВКонтакте на фейковые сообщения.

Программная реализация методов семантического и 
дискурсивного анализа текстов на русском языке являет-
ся частью открытой библиотеки ISANLP и доступна для 
свободного использования. Разработанные методы семан-
тического поиска и анализа текстов внедрены в семей-
ство поисковых машин Exactus и программно-аппаратный 
комплекс TextAppliance, который имеет несколько про-
мышленных коммерческих внедрений.

Таким образом, полученные результаты показывают 
целесообразность использования методов разноуровневой 
обработки естественного языка для информационного 
поиска и интеллектуального анализа текстов в качестве 
средства, повышающего их эффективность и обеспечива-
ющего интерпретируемость получаемых результатов.
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